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Abstrakt : V sou�casn�e dob�e v�yraznou rychlost�� nar�ust�a pot�reb a zpracov�avat
nestrukturovan�a data. Jednou z v�yznamn�ych oblast�� manipulace s nestrukturo-
van�ymi daty je zpracov�an�� sign�al�u jako je zvuk a obraz, p ro kter�e existuje velk�e
mno�zstv�� postup�u. Tato pr�ace se zab�yv�a statistick�ym p �r��stupem ke zpracov�an��
obrazu, p�ri kter�em je obraz interpretov�an jako reprezentant n�ahodn�eho pole.
Jsou zde pops�any dva probl�emy: odstran�en�� �sumu z obrazu, kter�e napom�ah�a
lep�s�� interpretaci obrazu, a klasi�kace obrazu, p�ri kter�e s e sna�z��me identi�kovat a
rozpozn�avat zobrazovan�e objekty. �C�ast pr�ace zam�e�ren�a na odstran�en�� �sumu po-
jedn�av�a p�redev�s��m o vyu�zit�� simula�cn��ch metod MCMC. Ty to postupy je mo�zn�e
vyzkou�set v software, kter�y je sou�c�ast�� pr�ace. �C�ast pr�ace pojedn�avaj��c�� o klasi-
�kaci obrazu popisuje r�uzn�e modi�kace metody klasi�ka�cn��ch strom�u. V z�av�eru
pr�ace je uveden p�r��klad zpracov�an�� obrazu, kde c��lem je identi�kace vad tkan�ych
text��li��.

Kl���cov�a slova : Obnova obrazu, klasi�kace obrazu, n�ahodn�a pole, klasi�ka�cn��
stromy, tkan�e text��lie.

Title : Statistical image analysis in quality control
Author : David Leg�at
Department : Department of probability and mathematical statistics
Supervisor : Prof. RNDr. Jarom��r Antoch, CSc.

Abstract : Currently, necessity to handle unstructured data rises signi�cantly.
One important area of unstructured data manipulation is signal processing such
as audio and video, for which there exist many procedures. This work deals with
the statistical approach to image processing, in which the image is interpreted
as a representative of a random �eld. It describes two problems: removing noise
from an image which facilitates better interpretation of the image, and image
classi�cation, in which we try to identify and recognize objects displayed. Part
of the work aimed at eliminating of noise deals primarily with the use of MCMC
simulation methods. These procedures can be tested in software that is included.
Part of the work dealing with the classi�cation of the image describesvarious
modi�cations of classi�cation trees methods. An example of image processing,
which is the identi�cation of defects in woven fabrics, is presented at the end.

Keywords : Image restoration, image classi�cation, random �elds, classi�cation
trees, woven fabrics.
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Seznam symbol� u
Obecn�e zna�cen��
x; y; m; M; n; N; k; K; l; L; V skal�arn�� �c��slo (re�aln�e, cel�e, p�rirozen�e)
X; Y n�ahodn�a veli�cina
x ; y ; � ; � vektor
X ; Y n�ahodn�y vektor
(x1; : : : ; xn ) vektor napsan�y po slo�zk�ach
A ; D ; P matice
R; Z; N mno�zina �c��sel (re�aln�e, cel�e, p�rirozen�e)
O; G; S mno�zina
f s1; : : : ; sng mno�zina dan�a v�y�ctem prvk�u
BnA dopln�ek mno�ziny A do mno�ziny B

Matice
A ; D matice
A T transpozice matice
trace(A ) stopa matice
u i ; v i lev�y a prav�y singul�arn�� vektor (SVD rozklad)
U ; V matice lev�ych a prav�ych singul�arn��ch vektor�u (SVD rozklad)
U k ; V k matice obsahuj��c�� prvn��ch k singul�arn��ch vektor�u (SVD rozklad)
� i = � ii singul�arn�� �c��sla (SVD rozklad)
� diagon�aln�� matice singul�arn��ch �c��sel (SVD rozklad)
� k matice obsahuj��c�� prvn��ch k singul�arn��ch �c��sel (SVD rozklad)

Obraz
x ; y ; ey obraz
xs; ys intenzity jednotliv�ych bod�u v �cernob��l�em a �sed�em obrazu
y s = f y1

s ; y2
s ; y3

sg intenzity jednotliv�ych bod�u v barevn�em obrazu
S mno�zina bod�u obrazu (zpravidla pravo�uhl�a m�r���zka)
@(s); s 2 S sousedn�� body k bodus
@ syst�em sousedn��ch bod�u
C klika v grafu tvo�ren�ym syst�emem sousedn��ch bod�u @
C mno�zina v�sech klik v syst�emu sousedn��ch bod�u @
G mno�zina mo�zn�ych intenzit
G po�cet mo�zn�ych intenzit obrazu
y A ; y SnA v�y�rez obrazu na mno�zin�e A � S (resp. na jej��m dopl�nku)
O; Oi mno�zina obraz�u
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Charakteristiky obrazu

� (y ); ' i (y ) charakteristika obrazu
h(g); g 2 G histogram obrazu
mk moment obrazu (charakteristika prvn��ho �r�adu)
M k centr�aln�� moment obrazu (charakteristika prvn��ho �r�adu)
e energie obrazu (charakteristika prvn��ho �r�adu)
E entropie obrazu (charakteristika prvn��ho �r�adu)
� vektor posunut�� v charakteristik�ach druh�eho �r�adu
a� (g; g0); g; g0 2 S prvek matice vz�ajemn�eho v�yskytu intenzit
A � (g; g0); g; g0 2 S sdru�zen�e rozd�elen�� intenzit
mk(� ) momenty rozd��l�u intenzit (charakteristika druh�eho �r�adu)
E(� ) entropie obrazu (charakteristika druh�eho �r�adu)
mpq momenty obrazu �r�adu ( p; q)
Mpq centr�aln�� momenty obrazu �r�adu ( p; q)
cov kovarian�cn�� matice obrazu
� orientace obrazu

Transformace obrazu
s(y ; � ) transformace obrazuy dan�a parametry �

s0
i (y ) =

h
@s(y ;� )

@�i

i

� = 0
parci�aln�� derivace transformace obrazu v bod�e� = 0

ts(y ; � ) line�arn�� aproximace transformace s(y ; � )
DCT (y) diskr�etn�� kosinov�a transformace
IDCT (y 0) inverzn�� diskr�etn�� kosinov�a transformace
DF T (y) diskr�etn�� Fourierova transformace
IDF T (y 0) inverzn�� diskr�etn�� Fourierova transformace
g; gG

st ; gU
st ; gSx

st ; gSy
st j�adro konvoluce obrazu

Vzd�alenosti obraz�u
d(x ; y ) vzd�alenost obraz�u x a y
dF (x ; y ) Frob�eniova vzd�alenost obraz�u
dM (x ; y ) minimov�a vzd�alenost obraz�u
dT (x ; y ) te�cn�a vzd�alenost obraz�u
dH (x ; y ) Hausdor�ova vzd�alenost obraz�u

Restaurov�an�� digit�aln��ch obraz�u

x 0 p�uvodn��, neza�spin�en�y obraz
y pozorovan�y obraz
_x (y ) odhad p�uvodn��ho obrazu
�( x ) apriorn�� rozd�elen�� p�uvodn��ho obrazu
P(y jx ) podm��n�en�e rozd�elen�� pozorovan�eho obrazu y , p�ri dan�em p�uvodn��m

obrazu x
P(x jy ) podm��n�en�e rozd�elen�� p�uvodn��ho obrazu x , p�ri dan�em pozorovan�em

obrazu y
L(x ) krit�erium hladkosti obrazu
D(x ; y ) krit�erium vzd�alenosti obrazu x od pozorovan�eho obrazuy
H (x ; y ) krit�erium vhodnosti obrazu x p�ri pozorovan�em obraze y
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N�ahodn�a pole

�( x ); x 2 O n�ahodn�e pole, tj. pravd�epodobnostn�� rozd�elen�� na mno�zin�e
obraz�u O

L � (x A jx SnA ) lok�aln�� charakteristika n�ahodn�eho pole �( x )
K; K I ; K P energie n�ahodn�eho pole �(x )
U potenci�al n�ahodn�eho pole �( x )
UA ; A � S funkce, kter�e tvo�r�� potenci�al U

MCMC simulace a Markovovy �ret�ezce

f x(i )gi 2 N; f x i gi 2 N posloupnost stav�u z mno�ziny S
f X (i )gi 2 N; f X i gi 2 N posloupnost n�ahodn�ych veli�cin (Markov�uv �ret�ezec)
S mno�zina stav�u Markovova �ret�ezce
� = f � s; s 2 Sg pravd�epodobnostn�� rozd�elen�� na mno�zin�e stav�u S
e� ; � (1) ; � ; � 0; �� dal�s�� pravd�epodobnostn�� rozd�elen�� na mno�zin�e stav� u

S
P = f Pr;s ; r; s 2 Sg matice pravd�epodobnost�� p�rechodu
p(r; s) = Pr;s pravd�epodobnosti p�rechodu
Q = f Qr;s ; r; s 2 Sg matice pravd�epodobnost�� p�rechodu pro prvn�� krok

Metropolisova{Hastingsova algoritmu
� = f � r;s ; r; s 2 Sg akcepta�cn�� pravd�epodobnosti pro druh�y krok

Metropolisova{Hastingsova algoritmu
P (i ) matice pravd�epodobnost�� p�rechodu i-t�eho kroku

Markovova �ret�ezce
� (t) chlad��c�� sch�ema

N�ahodn�a zobrazen�� a stochastick�e toky

'; ' i n�ahodn�e zobrazen��
' n+ m

n+1 slo�zen�� m n�ahodn�ych zobrazen�� ' n+ m � � � � � ' n+1

�' stochastick�y tok
� mno�zina v�sech zobrazen�� � : S ! S

 mno�zina oboustrann�ych posloupnost�� zobrazen�� � : S ! S ,

tj. 
 = � Z

P pravd�epodobnostn�� rozd�elen�� na mno�zin�e �
�P pravd�epodobnostn�� rozd�elen�� na mno�zin�e 

Wn stav splynut��
Tn �cas nejpozd�ej�s��ho splynut��
E Tn ; V ar Tn st�redn�� hodnota a rozptyl �casu nejpozd�ej�s��ho splynut� �
r � s �c�aste�cn�e uspo�r�ad�an�� na mno�zin�e stav�u S
m; m minimum a maximum na mno�zin�e S vzhledem k uspo�r�ad�an�� �
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Klasi�kace obrazu
Z = ( Z1; : : : ; ZM ) vektor m�e�ren�� (vlastnost��) objektu (obrazu)
Z prostor v�sech mo�zn�ych m�e�ren��
O prostor v�sech klasi�kovan�ych obraz�u
C = f c1; : : : ; cJ g mno�zina v�sech t�r��d
L = f l1; : : : ; lJ g mno�zina v�sech textur
d(y ) klasi�ka�cn�� pravidlo
Y n�ahodn�a veli�cina na mno�zin�e O
L n�ahodn�a veli�cina na mno�zin�e v�sech textur L
P pravd�epodobnostn�� rozd�elen�� na mno�zin�e O � L
dB Bayes�uv klasi�k�ator
T strom
t, �t uzel
T mno�zina list�u stromu
R� (d); R� (T) skute�cn�a m��ra �spatn�eho za�razen�� klasi�k�atorem d

(stromem T)
RU (T) odhad skute�cn�e m��ry �spatn�eho za�razen�� stromu T

z u�c��c��ho vzorku
c(l1jl2) cena �spatn�eho p�ri�razen�� textury l1 m��sto spr�avn�e

textury l2
C � (d); C� (T) skute�cn�a cena �spatn�eho za�razen�� klasi�k�atorem d

(stromem T)
CU (T); CV (T); CCV (T) odhady skute�cn�e ceny �spatn�eho za�razen�� stromu T
Tt podstrom, kde uzelt je ko�renem
D mno�zina v�sech mo�zn�ych d�elen�� uzlu
�; � E ; � G funkce m��ry zne�ci�st�en��
 (t) m��ra zne�ci�st�en�� uzlu t
� (d; t) pokles zne�ci�st�en�� zp�usoben�y rozd�elen��m uzlu t po-

moc�� d�elen�� d 2 D
p(l; t ); p(l jt) odhady pravd�epodobnost�� P(l; t ) a P(l jt)
q(t) funkce, kter�a ka�zd�emu listu p�ri�rad�� texturu
q� (t) vhodn�a volba funkce q(t)
W(t) �casov�a n�aro�cnost uzlu t
W(T) st�redn�� �casov�a n�aro�cnost stromu T
K V (T) krit�erium pro v�yb�er vhodn�e slo�zitosti stromu,

kter�e kombinuje st�redn�� �casovou n�aro�cnost stromu
a cenu �spatn�eho za�razen��
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�Uvod
S rostouc��m v�ykonem v�ypo�cetn�� techniky vzr�ust�a i obje m dat zpracov�avan�y p�ri
statistick�ych anal�yz�ach. Zat��mco v roce 1970 byly v�edci schopni zpracovat na
s�alov�ych po�c��ta�c��ch data, kter�a m�ela �r�adov�e stovky z�aznam�u, des��tky prom�enn�ych
a byla ulo�zena na d�ern�ych �st��tc��ch, kter�e zabraly celou m��s tnost, dnes existuje
mnoho organizac��, kter�e ve sv�ych datov�ych skladech uchov�avaj�� pentabajty 1 dat.

Nejenom, �ze roste pot�reba zpracov�avat v�et�s�� objemy d at, ale tak�e �casto pracu-
jeme s daty, kter�a nemaj�� strukturu tabulky. P�r��kladem m�u �ze b�yt anal�yza nestruk-
turovan�ych dat v podob�e textu, zvukov�eho z�aznamu, obrazu, p�r��padn�e z�aznamu
videa (sekvence obraz�u). V t�eto pr�aci se zam�e�r��me na dat a reprezentuj��c�� obraz,
a to p�redev�s��m na odstran�en�� �sumu z obrazu a rozpozn�av �an�� zobrazen�ych objekt�u
a jejich klasi�kaci.

V mnoha aplikac��ch vyu�z��vaj��c��ch metod klasi�kace obrazu je d� ule�zit�a nejenom
p�resnost model�u, ale tak�e rychlost s jakou je za�razen�� obrazu vykon�ano, a pro-
to v n�asleduj��c��m textu zm��n��me i postupy, kter�e vedou ke zr ychlen�� zpracov�an��
obrazu p�ri zachov�an�� dostate�cn�e p�resnosti. Dal�s�� d �ule�zitou vlastnost�� model�u je
invariance v�u�ci p�redem zvolen�e skupin�e transformac�� obr azu. To v�sak �casto vede
k �casov�e n�aro�cnosti v�ypo�ct�u. Proto se v aplikac��ch pou �z��vaj�� postupy, kter�e za-
ji�st 'uj�� alespo�n lok�aln�� invarianci.

B�ehem z��sk�av�an�� obrazov�ych dat (elektronick�e podoby o brazu) b�e�zn�e doch�az��
k deformaci obrazu zp�usobenou mnoha aspekty, jako jsou nerovnosti optiky p�r��-
padn�e jin�e kvalitativn�� nedostatky sn��mac��ho za�r��zen��, ne bo

"
za�spin�en��\ obrazu

v pr�ub�ehu jeho digitalizace a n�asledn�ych �uprav. P�r��kladem m �u�ze b�yt tzv. "�sum"na
fotogra���ch z��skan�ych p�ri nastaven�� vysok�e �urovn�e c itlivosti ISO. V mnoha ap-
likac��ch odstran�en�� �sumu z obrazu vede k lep�s�� interpretac i obrazu a n�asledn�emu
zlep�sen�� p�resnosti klasi�kace obrazu. Vyu�zit�� n�ekter�y ch z�akladn��ch algoritm�u pro
odstran�en�� �sumu v�sak vede k zaml�zen�� obrys�u zobrazo van�ych objekt�u. Proto
je vhodn�e kombinovat postupy pro odstran�en�� �sumu s n�ast roji pro segmentaci
obrazu a detekci hran. Segmentac�� mysl��me postup, p�ri kter�em obraz rozd�el��me
na n�ekolik �c�ast��, kde ka�zd�a �c�ast reprezentuje plochu s j edn��m, pravideln�e se
opakuj��c��m vzorem (texturou). Za hranou pova�zujeme m��sto v obraze, kde se
n�ahle m�en�� jeho charakter. Tyto hrany �casto reprezentuj�� obrysy objekt�u.

Pr�ace obsahuje �sest kapitol, z nich�z prvn�� popisuje z�akladn�� charakteristiky
a n�astroje pou�z��van�e p�ri pr�aci s obrazy. Druh�a je zam� e�rena na p�redzpracov�an��
obrazu. P�redev�s��m pak na odstran�en�� �sumu z obrazu pomoc�� simula�cn��ch metod
MCMC, p�ri kter�ych je obraz ch�ap�an jako reprezentant n�a hodn�eho pole. Pot�rebn�a
teorie o Markovov�ych �ret�ezc��ch, kter�a je vyu�z��v�ana v s imula�cn��ch algoritmech,
je pops�ana ve t�ret�� kapitole. �Ctvrt�a kapitola se v�enuje klasi�ka�cn��m metod�am
pou�z��van�ym ve zpracov�an�� obrazu. P�redev�s��m je zde po ps�an postup umo�z�nuj��c��
optimalizovat �casovou n�aro�cnost klasi�ka�cn��ch strom�u. P� at�a kapitola obsahuje
p�r��klad vyu�zit�� statistick�ych postup�u ve zpracov�an�� ob razu. Konkr�etn�e je zde
pops�an probl�em identi�kace vad ve tkan�ych text��li��ch. Sou� c�ast�� pr�ace je tak�e soft-
ware kter�y umo�z�nuje aplikovat postupy pro odstran�en�� �s umu z obrazu, popsan�e
v druh�e kapitole, na libovoln�y obraz. Pou�z��v�an�� tohoto soft ware je pops�ano v �sest�e
kapitole.

11 PB (pentabajt) = 10 15B
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1. Obraz a jeho reprezentace
M�ejme mno�zinu bod�u S. Nej�cast�eji bude S = f (i; j ); 1 � i � M; 1 � j � N g
dvourozm�ern�a pravo�uhl�a m�r���zka bod�u o rozm�eru M � N . Intenzity y = f ys 2
Ggs2 S budeme d�ale naz�yvat kon�gurac�� , vzorem, sign�alem neboobrazem. Mno�zina
intenzit G zpravidla obsahuje kone�cn�y po�cet hodnot, ozna�cuj��c��ch r �uzn�e odst��ny
barev.

P�r��klad 1.1: (Digit�aln�� obraz)

Jednoduch�ym p�r��kladem je �cerno{b��l�y obraz, kde intenzity ys mohou nab�yvat
pouze dvou hodnot. Budeme pou�z��vat hodnotu� 1 pro �cernou barvu a 1 pro
barvu b��lou.

�Cerno{b��l�y obraz budeme pro jeho jednoduchost pou�z��vat p�redev�s��m pro ilus-
traci fungov�an�� popisovan�ych postup�u. K praktick�ym �u� cel�um se �casto hod��
obrazy, jejich�z intenzity ys nab�yvaj�� hodnot z kone�cn�e mno�ziny odst��n�u �sedi
ys 2 f 0; 1; : : : ; G� 1g, kde G je po�cet odst��n�u �sedi, 0 zna�c�� �cernou barvu a G� 1
b��lou. �Cerno{b��l�y obraz m�u�ze b�yt ch�ap�an jako speci�aln�� p�r� �pad �sed�eho obrazu
se dv�ema odst��ny �sedi G = 2, av�sak volba G = f� 1; 1g je p�r��hodn�ej�s�� pro teorii
n�ahodn�ych pol��, a proto budeme v cel�e pr�aci pou�z��vat to to zna�cen�� �cerno{b��l�eho
obrazu.

Pro barevn�y obraz se vyu�z��v�a n�ekolik reprezentac��. V n�as leduj��c��m textu
budeme barevn�ym obrazem myslet takov�y, kde intenzityy s = ( y1

s ; y2
s ; y3

s) jsou
vektorem se t�remi komponentami. Ka�zd�a komponenta m�u�ze nab�yvat hodnot
yi

s 2 f 0; 1; : : : ; G � 1g. Prvn�� komponenta reprezentuje intenzitu �cerven�e slo�zky
barevn�eho spektra. Obdobn�e slou�z�� druh�a komponenta pro zelenou a t�ret�� kom-
ponenta pro modrou slo�zku barevn�eho spektra. Nap�r��klad vektor (0,0,0) tedy
zna�c�� �cernou barvu, vektor (G-1,G-1,G-1) b��lou barvu, vekt or (G-1,0,0) �cervenou
barvu, a podobn�e. �

Pozn�amka 1.1:

Reprezentace barvy z p�r��kladu 1.1, kde ka�zd�a barva je vyj�ad�rena jako kombi-
nace �cerven�e, zelen�e a modr�e barvy, se naz�yv�a aditivn�� m��ch�an�� barev nebo tak�e
RGB (Red, Green, Blue) model. Mnohdy jsou v�sak vyu�z��v�any i j in�e barevn�e
modely, nap�r��klad:

� CMYK - tzv. substraktivn�� m��ch�an�� barev, p�ri kter�em barvu z� �sk�ame
kombinac�� dopl�nkov�ych barev k z�akladn��m barv�am RGB. To j sou azurov�a
(Cyan), purpurov�a (Magenta) a �zlut�a (Yellow). P��smeno K ve z kratce
reprezentuje celkovou tmavost barvy.

� HSV nebo HSB - barevn�y model, kter�y nejl�epe odpov��d�a lidsk�emu vn��-
m�an�� barvy. Ka�zd�a barva je ur�cena hodnotami odst��nu (H ue), sytosti (Sa-
turation) a jasu (Value nebo Brightness) barvy.

M��ch�an�� barev je spojit�e, ale pro uchov�an�� digit�aln��ch obr az�u je pou�z��v�ana
diskretizace. Proto jsme v p�r��klad�e 1.1 uva�zovali diskr�etn�� mno�zinu intenzit G.
Nicm�en�e pro n�ekter�e teoretick�e �uvahy je vhodn�a spojit� a reprezentace obrazu.
V takov�em p�r��pad�e je S = R2 a intenzity jednotliv�ych bod�u mohou nab�yvat
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hodnot z mno�ziny v�sech re�aln�ych �c��sel G = R. Ka�zd�y obraz je tak reprezentov�an
zobrazen��m y : R2 ! R, kter�e ka�zd�emu bodu s 2 R2 p�ri�rad�� intenzitu ys.
O tomto zobrazen�� se zpravidla p�redpokl�ad�a, �ze je diferencovateln�e.

Budeme{li n�ekde pracovat s orientac�� obrazu, budeme uva�zovat, �ze body jsou
v obraze uspo�r�ad�any stejn�e jako je zvykem zna�cit prvky m atice. Bod (1,1) je
tedy v obraze o rozm�erechM � N um��st�en v lev�em horn��m rohu, bod (M,1)
v lev�em doln��m rohu a bod (1,N) v prav�em horn��m rohu obrazu. �

1.1 Charakteristiky obrazu

V obraze se �casto vyskytuj�� plochy obsahuj��c�� n�ejak�y vz or, kter�y se pravideln�e
opakuje a reprezentuje n�ejak�y povrch. Typick�ymi p�r��klad y mohou b�yt tr�avn��k,
p��sek, l�atka nebo zed' zobrazen�a z ur�cit�e vzd�alenosti. T�emto ploch�am se �r��k�a t ex-
tury. Z�akladn�� �ulohou anal�yzy obrazu je pak odli�sit tyto te xtury od sebe a rozd�elit
obraz do souvisl�ych ploch, kde ka�zd�a obsahuje jin�y vzor. Obvykl�ym postupem je
rozd�elit obraz na n�ekolik podobraz�u (zpravidla �ctvercov�eho tvaru), kter�e se mo-
hou i p�rekr�yvat, porovnat charakteristiky jednotliv�ych pod obraz�u a na z�aklad�e
jejich rozd��lnosti rozhodnout, zda se jedn�a o shodnou nebo rozd��lnou texturu.

Uva�zujme obraz y = f ys 2 Ggs2 S a jeho dva podobrazyy A = f ys 2 Ggs2 A

a y B = f ys 2 Ggs2 B , kde A; B � S. B�e�zn�ym krit�eriem pro p�ri�razen�� shodn�eho
ozna�cen�� textury je

j� i (y A ) � � i (y B )j < c i ;

kde � i ; i 2 f 1; : : : ; I g jsou vhodn�e charakteristiky obrazu aci zvolen�e konstanty.
V t�eto sekci pop���seme n�ekolik typ�u charakteristik, kter�e jsou �casto vyu�z��v�any.

Charakteristiky prvn��ho �r�adu:
Prvn�� skupina charakteristik je zalo�zena na histogramu intenzit. Pro mno�zinu

bod�u A � S a obrazy A = f ys 2 Ggs2 A , kdeG � R, de�nujeme histogram intenzit
vzorcem

h(g) =
jf s 2 A; ys = ggj

jAj
; g 2 G;

kde jAj zna�c�� kardinalitu mno�ziny A.
V�yznamnou skupinou charakteristik prvn��ho �r�adu jsou p�red ev�s��m momenty

mk =
X

g2G

gkh(g); k 2 N;

a centralizovan�e momenty

M k =
X

g2G

(g � m1)kh(g):

Z hodnot histogramu je tak�e mo�zn�e z��skat energii obrazu

e =
X

g2G

h2(g)

a entropii
E = �

X

g2G

h(g) ln h(g):
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Pozn�amka 1.2:

Charakteristiky prvn��ho �r�adu b�yvaj�� v�yrazn�e ovlivn�eny intenzitou osv�etlen��
sc�eny obrazu. Tyto vlivy m�u�zeme odstranit pomoc�� tak zvan� e ekvalizace obrazu,
neboli �upravy, kter�a vede na rovnom�ern�e zastoupen�� intenzit v histogramu. �

Charakteristiky druh�eho �r�adu:
Charakteristiky prvn��ho �r�adu v sob�e nenesou informaci o relativn��m rozlo�zen��

bod�u v obraze a vztahu jejich intenzit. Za t��m �u�celem jsou uva� zov�any charakte-
ristiky druh�eho �r�adu, kter�e tuto informaci poskytuj��.

Uva�zujme vektor posunut�� � . Typicky pou�z��van�e hodnoty jsou (1 ; 0), (0; 1),
(1; 1), (� 1; 1) pro posunut�� o jeden bod dolu, vpravo a po diagon�al�ach. Matice
vz�ajemn�eho v�yskytu intenzit sest�av�a z hodnot

a� (g; g0); g; g0 2 G;

kter�e ozna�cuj��, kolikr�at se v obraze vyskytuje dvojice bod�u s; s0 2 S takov�ych, �ze
ys = g, ys0 = g0 a s0 je v�u�ci s posunuto o vektor� . Charakteristiky druh�eho �r�adu
vych�az�� ze sdru�zen�eho rozd�elen�� intenzit v z�avislosti na posunut�� � , kter�e je d�ano
vztahem

A � (g; g0) =
a� (g; g0)

n�
;

kde n� je po�cet dvojic bod�u v obraze, kter�e jsou v�u�ci sob�e posu nuty o vektor � .
Jako p�r��klad uvedeme momenty rozd��l�u intenzit

mk(� ) =
X

g;g02G

(g � g0)kA � (g; g0);

a entropii
E(� ) =

X

g;g02G

A � (g; g0) ln A � (g; g0):

Pozn�amka 1.3:

�Sir�s�� �sk�alu charakteristik druh�eho �r�adu i s popisem jejich interpretace lze
nal�ezt v [23] nebo v monogra�i [25]. �

Momenty obrazu:
Dal�s�� d�ule�zitou skupinou charakteristik popisuj��c��ch obraz na pravo�uhl�e m�r���zce

bod�u jsou jeho momenty. Z�akladn��m momentem �r�adu ( p; q) obrazu y = f ysgs2 S

na mno�zin�e bod�u S = f (i; j ); 1 � i � M; 1 � j � N g, budeme rozum�et

mpq =
P M

i =1

P N
i =1 ipj qyij

P M
i =1

P N
i =1 yij

:

Centr�aln��m momentem pak bude

Mpq =
P M

i =1

P N
i =1 (i � m10)p(j � m01)qyij

P M
i =1

P N
i =1 yij

:
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U�zite�cn�e informace o obraze v sob�e nese t�e�z jeho kovarian�cn�� matice

cov y =
�

M20 M11

M11 M02

�
:

Vlastn�� vektory kovarian�cn�� matice toti�z ud�avaj�� orient aci obrazu a vlastn�� �c��sla
excentricitu (nebo l�epe prota�zen��) sv�etlej�s��ch oblast�� v obraze. �Casto pou�z��van�e
charakteristiky obrazu tak jsou orientace

� =
1
2

arctan
�

2M11

M20 � M02

�

a excentricita

L =

r

1 �
� 2

� 1
;

kde

� i =
M20 + M02

2
�

p
4M 2

11 + ( M20 � M02)2

2
:

P�r��klad 1.2: (Interpretace moment�u)

Interpretaci t�echto moment�u budeme ilustrovat na �sed�em o braze
y = f yij 2 f 0; 1g : 0 � i; j � N � 1g, kde mno�zina mo�zn�ych intenzit G
obsahuje pouze 2 prvky. Intenzita 0 reprezentuje b��lou barvu aintenzita 1
reprezentuje barvu �cernou. V takov�em obraze momentympq a Mpq popisuj��
rozlo�zen�� �cern�ych bod�u v obraze. Speci�aln�e dvojce mome nt�u ( m10; m01) ud�av�a
st�red �cern�ych bod�u v obraze, zat��mco momenty M20 (resp.M02) ud�avaj�� rozptyl
�cern�ych bod�u v obraze ve vertik�aln��m (resp. horizont�aln��m ) sm�eru. �

V mnoha p�r��padech zpracov�an�� obrazu je naopak pot�reba pou�z��vat charakter-
istiky obrazu, kter�e jsou invariantn�� v�u�ci zvolen�e mno�zin� e transformac��. Kla-
sick�ym po�zadavkem je invariance v�u�ci posunut��, rotaci neb o zm�en�e m�e�r��tka. �Casto
pou�z��van�e invariantn�� momenty k t�emto transformac��m jso u pops�any n�asleduj��c��mi
vztahy:

I 1 = M20 + M02

I 2 = ( M20 � M02)2 + (2 M11)2

I 3 = ( M30 � 3M12)2 + (3 M21 � M03)2

I 4 = ( M30 + M12)2 + ( M21 + M03)2

I 5 = ( M30 � 3M12)(M30 + M12)
�

(M30 + M12)2 � 3(M21 + M03)2
�

+ (3 M21 � M03)(M21 + M03)
�

3(M30 + M12)2 � (M21 + M03)2
�

I 6 = ( M20 � M02)
�

(M30 + M12)2 � (M21 + M03)2
�

+ 4M11(M30 + M12)(M21 + M03)

I 7 = (3 M21 � M03)(M30 + M12)
�

(M30 + M12)2 � 3(M21 + M03)2
�

+ ( M30 � 3M12)(M21 + M03)
�

3(M30 + M12)2 � (M21 + M03)2
�

I 8 = M11

�
(M30 + M12)2 � (M21 + M03)2

�

� (M20 � M02)(M30 + M12)(M21 + M03)
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1.2 Reprezentace obrazu

V �uvodu pr�ace jsme obraz de�novali jako intenzity na pravo�uh l�e m�r���zce bod�u.
Pro n�ekter�a zpracov�an�� obraz�u nen�� tato reprezentac e nejvhodn�ej�s��. P�r��kladem
m�u�ze b�yt vektorov�a reprezentace obrazu, kter�a je vhod n�ej�s�� pro jednoduchou
manipulaci s geometrick�ymi tvary v obraze. V t�eto sekci pop���seme n�ekolik trans-
formac�� obrazu, kter�e mohou b�yt vyu�zity nejenom k z��sk�a n�� charakteristik obrazu
u�zite�cn�ych pro jeho n�aslednou klasi�kaci, ale tak�e pro jeho e fektivn�ej�s�� ulo�zen��.

SVD rozklad obrazu:
M�ejme obraz y = f ys 2 Ggs2 S na mno�zin�e bod�u S = f (i; j ); 1 � i � M; 1 �

j � N g, kde G � R. Obraz y je matic�� o rozm�erech M � N . SVD rozkladem
obrazu y budeme rozum�et maticov�y sou�cin

y = U � V T ;

kde U je unit�arn�� matice M � M , � je diagon�aln�� matice o rozm�erech M � N
a V je op�et unit�arn�� matice N � N . Pro diagon�aln�� prvky matice � nav��c plat��
� 11 � � 22 � � � � � � mm � 0, kde m = min (M; N ).

Pozn�amka 1.4:

�C��sla � i = � ii naz�yv�ame singul�arn�� hodnoty matice (resp. obrazu) y , zat��mco
sloupc�um matice U (resp V ) �r��k�ame lev�e (resp. prav�e) singul�arn�� vektory.
V p�r��pad�e, �ze obraz nen�� �ctvercov�y (p�redpokl�adejme �ze N < M ), pak mati-
ce � je tak�e obd�eln��kov�eho tvaru

� =
�

e�
0

�
; (1.1)

kde e� je �ctvercov�a diagon�aln�� matice singul�arn��ch �c��sel a 0 zna�c�� matici, kter�a
obsahuje sam�e nuly. Z toho vypl�yv�a, �ze pro �uplnou (bezeztr�atovou) rekonstrukci
obrazu y z matic U , � a V nepot�rebujeme uchovat v�sechny lev�e singul�arn��
vektory, ale pouze prvn��ch N z nich. �

Matice � je diagon�aln�� matice s hodnost�� min( M; N ), a proto m�u�zeme mati-
cov�y sou�cin (1.1) p�repsat jako sou�cet

y =
min( M;N )X

i =1

u i � i vT
i ;

kde vektory u i (resp.v i ) jsou lev�e (resp. prav�e) singul�arn�� vektory SVD rozkladu.
Jednou z metod pro odstran�en�� �sumu a z�arove�n redukci uchov�avan�ych dat je
rekonstrukce obrazu za pou�zit�� pouze prvn��chk < min(M; N ) s�c��tanc�u. Upraven�y
obraz pak z��sk�ame ze vztahu

ŷ =
kX

i =1

u i � i vT
i = U k � kV T

k ; (1.2)

kde
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U k je maticeM � k a ve sloupc��ch obsahuje prvn��ch k lev�ych singul�arn��ch
vektor�u,

� k je matice k � k a na diagon�ale obsahuje prvn��ch k singul�arn��ch �c��sel,
V k je maticeN � k a ve sloupc��ch obsahuje prvn��ch k prav�ych singul�arn��ch

vektor�u.
V�eta 1.1 v sekci 1.3 ukazuje vztah aproximace (1.2) k tzv. Frob�eniov�e vzd�a-

lenosti obraz�u. Podle t�eto v�ety je matice by nejlep�s�� aproximac�� matice y vzhle-
dem k Frob�eniov�e norm�e mezi v�semi maticemi �r�adu k. N�azornou uk�azku vlivu
sni�zov�an�� po�ctu vyu�zit�ych singul�arn��ch �c��sel a vekto r�u najdete na obr�azku 1.2
(prvn�� �rada obr�azk�u).

Diskr�etn�� kosinov�a transformace:
V n�ekter�ych situac��ch je v�yhodn�e p�rev�est sign�al (obra z) do tzv. frekven�cn��

dom�eny pomoc�� transformac�� podobn�ym diskr�etn�� Fourie rov�e transformaci (DFT),
kterou pop���seme n���ze. Pro zpracov�an�� obrazu se nej�c ast�eji pou�z��v�a diskr�etn�� kosi-
nov�a transformace (v literatu�re zkracovan�a DCT), kter�a n a rozd��l od Fourierovy
transformace pracuje pouze s re�aln�ymi �c��sly. Pro sekvencire�aln�ych �c��sel x i 2
R; 0 � i � N � 1, je jednorozm�ern�a diskr�etn�� kosinov�a transformace de�nov�ana
vztahem

x0
s = as

N � 1X

k=0

xk cos
�

� (2k + 1) s
2N

�
; pro 0 � s � N � 1: (1.3)

Normuj��c�� konstanty as nab�yvaj�� hodnot

as =

8
<

:

q
1
N ; pro s = 0;

q
2
N ; jinak.

Jde o line�arn�� transformaci tvaru x 0 = Dx , kde maticeD m�u�ze b�yt p�redpo-
�c��t�ana pro pevn�e zvolen�e N . To je d�ule�zit�a vlastnost, proto�ze v praxi je v�et�sinou
DCT transformace vyu�z��v�ana tak, �ze sekvence je rozd�elena na stejn�e dlouh�e �useky
a transformace je n�asledn�e vypo�ctena pro ka�zd�y �usek zvl�a�st '. P�redpo�c��t�an�� mat-
ice D pak redukuje po�cet matematick�ych operac�� v algoritmu, �c��m �z se sn���z�� je-
ho v�ypo�cetn�� n�aro�cnost. Jako p�r��klad jsou na obr�azku 1.1 uvedeny grafy �clen�u
cos

�
� (2k+1) s

2N

�
z rovnosti (1.3) pro N = 8 a m�en��c�� se hodnotu k. Tyto vektory

jsou v literatu�re �casto naz�yv�any kosinov�e b�azov�e funkc e (cosine basis function).
Pro v�ypo�cet p�uvodn��ho sign�alu z transformovan�ych hodno t je mo�zn�e vyu�z��t

inverzn�� DCT danou vztahem

xk =
N � 1X

s=0

asx0
s cos

�
� (2k + 1) s

2N

�
:

Uva�zujme nyn�� obraz reprezentovan�y �ctvercovou matic�� intenzit y = f ykl 2
R; 0 � k; l � N � 1g. Pro manipulaci s digit�aln��mi obrazy se �casto vyu�z��v�a
dvourozm�ern�a DCT transformace

y0
st = DCT (y)st = asat

N � 1X

k=0

N � 1X

l=0

ykl cos
�

� (2k + 1) s
2N

�
cos

�
� (2l + 1) t

2N

�
;

17



k=0
0.

0
0.

4
0.

8
k=1

-0
.5

0.
0

0.
5

k=2

-0
.5

0.
0

0.
5

k=3

-0
.5

0.
0

0.
5

k=4

-0
.6

-0
.2

0.
2

0.
6

k=5

-0
.5

0.
0

0.
5

k=6

-0
.5

0.
0

0.
5

k=7

-0
.5

0.
0

0.
5

Obr�azek 1.1: B�azov�e funkce DCT pro N = 8. Ka�zd�y graf reprezentuje jeden �r�adek
matice.

s inverzn�� transformac�� ve tvaru

ykl = IDCT (y 0)kl =
N � 1X

s=0

N � 1X

t=0

asaty0
st cos

�
� (2k + 1) s

2N

�
cos

�
� (2l + 1) t

2N

�
:

Mezi z�akladn�� vlastnost dvourozm�ern�e DCT pat�r�� jej�� s eparabilita. Transfor-
maci m�u�zeme toti�z zapsat ve tvaru

y0
st = as

N � 1X

k=0

cos
�

� (2k + 1) s
2N

�  

at

N � 1X

l=0

ykl cos
�

� (2l + 1) t
2N

� !

;

kter�y ukazuje, �ze dvourozm�ernou DCT m�u�zeme spo�c��tat tak, �ze nejprve prove-
deme jednorozm�ernou DCT na sloupce maticey a ve druh�em kroku provedeme
op�et jednorozm�ernou DCT po �r�adc��ch v�ystupu z prvn��ho k roku.

Diskr�etn�� kosinov�a transformace je �casto vyu�z��v�ana ve ztr�atov�ych kompresn��ch
algoritmech pro digit�aln�� obrazy, kde se vyu�z��v�a toho, �ze lids k�e oko nen�� schopn�e
rozpozn�avat drobn�e zm�eny v komponent�ach DCT rozkladu, kter�e odpov��daj��
vy�s�s��m frekvenc��m. Tyto �cleny rozkladu m�u�zeme n�asledn� e ukl�adat s ni�z�s�� p�resnost��
a nebo je �upln�e vy�radit. Obr�azek 1.2 ukazuje srovn�an�� rek onstruovan�ych obraz�u
pomoc�� SVD a DCT rozklad�u. V p�r��pad�e DCT nebyla pro rekonst rukci obrazu
pou�zita cel�a matice y 0, ale pouze jej��

"
lev�a horn��\ podmatice o velikost n � n.

Jin�ymi slovy, byla pou�zita inverzn�� transformace ve tvaru

ykl =
n� 1X

s=0

n� 1X

t=0

asaty0
st cos

�
� (2k + 1) s

2N

�
cos

�
� (2l + 1) t

2N

�
:
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Obr�azek 1.2: Prvn�� �r�adek - p�uvodn�� obraz l�atky a jeho ap roximace pomoc��
SVD rozkladu (k zna�c�� po�cet vyu�zit�ych singul�arn��ch �c��sel); Druh�y �r�a dek - DCT
reprezentace obrazu a jeho aproximace pomoc�� DCT rozkladu (l zna�c�� rozm�er
vyu�zit�e �c�asti DCT matice).

Dal�s��m srovn�an��m rekonstrukce obrazu pomoc�� SVD a DCT ro zklad�u je tabul-
ka 1.1, kter�a pro r�uzn�e �urovn�e p�resnosti rekonstruova n�ych obraz�u ud�av�a po�cet
parametr�u, kter�e je pro tuto rekonstrukci pot�reba uchov at a vzd�alenost rekon-
struovan�eho obrazu od obrazu p�uvodn��ho. V p�r��pad�e SVD r ozkladu s vyu�zit��m k
singul�arn��ch �c��sel pot�rebujeme uchovat k lev�ych singul�arn��ch vektor�u, k prav�ych
singul�arn��ch vektor�u a k singul�arn��ch hodnot. Pro obraz o velikosti 256� 256 je to
2� 256� k + k hodnot. V p�r��pad�e DCT rozkladu vyu�z��v�ame podmatici o veliko st
k � k z p�uvodn��ho DCT, tedy k2 hodnot.

SVD DCT
k p D l p D
32 16416 17.1 128 16384 8.7
8 4104 34.2 64 4096 25.0
2 1026 61.2 32 1024 41.1

Tabulka 1.1: Srovn�an�� rekonstrukce obrazu pomoc�� SVD a DCTrozklad�u ( k -
po�cet vyu�zit�ych singul�arn��ch �c��sel SVD rozkladu; l - rozm� er vyu�zit�e �c�asti DCT
matice; p - po�cet uchov�avan�ych parametr�u; D - Frob�eniova vzd�alenost p�uvodn��ho
a rekonstruovan�eho obrazu).

Pozn�amka 1.5:

N�ekter�e reprezentace obrazu podobn�e Fourierov�e transformaci jsou vhodn�e
pro situace, kdy pot�rebujeme porovn�avat obrazy, na kter�ych do�slo k oto�cen�� �ci
zm�en�e m�e�r��tka sc�eny. P�r��kladem takov�e reprezentace m�u�ze b�yt Fourier - Melli-
nova transformace. Jej�� analytick�y tvar a n�ekolik zp�usobu d iskr�etn�� aproximace
jsou pops�any v [8]. �
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Diskr�etn�� Fourierova transformace:
Na rozd��l od diskr�etn�� kosinov�e transformace je v�ystupem diskr�etn�� Fourierovy

transformace matice, kter�a obsahuje komplexn�� �c��sla (nejenom re�aln�a). Pro obraz
reprezentovan�y �ctvercovou matic�� intenzit y = f ykl 2 R; 0 � k; l � N � 1g je
de�nov�ana diskr�etn�� Fourierova transformace vztahem

y0
st = DF T (y)st =

N � 1X

k=0

N � 1X

l=0

ykl e� 2�i (ks+ lt )=N ; 0 � s; t � N � 1; (1.4)

kde i zna�c�� imagin�arn�� jednotku (komplexn��ch �c��sel). P�uvodn� � obraz ykl z trans-
formovan�ych hodnot y0

st z��sk�ame pomoc�� inverzn�� DFT n�asleduj��c��m zp�usobem:

ykl = IDF T (y 0)kl =
1
N

N � 1X

s=0

N � 1X

t=0

y0
ste

2�i (sk+ tl )=N ; 0 � k; l � N � 1:

Stejn�e jako v p�r��pad�e DCT se jedn�a o line�arn�� separabiln�� transformaci, jej���z
koe�cienty je mo�zn�e p�redpo�c��tat pro pevn�e zvolen�e rozm �ery vstupn��ho obrazu.
Na rozd��l od DCT v�sak tato reprezentace obsahuje mnoho nadbyte�cn�ych (dupli-
citn��ch) �clen�u. Nap�r��klad pro indexy u = N � s a v = N � t plat�� x0

uv = �x0
st , kde �a

zna�c�� komplexn�e sdru�zen�e �c��slo k �c��slu a 2 C. Oproti DCT v�sak pro DFT plat��, �ze
konvoluci obraz�u odpov��d�a n�asoben�� po prvc��ch jejich rep rezentac�� ve frekven�cn��
dom�en�e. Ve v�et�s��m detailu pop���seme tuto vlastnost v n�as leduj��c��m odstavci.

Konvoluce:
Konvoluce je z�akladn�� oper�ator pro manipulaci s obrazem. R�uzn�e varianty to-

hoto oper�atoru mohou poslou�zit jak k odstran�en�� �sumu z ob razu, tak ke zv�yrazn�en��
hran v obrazu. M�ejme tzv. j�adro konvoluce g = f gst 2 R; � K � s; t � K g a obraz
y = f ykl 2 R; � K � k; l � N + K � 1g, kter�y je de�novan�y nejenom v intervalu
(0; N � 1) � (0; N � 1), ale je tak�e roz�s���ren�y po okraj��ch o K bod�u. Budeme
p�redpokl�adat, �ze obraz y je po okraj��ch roz�s���ren tak, �ze plat��

y(k + N; l ) = y(k; l);

y(k; l + N ) = y(k; l);

pro � K � k; l � K . Jin�ymi slovy, obraz y z oblasti (0; N � 1) � (0; N � 1) je
opakovan�e poskl�ad�an v rovin�e (jako dla�zdice; viz obr�azek 1.3). Pomoc�� y � budeme
zna�cit z�u�zen�� obrazu y na mno�zinu (0; N � 1) � (0; N � 1).

y* y*

y*

y*

y*

y*

y*

y*

y*

y

Obr�azek 1.3: Vztah obraz�u y a y � .
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�Umluva 1.1:

Pro v�et�s�� p�rehlednost textu budeme v t�eto sekci pou�z��v at z�apis y(k; l) (resp.
g(s; t)) m��sto doln��ch index�u ykl (resp. gst). �

Konvoluc�� j�adra g a obrazuy se mysl�� obraz ey = f eykl ; 0 � k; l � N � 1g, dan�y
n�asleduj��c��m vzorcem

eykl =
KX

s= � K

KX

t= � K

g(s; t)y(k � s; l � t): (1.5)

V praxi se zpravidla pou�z��vaj�� takov�a j�adra konvoluce, jej ich�z rozm�er K je
v�yrazn�e men�s�� ne�z rozm�er obrazu N . M�u�zeme tedy p�redpokl�adat, �ze K < (N �
1)=2. Uva�zujme d�ale obraz g� = f g�

kl ; 0 � k; l � N � 1g, jeho�z vztah k j�adru
konvoluce je d�an n�asleduj��c��mi rovnicemi

g� (k; l) = g(k; l) pro 0 � k; l � K;

g� (k; l) = g(k � N; l ) pro N � K � k � N � 1 a 0� l � K;

g� (k; l) = g(k; l � N ) pro 0 � k � K a N � K � l � N � 1;

g� (k; l) = g(k � N; l � N ) pro N � K � k; l � N � 1;

g� (k; l) = 0 jinak.

Struktura matic v (1.6) ukazuje, �ze matici g� z��sk�ame z j�adra konvoluce g ve
dvou kroc��ch:

1. Rozd�el��me j�adro g na 4 bloky tak, �ze �rezy vedeme mezi indexy� 1 a 0, jak
ve vertik�aln��m, tak v horizont�aln��m sm�eru.

2. Ka�zd�y blok j�adra g um��st��me do prot�ej�s��ho rohu matice g� . (Tedy G LD do
prav�eho horn��ho rohu, G LH do prav�eho doln��ho rohu, apod.)

g =
�

G LH GP H

GLD GP D

�
g� =

0

@
GP D 0 GLD

0 0 0
GP H 0 G LH

1

A (1.6)

Pro konvoluci ey danou vztahem (1.5) plat��

ey = IDF T
�

DF T (g� ) � DF T (y � )
�

;

kde symbol� zna�c�� sou�cin matic po jednotliv�ych prvc��ch.

1.3 Vzd�alenost obraz�u

P�ri pou�zit�� mnohorozm�ern�ych statistick�ych metod na zpr acov�an�� informac�� v obra-
zech je pot�reba ur�cit, jak�ym zp�usobem budeme m�e�rit vzd� alenost mezi jednotliv�ymi
obrazy. Nejjednodu�s�s��m p�r��stupem je vyu�z��t vybran�yc h charakteristik pro popis
obrazu ze sekce 1.1 a jako vzd�alenost obraz�u br�at Eukleidovskou (p�r��padn�e jinou)
vzd�alenost t�echto statistik.
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Vzd�alenosti v prostorech matic:
Druh�y p�r��stup vyu�z��v�a toho, �ze obraz je reprezentov�a n matic�� y , a proto

m�u�zeme pracovat s metrick�ymi prostory matic. Uva�zujme ny n�� dva obrazy x =
f xs 2 Ggs2 S

a y = f ys 2 Ggs2 S. Jedna ze z�akladn��ch metrik v prostorech matic vych�az��
z Frob�eniovy normy a je d�ana vztahem

dF (x ; y ) =
s X

s2 S

(xs � ys)2 :

Jak ukazuje n�asleduj��c�� v�eta, Frob�eniova metrika je �uzce spjata s SVD rozkladem
obrazu. (viz sekce 1.2)

V�eta 1.1:

M�ejme pravo�uhlou m�r���zku bod�u S = f (i; j ); 1 � i � M; 1 � j � N g a na n��
obraz y = f ys 2 Ggs2 S, kde G � R. Ozna�cme by k odhad obrazuy , kter�y jsme
z��skali pomoc�� prvn��ch k singul�arn��ch �c��sel SVD rozkladu. (vzorec (1.2)) Pak
plat��

dF (y ; by k) =

vu
u
t

min( M;N )X

l= k+1

� 2
l ;

kde � l zna�c�� l-t�e nejv�et�s�� singul�arn�� �c��slo. �

V�eta 1.1 je jednoduch�ym d�usledkem tzv. Eckertovy-Youngovy v�ety, kter�a je uve-
dena v n�asleduj��c��m lemma a byla p�revzata z [17].

Lemma 1.1:

Necht' A 2 RM � N , pak pro Frob�eniovu normu maticeA plat��

jjA jjF =
q

trace(A T A ) =

vu
u
t

min( M;N )X

l=1

� 2
l ;

kde A T zna�c�� transpozici matice A , trace() zna�c�� stopu matice a � l jsou vlastn��
�c��sla matice A . �

Te�cn�a vzd�alenost - lok�aln�� invariance:
Frob�eniova metrika v�sak nen�� v�zdy nejvhodn�ej�s�� volbou vzd�alenosti, proto�ze

m�u�ze b�yt citliv�a v�u�ci transformac��m, kter�e je l�epe p�r i n�ekter�ych aplikac��ch opomi-
nout. V takov�em p�r��pad�e m�u�zeme pou�z��t tzv. te�cnou vz d�alenost, kter�a opom��j��
drobn�e zm�eny v obraze.

P�ri popisu te�cn�e vzd�alenosti budeme pracovat s derivacemitransformac�� obra-
zu. Budeme se p�ritom zaj��mat p�redev�s��m o drobn�e zm�eny int enzit v obraze, a
proto nevysta�c��me s diskr�etn�� mno�zinou intenzit G. M�ejme tedy obraz y = f ys 2
[0; 1]gs2 S, tj. obraz, jeho�z intenzity nab�yvaj�� hodnot z intervalu re�a ln�ych �c��sel
od 0 do 1. Mno�zinu bod�u S uva�zujme kone�cnou. Transformac�� s(y ; � ) obrazu y
budeme myslet zobrazen��, kter�e pro ka�zdou volbu parametr�u � = ( � 1; : : : ; � K )
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obrazuy p�ri�rad�� transformovan�y obraz ey = f eys 2 [0; 1]gs2 S. (B�e�zn�e transformace
obrazu jsou nap�r��klad oto�cen�� a posunut�� obrazu, nebo zm�ena jeho sv�etlosti.)

Uva�zujme takovou transformaci s(y ; � ), �ze pro ka�zd�y obraz y plat�� s(y ; 0) =
y . Jedna ze vzd�alenost�� obraz�u, kter�e jsou invariantn�� v�u �ci rodin�e transformac��
s(y ; � ), je d�ana vztahem

dM (x ; y ) = min
� ;�

dF

�
s(x ; � ); s(y ; � )

�
: (1.7)

Pro mnoho transformac�� v�sak neexistuje analytick�y tvar t�e to metriky, a proto
jej�� vyu�zit�� je v�ypo�cetn�e n�aro�cn�e. Nav��c v n�ekter �ych aplikac��ch nen�� �upln�a invari-
ance �z�adouc��. (Nap�r��klad p�ri rozpozn�av�an�� psan�ych �c��slic je vhodn�e opominout
drobn�e rozd��ly ve sklonu �c��slic, nicm�en�e �upln�a invariance v�u �ci oto�cen�� by ved-
la k zam�e�nov�an�� �c��slic 6 a 9.) V takov�ych situac��ch m�u�zeme pou�z��t minim�aln��
vzd�alenost line�arn�� aproximace transformace s(y ; � ) (tzv. te�cnou vzd�alenost).
Ve zbytku sekce budeme p�redpokl�adat, �zes(y ; � ) je diferencovateln�a a s0(y ) =
(s0

1(y ); : : : ; s0
K (y )) budeme zna�cit vektor derivac��, kde

s0
i (y ) =

�
@s(y ; � )

@�i

�

� = 0

:

Potom line�arn�� aproximac�� transformace s(y ; � ) rozum��me

ts(y ; � ) = y +
KX

i =1

� i s0
i (y ):

Te�cnou vzd�alenost de�nujeme vztahem

dT (x ; y ) = min
� ;�

dF

�
ts(x ; � ); ts(y ; � )

�
; (1.8)

kde dF (�; �) zna�c�� vzd�alenost vych�azej��c�� z Frob�eniovy normy. Pou �zita v�sak m�u�ze
b�yt i jin�a vzd�alenost obraz�u, pokud ji pot�rebujeme ud�ela t lok�aln�e invariantn�� v�u�ci
dan�ym transformac��m.

Na rozd��l od vztahu (1.7) je minimaliza�cn�� �uloha v de�nici te�cn� e vzd�alenosti
�re�siteln�a. Hodnoty parametr�u � a � , pro kter�e jsou si obrazy ts(x ; � ) a ts(y ; � )
nejbl���ze, z��sk�ame �re�sen��m soustavy norm�aln��ch rovnic .

s0
i (x )

�
ts(x ; � ) � ts(y ; � )

�
= 0; i 2 f 1; : : : ; K g; (1.9)

s0
i (y )

�
ts(x ; � ) � ts(y ; � )

�
= 0; i 2 f 1; : : : ; K g; (1.10)

kter�e dostaneme derivov�an��m Frob�eniovy metriky ve vztahu ( 1.8) podle parametr�u
� a � .

Pozn�amka 1.6:

Derivaces0
i (y ) jsou tak�e de�nov�any na mno�zin�e S stejn�e jako obraz y . V ro-

vnostech (1.9) a (1.10) pou�z��v�ame s�c��t�an�� a n�asoben�� n ejenom obraz�u samotn�ych,
ale tak�e jejich derivac��. V p�r��pad�e s�c��t�an�� jde o operaci prov�ad�enou po prvc��ch.
(Tzn.: Sou�ctem z = x + y zna�c��me obraz, pro kter�y plat�� zs = xs + ys v ka�zd�em
bod�e s 2 S.) P�ri n�asoben�� v�sak prov�ad��me skal�arn�� sou�cin. (Tzn.: Sou�cinem
z = xy zna�c��me re�aln�e �c��slo dan�e vztahem z =

P
s2 S xsys.) �
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Proto�ze mno�zina S je kone�cn�a, m�u�zeme jej�� prvky ozna�cit S = f s1; : : : ; sjSjg.
Potom tak�e obrazy x , resp. y , mohou b�yt ch�ap�any jako sloupcov�e vektory x =
f x1; : : : ; xjSjgT = f xs1 ; : : : ; xsj S j

gT , resp. y = f y1; : : : ; yjSjgT = f ys1 ; : : : ; ysj S j
gT .

Proto�ze derivace s0
i (x ), s0

i (y ) jsou tak�e sloupcov�e vektory, m�u�zeme syst�em nor-
m�aln��ch rovnic (1.9), resp. (1.10), p�repsat do maticov�e formy

L T
x

�
ts(x ; � ) � ts(y ; � )

�
= 0;

L T
y

�
ts(x ; � ) � ts(y ; � )

�
= 0;

kde L x (resp. L y ) je matice, kter�a ve sloupc��ch obsahuje te�cn�e vektory s0
i (x )

(resp. s0
i (y )).

�Re�sen�� syst�emu vych�az�� z p�reveden�� rovnic do n�asledu j��c��ho tvaru

(L xy L � 1
yy L T

y � L T
x )(x � y ) = ( L xx � L xy L � 1

yy L yx )� ;

(L yx L � 1
xx L T

x � L T
y )(x � y ) = ( L yx L � 1

xx L xy � L yy )� ;

kde L xx = L T
x L x , L xy = L T

x L y , L yx = L T
y L x a L yy = L T

y L y .

Hausdor�ova vzd�alenost:
Jako posledn�� pop���seme vzd�alenost, kter�a je �casto pou�z��v�ana pro identi�kaci

pohybuj��c��ch se objekt�u v obraze. Uva�zujme dv�e podmno�z iny S1 a S2 mno�ziny
bod�u S. Pak Hausdor�ova vzd�alenost mno�zin S1 a S2 je d�ana vztahem

dH (S1; S2) = max (h(S1; S2); h(S2; S1)) ;

kde
h(S1; S2) = max

s12 S1
min
s22 S2

jj s1 � s2jj

a jj � jj zna�c�� n�ejakou normu na mno�zin�e S. Nap�r��klad pro pravo�uhlou m�r���zku bod�u
S = f sij : 1 � i � N; 1 � j � M g m�u�zeme volit Eukleidovskou normu

jjsij � skl jj =
p

(i � k)2 + ( j � l )2 :

Funkce h(S1; S2) je �casto naz�yv�ana orientovan�a Hausdor�ova vzd�alenost z S1

do S2. Identi�kuje nejvzd�alen�ej�s�� bod s1 2 S1 od jak�ehokoliv bodu z S2 a m�e�r��
jeho vzd�alenost k nejbli�z�s��mu sousedovi s2 2 S2.

Hausdor�ova vzd�alenost b�yv�a kombinov�ana s v�ystupem algo ritm�u pro detekci
hran v obraze. Mno�ziny S1 a S2 pak obsahuj�� body, kter�ymi proch�az�� hrana.
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2. P�redzpracov�an�� obrazu
Na vzhled zpracov�avan�ych obraz�u m�a vliv mnoho aspekt�u sou visej��c��ch s po�r��ze-
n��m obrazu, jako jsou:

� Zp�usob a kvalita po�r��zen�� obrazu (fotoapar�at, videokamer a, scanner).

� Osv�etlen�� sc�eny - sm�er, intenzita, typ osv�etlen�� (slunce, blesk apod.).

� Digitalizace obrazu.

C��lem p�redzpracov�an�� obrazu je potom odstran�en�� zkres len�� vznikl�ych p�ri po�r��zen��
obrazu, kter�e by mohly ovlivnit v�ysledek anal�yzy, p�r��padn�e (naopak) zv�yraznit
n�ekter�e rysy obrazu, kter�e jsou pro jeho n�asledn�e zpracov�an�� d�ule�zit�e. Mezi z�a-
kladn�� �ulohy p�redzpracov�an�� obrazu pat�r��:

� Potla�cen�� �sumu.

� Detekce hran - identi�kace ostr�ych (n�ahl�ych) zm�en barev v obraze, p�r��padn�e
identi�kace hranic mezi objekty.

� Segmentace obrazu - rozd�elen�� obrazu na oblasti, kde ka�zd�aoblast je ho-
mogenn��, p�r��padn�e reprezentuje n�ejak�y objekt.

Z�akladn��m n�astrojem pro odstran�en�� �sumu z obrazu je kon voluce (viz sekci
1.2) s Gaussovsk�ym j�adrem

gG
st =

1
2�� 1� 2

e� s2=� 2
1 � t2=� 2

2 pro � K � s; t � K;

nebo s rovnom�ern�ym j�adrem

gU
st =

1
(2K + 1) 2

; pro � K � s; t � K:

V�yraznou nev�yhodou obou konvoluc�� je v�sak zaml�zen�� hr an, kter�e nesou informaci
o tom, kde kon�c�� objekty a za�c��naj�� jin�e.

Pro detekci hran existuje �rada konvolu�cn��ch �ltr�u, z nich�z n ejzn�am�ej�s�� je So-
bel�uv �ltr, kter�y kombinuje dv�e konvoluce. Jednu pro horizon t�aln�� sm�er, tj.

gSx
st =

0

@
� 1 � 2 � 1
0 0 0
1 2 1

1

A ;

a druhou pak pro sm�er vertik�aln��, tj.

gSy
st =

0

@
� 1 0 1
� 2 0 2
� 1 0 1

1

A

Ozna�cme v�ystup konvoluce gSx
st pomoc�� y 0

x , zat��mco v�ystup konvoluce gSy
st

ozna�c��me y 0
y . V�ysledkem Sobelova �ltru je obraz dan�y vztahemy 0 =

q
y 02

x + y 02
y .
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Nejzn�am�ej�s��m algoritmem, jeho�z v�ystupem je mno�zina bod �u, kter�ymi proch�az��
hrana, je Cannyho algoritmus pro detekci hran, jeho�z detailn��popis lze nal�ezt
v [5].

V n�asleduj��c��ch sekc��ch pop���seme postupy, kter�e jsou za lo�zen�e na Bayesovsk�em
p�r��stupu k anal�yze obrazu, a kter�e umo�z�nuj�� kombinova t vyhlazov�an�� obrazu (po-
tla�cen�� �sumu) a z�arove�n identi�kaci hran. Budeme p�redpo kl�adat, �ze pozorovan�y
obraz y je n�ahodn�e pole, jeho�z vzhled byl ovlivn�en dv�ema aspekty. Skute�cnou
sc�enou, kter�a je zobrazena, a n�ahodnou chybou, kter�a obraz zaml�zila. Pomoc��
Bayesovy formule z��sk�ame tvar rozd�elen�� p�uvodn��ho obraz u, ze kter�eho budeme
odhadovat nejpravd�epodobn�ej�s�� p�redlohu pozorovan�e ho obrazu pomoc�� simula�c-
n��ch metod MCMC.

2.1 Restaurov�an�� digit�aln��ch obraz�u

V t�eto kapitole budeme pracovat s kone�cn�ym prostorem obraz�u O, jeho�z prvky
jsou obrazyx na kone�cn�e pravo�uhl�e m�r���zce S. Neboli, prvky prostoru jsou obrazy
x = f x ij 2 G; 0 � i; j � N � 1g 1, kde G zna�c�� kone�cnou mno�zinu mo�zn�ych
intenzit bod�u v obrazu. V n�ekter�ych p�r��padech je p�r��hodn �ej�s�� uva�zovat X = RS.
V�et�sinu uveden�ych princip�u lze v�sak snadno roz�s���rit i na spojit�y p�r��pad. V cel�e
kapitole budeme p�redpokl�adat, �ze pozorovan�y obraz y 2 O vznikl zaml�zen��m
p�uvodn��ho (spr�avn�eho) obrazu x 0 2 O . Na�s��m c��lem bude nalezen�� vhodn�e apro-
ximace _x (y ) 2 O pro obraz x 0. Ka�zd�a kon�gurace _x (y ) 2 O je kandid�atem na
odhad p�uvodn��ho obrazu, p�ri�cem�z �casto m�u�zeme o�cek �avat, �ze zaml�zen�� nen�� p�r��li�s
v�yrazn�e a origin�aln�� obraz x 0 se od pozorovan�ehoy nebude v�yrazn�e li�sit.

P�rirozen�ym krit�eriem pro v�yb�er _x (y ) je proto jeho vzd�alenost ody , kterou
budeme zna�cit D(x ; y ). Dal�s�� krit�erium vypl�yv�a z p�redpokladu, �ze p�uvodn�� obraz
je

"
hladk�y\, tedy takov�y, �ze body, kter�e v obraze le�z�� bl��zk o sebe, maj�� tak�e

podobn�e barvy a v obraze nedoch�az�� �casto k n�ahl�ym zm�e n�am barvy. Krit�eria
L(x ) pro vyhodnocen��

"
hladkosti\ obrazu jsou proto zpravidla zalo�zena na rozd��lu

intenzit sousedn��ch bod�u. V nejjednodu�s�s��m p�r��pad�e jso u za sousedn�� pova�zov�any
v�sechny body, kter�e le�z�� vedle sebe jak v horizont�aln��m tak vertik�aln��m sm�eru.
Sousedn�� body budeme zna�cits � t. Abychom v obraze s v��ce odst��ny �sedi povolili
nespojitosti, m�u�zeme vyu�z��t v krit�eriu L(x ) tzv. hran. Pro ka�zd�y sousedn�� p�ar
s � t uva�zujme prom�enn�e est , kter�e nab�yvaj�� hodnot 0 a 1. Hodnota 1 zna�c��
nespojitost (hranu) mezi bodys a t, zat��mco 0 odpov��d�a tomu, �ze obraz nem�a
mezi t�emito body �z�adnou nespojitost.

Pozn�amka 2.1:

K anal�yze obrazu je mo�zn�e vyu�z��t i n�ekter�ych poznatk� u z teorie graf�u. Uva-
�zujme graf (S; E), vrcholy grafu jsou reprezentov�any jednotliv�ymi body obrazu
s 2 S a mno�zina hran ze sousedn��ch p�ar�u v obrazeE = ff s; tg 2 S � S : s � tg.
Podmno�zina ff s; tg : s � t; est = 1g pak reprezentuje hranice nebo kontury ob-
jekt�u v obraze. �

1Bez �ujmy na obecnosti m�u�zeme uva�zovat i obd�eln��kov�y ob raz o rozm�erech M � N m��sto
�ctvercov�eho o velikosti N � N .
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Krit�eria L(x ) a D(x ; y ) hodnot�� kon�guraci x , respektive jej�� odli�snost od y .
Ob�e tyto funkce m�u�zeme kombinovat n�asleduj��c��m zp�usobe m:

H (x ; y ) = �L (x ) + D(x ; y ); (2.1)

kde � > 0 je parametr ovliv�nuj��c�� s��lu interakce mezi sousedy.
Funkce H m�u�ze b�yt obohacena o dal�s�� �cleny. Nap�r��klad takov�e, k ter�e zv�y-

hod�nuj�� n�ekterou z barev. Za nejlep�s�� vzor p�ritom bude p ova�zov�an takov�y obraz
_x (y ) 2 O , kter�y minimalizuje zvolen�e H p�ri dan�em y .

Volba funkc�� L(x ) a D(x ; y ) z�avis�� p�redev�s��m na znalostech, kter�e m�ame jak
o p�uvodn��m obraze, tak o zp�usobu jak�ym byl tento obraz zam l�zen. Zaj��mavou
interpretaci t�echto funkc�� spolu s jejich mo�zn�ymi tvary po skytuje Bayesovsk�y
p�r��stup k anal�yze obrazu, kter�y pop���seme v sekci 2.2.

2.2 Bayesovsk�y p�r��stup

V t�eto sekci pop���seme z�aklady Bayesovsk�eho p�r��stupu k anal�yze obrazu. Budeme
p�redpokl�adat, �ze pozorovan�y obraz je n�ahodn�y a pomoc�� P(y j x ) budeme zna�cit
pravd�epodobnost, �ze budeme pozorovaty za p�redpokladu, �ze x je spr�avn�y obraz.
Pro ka�zd�e x 2 O je P(� j x ) diskr�etn�� pravd�epodobnostn�� rozd�elen�� na prostoru
obraz�u O. To znamen�a, �ze P(y j x ) � 0 a

P
y 2 Y P(y j x ) = 1. Tyto pravd�epodob-

nosti mohou b�yt tak�e reprezentov�any matic�� P , kde P(y j x ) je prvek na x -t�em
�r�adku a v y-t�em sloupci.

Jako m��ru
"
vhodnosti\ obrazu na mno�zin�e O budeme pou�z��vat funkci �.

(Pojem bude speci�kov�an v dal�s��m textu.) Budeme p�ritom p�re dpokl�adat, �ze
�( x); x 2 O , je nez�aporn�a a normovan�a, tzn. � je pravd�epodobnostn�� rozd�elen��
na mno�zin�e O. � je z�avisl�a pouze na obrazu x a ne na pozorovan�em obrazuy ,
a proto m�u�ze b�yt navr�zena je�st�e p�red t��m ne�z je obraz y zaznamen�an. Budeme ji
proto naz�yvat apriorn�� rozd�elen�� . Volba apriorn��ho rozd�elen�� je zcela z�asadn�� pro
Bayesovskou anal�yzu. N�ekter�e mo�znosti si uk�a�zeme pozd�eji.

Uva�zujme d�ale, �ze i pozorovan�y obraz je z kone�cn�e mno�ziny O. P�ri znalosti
podm��n�en�e pravd�epodobnosti P(y jx ) pozorovan�eho obrazuy p�ri dan�em x m�u�ze-
me vypo�c��tat sdru�zen�e rozd�elen�� P(x ; y ) toho, �ze p�uvodn��m obrazem je x a po-
zorovan�ym y, pomoc�� v�yrazu

P(x ; y ) = �( x )P(y j x ); x 2 O ; y 2 O : (2.2)

a z Bayesovy v�ety (viz [1]) z��sk�ame vztah pro podm��n�en�e roz d�elen�� p�uvodn��ho
obrazu x , p�ri pozorovan�em y

P(x j y ) =
�( x )P(y jx )

P
z2 O �( z)P(y jz)

: (2.3)

Vzhledem k tomu, �ze pravd�epodobnostP(� j y) je modi�kac�� apriorn��ho rozd�elen��
�( �), kter�a zahrnuje informaci o pozorovan�em obrazey , naz�yv�ame j�� aposteri-
orn��m rozd�elen��m obrazu x p�ri dan�em y.

V sekci 2.1 jsme zm��nili, �ze krit�eria pro v�yb�er nejlep�s��ho vyhla zen�eho obrazu
_x (y ) mnohdy kombinuj�� dv�e informace. Hladkost obrazu, kter�a vych�az�� z apri-
orn��ho p�redpokladu o struktu�re obrazu, a vzd�alenost od pozorovan�eho obrazu,
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jej���z m�e�ren�� z�avis�� p�redev�s��m na p�redpokl�adan�e m zp�usobu zaml�zen��. Uva�zujeme{
li krit�erium H (x ; y ) = logP(x j y), pak v Bayesovsk�e formuli (2.3) je hlad-
kost reprezentov�ana sou�cinitelem �( x ), zat��mco vzd�alenost od p�uvodn��ho obrazu
�clenem P(y jx ). Inspirac�� pro vhodnou volbu apriorn��ho rozd�elen�� �( x ) je teorie
n�ahodn�ych pol��, kterou si pop���seme spolu s n�ekolika z�akla dn��mi modely (nap�r.
Ising�uv model) v sekci 2.3. Z�akladn�� principy zaml�zen�� obraz u a k nim odpov��daj��c��
podm��n�en�e pravd�epodobnosti P(y jx ) jsou uvedeny v sekci 2.4.

Pro v�yb�er vhodn�eho odhadu _x (y ) existuje n�ekolik postup�u. Uvedeme t�ri
z�akladn�� metody:

Maxim�aln�� aposteriorn�� pravd�epodobnost (MAP)

_x (y ) = arg max
x 2O

P(x j y ):

Jedn�a se o modus aposteriorn��ho rozd�elen��. Tento odhad je v literatu�re �casto oz-
na�cov�an zkratkou MAP (Maximum A Posteriori estimation).

Aposteriorn�� st�redn�� hodnota (MMS)

_x (y ) =
X

x 2O

x P(x j y ):

Odhad aposteriorn�� st�redn�� hodnoty lze tak�e p�reformulov at na minimaliza�cn��
�ulohu, p�ri kter�e z��sk�ame intenzitu ka�zd�eho bodu odhadov an�eho obrazu n�asle-
duj��c��m zp�usobem:

_xs(y ) = arg min
x0

s 2G

X

x 2O

(xs � x0
s)

2P(x j y):

Tento odhad je v literatu�re �casto ozna�cov�an zkratkou MMS ( Minimum Mean
Square estimation). Zd�urazn�eme, �ze MMS ned�av�a smysl pro kategori�aln�� hod-
noty xs. P�resn�eji, ned�av�a smysl, jestli�ze G nen�� konvexn�� mno�zina. V n�ekter�ych
p�r��padech si m�u�zeme pomoci zaokrouhlen��m. MMS odhady jsou �casto preferov�any
d��ky tomu, �ze jsou sn�aze spo�citateln�e ne�z odhady MAP a MPM .

Margin�aln�� maxim�aln�� aposteriorn�� pravd�epodobnos t (MPM)
V n�ekter�ych aplikac��ch jsou z�avislosti mezi jednotliv�ymi bod y druho�rad�e, tak�ze
m�u�zeme odhadovan�y obraz z��skat bod po bodu. To vede k odhadu

_xs(y ) = arg max
xs 2G

P(xs j y ):

Tento odhad je v literatu�re �casto ozna�cov�an zkratkou MPM ( Marginal Posterior
Mode estimation).

2.3 N�ahodn�a pole

C��lem t�eto sekce je sezn�amit �cten�a�re se z�aklady n�ahodn�ych pol��. Nejd�r��ve budeme
de�novat z�akladn�� pojmy a zavedeme pot�rebn�e zna�cen��, n �asledn�e uvedeme n�ekolik
p�r��klad�u n�ahodn�ych pol�� a v z�av�eru sekce pop���seme v lastnosti Gibbsov�ych pol��.

Uva�zujme op�et prostor O obraz�u x = f xs 2 Ggs2 S na kone�cn�e mno�zin�e
bod�u S. Necht' � je pravd�epodobnostn�� rozd�elen�� na O, tj. pro pravd�epodobnosti
�( x ); x 2 O , plat�� �( x ) � 0 a

P
x 2O �( x ) = 1. Dvojici (� ; O), kde � je pozitivn��
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(�( x ) > 0 pro ka�zd�e x 2 O ), �r��k�ame n�ahodn�e pole. D�ale budeme zna�cit OA = GA

prostor obraz�u x = f xs 2 Ggs2 A na podmno�zin�e bod�u A � S. Z�apisem X A (x )
budeme zna�cit v�y�rez obrazu x na mno�zin�e A. Zobrazen�� X A : O �! O A tedy
p�ri�rad�� ka�zd�emu obrazu x = f xsgs2 S obraz x A = f xsgs2 A .

�Umluva 2.1:

Pro jedno�clenn�e mno�ziny A= f sg budeme zobrazen�� zna�citX s m��sto X f sg. Pro
mno�zinu f x 2 O : X A (x ) = x A g budeme pou�z��vat zkr�acen�y z�apis f X A = x A g.
D�ale pro pr�unik jev�u f X A = x A g \ f X B = x B g se b�e�zn�e pou�z��v�a f X A =
x A ; X B = x B g. SymbolemSnA budeme zna�cit rozd��l mno�ziny S a A a tedy
X SnA (x ) je v�y�rez obrazu x na dopl�nku mno�ziny A. N�asleduj��c�� obr�azky ukazuj��
rozklad mno�ziny bod�u S na dv�e �c�asti A a dopln�ek k A (vlevo) a tomu odpov��-
daj��c�� zna�cen�� �c�ast�� obrazu x (vpravo).

Mno�zina S

SnA

A

Obraz x

X SnA (x )

X A (x )

�

Lok�aln��mi charakteristikami n�ahodn�eho pole � mysl��me podm��n�en�e pravd�e-
podobnosti

L � (x A jx SnA ) = �( X A = x A jX SnA = x SnA ); A � S; xA 2 O A ; xSnA 2 O SnA :
(2.4)

Tyto podm��n�en�e pravd�epodobnosti jsou dob�re de�nov�an y, proto�ze n�ahodn�e pole
� je pozitivn��.

Vzhledem k tomu, �ze mno�zina S je zpravidla velice rozs�ahl�a, mohou b�yt
rozd�elen�� na prostoru O pom�ern�e komplikovan�a. Z praktick�ych d�uvod�u n�as proto
v n�asleduj��c��m textu budou zaj��mat p�redev�s��m takov�a roz d�elen��, kde margin�aln��
rozd�elen�� intenzit jednoho bodu s 2 S je nez�avisl�e na intenzit�ach bod�u, kter�e
nele�z�� v bl��zk�em okol�� bodu s. Abychom p�resn�eji speci�kovali pojem

"
bl��zk�eho

okol��\, de�nujeme syst�em sousedn��ch bod�u n�asleduj��c��m zp�usobem.

De�nice 2.1:

Syst�em mno�zin @= f @(s) : s 2 Sg naz�yv�ame syst�emem sousedn��ch bod�u,
jestli�ze plat��:

1) s =2 @(s); 8s 2 S.

2) s 2 @(t) , t 2 @(s).

Body, pro kter�e s 2 @(t), resp. t 2 @(s), naz�yv�ame sousedy(nebo sousedn��
body). Sousedn�� body s a t budeme v textu zna�cit s � t. Mno�zina C � S je
klika, jestli�ze ka�zd�e dva body s; t 2 C jsou sousedn��. Mno�zinu v�sech klik budeme
zna�cit C. �
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P�r��klad 2.1: (Syst�emy sousedn��ch bod�u)

Trivi�aln��mi syst�emy sousedn��ch bod�u jsou takov�e, kde bud ' @(s) = ; nebo
obr�acen�e @(s) = Snf sg pro ka�zd�y bod s 2 S. V pravo�uhl�e m�r���zce S = f (i; j ) :
0 � i; j � N � 1g je p�rirozen�ym syst�emem sousedn��ch bod�u takov�y, kde za
sousedy jsou ozna�ceny pouze ty body, kter�e le�z�� vedle sebebud' v horizont�aln��m
nebo vertik�aln��m sm�eru. To je speci�aln�� p�r��pad (pro c = 1) syst�emu sousedn��ch
bod�u, kter�y je pops�an n�asleduj��c��m zp�usobem:

@
�
(i; j )

�
= f (k; l) : (k � i )2 + ( l � j )2 < cg; (2.5)

kde c 2 R je pozitivn�� konstanta. V n�ekter�ych aplikac��ch, zejm�ena je {li obraz
zaznamen�av�an tak, �ze jeho rozli�sen�� v horizont�aln��m sm� eru se neshoduje s roz-
li�sen��m ve vertik�aln��m sm�eru, se pou�z��vaj�� syst�emy sous edn��ch bod�u eliptick�eho
tvaru (nam��sto kruhov�eho tvaru dan�eho vztahem (2.5)). �

Speci�aln��m p�r��padem n�ahodn�ych pol�� jsou takov�a, kter� a spl�nuj�� tzv. Markovovu
vlastnost.

De�nice 2.2:

N�ahodn�e pole � je Markovovsk�e poles ohledem na syst�em soused�u@, jestli�ze
pro ka�zd�y obraz x 2 O plat��

�( X s = xsjX t = xt ; t 6= s) = �( X s = xsjX t = xt ; t 2 @(s)): (2.6)

�

Markovovsk�a vlastnost (2.6) �r��k�a, �ze rozd�elen�� obrazu x v bod�e s 2 S je
podm��n�en�e nez�avisl�e na bodech Sn@(s), kter�e nepat�r�� mezi sousedy s, p�ri dan�ych
hodnot�ach X @(s) . To znamen�a, �ze okol�� @(s) bodu s nese ve�skerou informaci o vlivu
v�sech bod�u Snf sg v obraze na rozd�elen�� X s. Ka�zd�e n�ahodn�e pole je Markovovsk�e
s ohledem na n�ejak�y syst�em soused�u (nap�r. @(s) = Snf sg; pro ka�zd�e s 2 S), n�as
v�sak budou zaj��mat p�redev�s��m p�r��pady, kde mno�ziny @(s) jsou mal�e.

D�ale budeme uva�zovat Gibbs�uv tvar rozd�elen�� n�ahodn�eho pole:

�( x ) = Z � 1 expf� K (x )g; Z =
X

z2 X

expf� K (z)g; (2.7)

s n�ejakou re�alnou funkc�� K : O ! R, kterou zpravidla naz�yv�ame energi�� rozd�elen��
�.

Gibbs�uv tvar nen�� ve skute�cnosti velk�ym omezen��m, proto� ze pro ka�zd�e pozi-
tivn�� rozd�elen�� � existuje jeho reprezentace v Gibbsov�e tva ru. Sta�c�� zvolit K (x ) =
� ln �( x ). Nav��c pro dan�e n�ahodn�e pole (� ; O) je energie K (x ) jednozna�cn�e
ur�cena a�z na aditivn�� konstantu.

Uva�zujme d�ale, �ze energieK (x ) je ve tvaru K (x ) =
P

A� S UA (x ) , kde funkce
UA : O �! R m�e�r�� nestejnorodost obrazu na mno�zin�e A.
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De�nice 2.3:

Potenci�alem je rodina funkc�� U = f UA : A � Sg, kter�e spl�nuj��:

1) U; = 0.

2) UA (x ) = UA (y ) jestli�ze X A (x ) = X A (y ).

U se naz�yv�a potenci�al generovan�y syst�emem soused�u @, jestli�ze UA = 0 pro
v�sechny mno�ziny A, kter�e nejsou klikou v syst�emu sousedn��ch bod�u @. Jestli�ze
UA = 0 pro v�sechny mno�ziny, kter�e obsahuj�� v��ce ne�z 2 body, n az�yv�ame U
p�arov�y potenci�al . �

�Umluva 2.2:

V n�asleduj��c��ch �uvah�ach budeme pracovat s kombinacemi obraz�u. Budeme
pou�z��vat zkr�acen�y z�apis z = x A y SnA pro obraz, kter�y spl�nuje

zs =

(
xs; pro s 2 A;

ys; pro s =2 A:

�

M�ejme n�ahodn�e pole � , jeho�z energieK (x ) je d�ana potenci�alem U generovan�ym
syst�emem sousedn��ch bod�u @. Jednobodov�e lok�aln�� charakteristiky L � (xsjx Snf sg)
pak spl�nuj��

L � (xsjx Snf sg) =
�( X s = xs; X Snf sg = x Snf sg)

�( X Snf sg = x Snf sg)
=

�( X = xsx Snf sg)
P

ys 2G
�( X = ysx Snf sg)

=

Z � 1 exp
�

�
P

C:s2 C
UC (xsx Snf sg) �

P

C:s=2 C
UC (xsx Snf sg)

�

P

ys 2G
Z � 1 exp

�
�

P

C:s2 C
UC (ysx Snf sg) �

P

C:s=2C
UC (ysx Snf sg)

�

=
exp

�
�

P

C:s2 C
UC (xsx Snf sg)

�

P

ys 2G
exp

�
�

P

C:s2 C
UC (ysx Snf sg)

� :

Posledn�� �upravu jsme mohli prov�est, proto�ze obraz xsx Snf sg se shoduje s obra-
zem ysx Snf sg na mno�zin�ach C � S, kter�e neobsahuj�� bod s. Proto na nich tak�e
plat�� UC (xsx Snf sg) = UC (xsx Snf sg). D�ale vyu�zijeme toho, �ze UC (x ) = 0 pro
mno�ziny C =2 C, kter�e nejsou klikou v syst�emu sousedn��ch bod�u @. Ozna�cme
R = Sn(@s[ f sg), potom
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L � (xsjx @(s)x R ) =

=
exp

�
�

P

C2C:s2 C
UC (xsx Sn@(s)x R )

�

P
ys 2G exp

�
�

P

C2C:s2 C
UC (ysx Sn@(s)x R )

� (2.8)

=
exp

�
�

P

C2C:s2 C
UC (xsx Sn@(s)x R )

�

P

ys 2G
exp

�
�

P

C2C:s2 C
UC (ysx Sn@(s)x R )

�

P

y R 2O R

exp

(

�
P

C2C:s=2C
UC (xsx Sn@(s)y R )

)

P

y R 2O R

exp

(

�
P

C2C:s=2C
UC (ysx Sn@(s)y R )

)

=

P

y R 2O R

exp
�

�
P

C2C
UC (xsx Sn@(s)y R)

�

P

y R 2O R

P

ys 2G
exp

�
�

P

C2C
UC (ysx Sn@(s)y R)

� =
�( X s = xs; X @(s) = x @(s))

�( X @(s) = x @(s))

= �( X s = xsjX @(s) = x @(s)): (2.9)

Vztah (2.8) ukazuje, �ze lok�aln�� charakteristika n�ahodn�eho pole v bod�e s 2 S
z�avis�� pouze na klik�ach syst�emu soused�u, kter�e obsahuj�� s. Je{li syst�em soused�u
slo�zen pouze z mal�ych okol�� bod�u, je mo�zn�e lok�aln�� char akteristiky snadno a
rychle spo�c��tat. Lok�aln�� charakteristiky jsou zpravidla vyu� z��v�any k vygenerov�an��
posloupnosti pomoc�� MCMC simulac��, proto rychlost jejich v�ypo�ctu z�asadn��m
zp�usobem ovliv�nuje efektivnost simulace. Posledn�� rovnost (2.9) pak ukazuje, �ze
n�ahodn�e pole � je Markovsk�e vzhledem k syst�emu soused�u @.

P�r��klad 2.2: (Ising�uv a Potts�uv model)

Z�akladn��m p�redstavitelem n�ahodn�ych pol�� je Ising�uv mode l, kter�y je de�nov�an
pro �cernob��l�y obraz. Uva�zujme prostor O obraz�u x = f xs 2 G : s 2 Sg, kde
G = f� 1; 1g a S = f (i; j ) : 0 � i; j � N � 1g je pravo�uhl�a m�r���zka bod�u. Syst�em
soused�u @na prostoru O je d�an vztahem (2.5) s konstantouc = 1. Energie
Isingova modelu je d�ana p�arov�ym potenci�alem U, pro kter�y plat��

UA (x ) =

8
><

>:

0; jestli�ze jAj 6= 2;

0; pro A = f s; tg; kde s nen�� sousedemt;

� �x sxt ; pro A = f s; tg; kde s � t:

Energie modelu tedy je

K I (x ) = � �
X

s� t

xsxt

= � � �
�
po�cet shodn�ych soused�u � po�cet rozd��ln�ych soused�u

�

Obr�azek 2.1 ukazuje n�ahodn�e reprezentanty obraz�u z Isingova modelu pro
r�uzn�e volby parametru � .

P�rirozen�ym roz�s���ren��m Isingova modelu pro obrazy, ve kte r�ych jednotliv�e body
mohou nab�yvat v�et�s��ho mno�zstv�� intenzit, je Potts�uv mo del, kter�y je rovn�e�z
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Obr�azek 2.1: Ising�uv model pro r�uzn�e hodnoty parametru � . Hodnoty � jsou
(sm�er zleva doprava) -0,4; 0; 0,3 a 0,4.

zalo�zen na p�arov�em potenci�alu. Uva�zujme stejnou situaci jako pro Ising�uv
model s t��m rozd��lem, �ze mno�zina intenzit obsahuje v��ce odst��n �u �sed�� G =
f 0; : : : ; G � 1g, kde G 2 N zna�c�� po�cet odst��n�u �sedi, kter�e se v obraze mohou
vyskytovat. Energie Pottsova modelu je

K P (x ) = 

X

s� t

(1 � � xs ;x t ) = 
 � (po�cet soused�u s rozd��lnou intenzitou) ;

kde � a;b zna�c�� Kroneckerovo delta (neboli � a;b = 1, jestli�ze a = b, a � a;b = 0
jinak). Jak Ising�uv, tak Potts�uv model tedy preferuj�� obra zy s rozs�ahl�ymi jedno-
barevn�ymi plochami. Ka�zd�a dvojice sousedn��ch bod�u, kter� e nemaj�� shodnou
intenzitu vede, k nav�y�sen�� energie modelu o 2� v p�r��pad�e Isingova modelu,
respektive
 v p�r��pad�e modelu Pottsova. �

2.4 P�r��klady zaml�zen�� obrazu

Tato sekce pokr�yv�a z�akladn�� principy zaml�zen�� obrazu. P op���seme v n�� zpravidla
n�ahodn�e transformace, kter�e p�rev�ad�� p�uvodn�� (spr �avn�y) obraz x 0 2 O na po-
zorovan�a data y 2 O .

Za�cn�eme p�ritom sc�en�a�rem, kde zp�usob zaml�zen�� nen� � n�ahodn�y.

P�r��klad 2.3: (Chyb�ej��c�� pozorov�an��)

P�redpokl�adejme, �ze intenzity x jsou spr�avn�e pozorov�any na podmno�zin�e S0

mno�ziny S a informace o obrazu je ztracena na dopl�nkuSnS0 a nahrazena jed-
nou z intenzit z 2 G (nap�r. intenzitou reprezentuj��c�� b��lou nebo �cernou barvu) .
Pak pro ka�zd�y obraz x z mno�ziny O = GS a pozorovan�y obraz y 2 O jsou
pravd�epodobnosti p�rechodu

P(y j x ) =

(
1; jestli�ze ys = xs pro s 2 S0 a ys = z pro s 2 SnS0;

0; jinak:

�

Dal�s�� p�r��klady vn�a�s�� do modelu pro pozorovan�y obraz i n �ahodn�y efekt. Nicm�en�e
tato n�ahoda je nez�avisl�a pro ka�zd�y bod.

33



P�r��klad 2.4: (N�ahodn�e chyb�ej��c�� pozorov�an��)

Necht' pro ka�zd�y bod s 2 S je pozorovan�y obraz d�an vztahemys = x0
s� s+ z(1�

� s), kde f � sgs2 S jsou nez�avisl�e n�ahodn�e veli�ciny s alternativn��m rozd�elen� �m.
(Neboli, � s = 1 s pravd�epodobnost�� p a � s = 0 s pravd�epodobnost�� q = 1 � p.)
Hodnota z 2 G je jedna z intenzit, kterou nahrazujeme nezn�am�e

"
ztracen�e\

body. Rozd�elen�� obrazu y p�ri dan�em x je

P(y j x ) =

(
pjf s2 S:ys= z6= xs gjqjf s2 S:ys= xs 6= zgj; jestli�ze ys 2 f xs; zg; 8s 2 S

0; jinak:

�

P�r��klad 2.5: (Multiplikativn�� bin�arn�� model)

Uva�zujme sign�al x 0 s hodnotamix0
s 2 f� 1; 1g. Pozorovan�y obraz je pozm�en�en

transformac��, kter�a nez�avisle zam�en�� ka�zd�y bod s pravd �epodobnost�� p. Ten-
to zp�usob zaml�zen�� je tak�e zn�am jako bin�arn�� symetrick�y kan�al bez pam�eti .
Pravd�epodobnostn�� model pro pozorovan�y obraz jeys = x0

s� s, kde f � sgs2 S

jsou nez�avisle n�ahodn�e veli�ciny s alternativn��m rozd�elen��m. P�resn�eji veli�ciny � s

nab�yvaj�� hodnoty -1 s pravd�epodobnost�� p a 1 s pravd�epodobnost�� q = 1 � p.
Rozd�elen�� obrazu y p�ri dan�em x je

P(y j x ) = pjf s2 S:ys= � xs gjqjf s2 S:ys= xs gj: (2.10)

�

P�r��klad 2.6: (Aditivn�� modely)

V popisu aditivn��ch model�u pro zaml�zen�� obrazu budeme p�red pokl�adat, �ze
intenzity bod�u mohou nab�yvat hodnot z oboru re�aln�ych �c��se l, tj. mno�zina v�sech
obraz�u je O = RS. D�ale budeme p�redpokl�adat, �ze ys = xs + � s, kde f � sgs2 S

jsou nez�avisl�e n�ahodn�e veli�ciny. Uvedeme 3 typy aditivn��ch model�u:

Aditivn�� b��l�y �sum s norm�aln��m rozd�elen��m
Ka�zd�y bod obrazu x 0 je s pravd�epodobnost�� p posunut. Velikost posunut�� m�a
norm�aln�� rozd�elen�� se st�redn�� hodnotou 0 a rozptylem � 2. N�ahodn�e veli�ciny � s

maj�� rozd�elen�� dan�e distribu�cn�� funkc��

F (u) = (1 � p)I (u � 0) + p�( u);

kde funkceI nab�yv�a hodnoty 1, jestli�ze u � 0 a 0 prou < 0. Distribu�cn�� funkce
norm�aln��ho rozd�elen�� �( u) odpov��d�a hustot�e

f (u) =
1

p
2�� 2

exp
�

�
u2

2� 2

�
; u 2 R:

Aditivn�� b��l�y �sum s dvojit�ym exponenci�aln��m rozd�e len��m
Ka�zd�y bod obrazu x 0 je s pravd�epodobnost�� p posunut. Velikost posunut�� m�a
dvojit�e exponenci�aln�� rozd�elen�� s parametrem � . N�ahodn�e veli�ciny � s maj��
rozd�elen�� dan�e distribu�cn�� funkc��

F (u) = (1 � p)I (u � 0) + pG(u);
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kde distribu�cn�� funkce dvojit�e exponenci�aln��ho rozd�elen�� G(u) odpov��d�a hustot�e

f (u) =
�
2

expf� � jujg ; u 2 R:

Aditivn�� Poisson�uv model
Intenzita ka�zd�eho bodu je nav�y�sena o � s s Poissonov�ym rozd�elen��m dan�ym
pravd�epodobnostmi

P(� s = k) = e� � � k=k!; k 2 N0; � > 0;

kter�e m�a jak st�redn�� hodnotu tak rozptyl roven parametr u � . Necht' oba obrazy
x ; y jsou z prostoruO = ZS. Pak rozd�elen�� pozorovan�eho obrazuy p�ri dan�em
x je

P(y j x ) =

(
e� � jSj

Q
s

� y s � x s

(ys � xs )! ; ys � xs;

0; jinak:

�

2.5 Modely restaurov�an�� obrazu

V t�eto sekci pop���seme n�ekolik Bayesovsk�ych model�u pro o dstra�nov�an�� �sumu z obra-
zu. Za�cn�eme nejd�r��ve nejjednodu�s�s��m p�r��kladem, tj. b udeme pracovat s �cernob��l�ym
obrazem. ProstoremO budeme zna�cit mno�zinu v�sech obraz�u x = f xs 2 Ggs2 S,
kde G = f� 1; 1g a S = f (i; j ) : 0 � i; j � N � 1g. Budeme{li p�redpokl�adat,
�ze origin�aln�� obraz x 0 poch�az�� z Isingova modelu a pozorovan�y obrazy vznikl
zaml�zen��m x 0 pomoc�� multiplikativn��ho bin�arn��ho modelu, pak aposteriorn�� ro z-
d�elen�� p�uvodn��ho obrazu p�ri dan�em pozorovan�em obrazu y dostaneme jako sou�cin
podm��n�en�ych pravd�epodobnost�� P(x jy ) ze vztahu (2.10) a (apriorn��ho) rozd�elen��
Isingova modelu z p�r��kladu 2.2.

P(x jy ) = C(y )pjf s2 S:ys= � xsgj(1 � p) jf s2 S:ys= xs gje�
P

s� t xs x t ; (2.11)

kde p 2 (0; 1) a � 2 R jsou konstanty a

C(y) =
X

z2O

pjf s2 S:ys= � zs gj(1 � p) jf s2 S:ys= zs gje�
P

s� t zs zt

je normuj��c�� konstanta z�avisl�a pouze na obraze y .
Pravd�epodobnost (2.11) m�u�zeme p�rev�est do Gibbsova tvar u (2.7) v n�asleduj��c��

podob�e

P(x jy ) = D(y ) exp

(
ln(p=(1 � p))

2

X

s2 S

xsys + �
X

s� t

xsxt

)

; (2.12)

kde normuj��c�� konstanta D(y) m�a tvar

D(y ) = C(y)pjSj=2(1 � p) jSj=2:
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Pozn�amka 2.2:

V p�rechodu od vztahu (2.11) ke vztahu (2.12) jsme vyu�zili toho,�ze plat��
X

s2 S

xsys = jf s 2 S : ys = xsgj � jf s 2 S : ys = � xsgj;

jSj = jf s 2 S : ys = xsgj + jf s 2 S : ys = � xsgj:

Se�cten��m a ode�cten��m t�echto rovnost�� dostaneme

jf s 2 S : ys = � xsgj =
jSj �

P
s2 S xsys

2

a

jf s 2 S : ys = xsgj =
jSj +

P
s2 S xsys

2
:

Tyto rovnosti ji�z m�u�zeme dosadit do rozd�elen�� (2.11). �

Pravd�epodobnosti (2.12) ur�cuj�� n�ahodn�e pole, jeho�z en ergie je generov�ana
p�arov�ym potenci�alem U = f UA : A � Sg, pro kter�y plat��

UA (x ) =

8
><

>:

� xs ys
2 ln( p

1� p); pro jednoprvkov�e mno�ziny A = f sg; s 2 S

� �x sxt ; pro dvouprvkov�e mno�ziny A = f s; tg; s; t 2 S a s � t

0; jinak:

Jednobodov�e lok�aln�� charakteristiky tohoto pole vypo�cten�e pomoc�� vztahu
(2.8) jsou

L(xsjx Snf sg) =

exp

(


x sys + �
P

t2 @(s)
xsxt

)

P
g2f� 1;1g exp

(


gy s + �
P

t2 @(s)
gxt

) ;

kde 
 = 1
2 ln( p

1� p).
Hled�an�� odhadu _x (y ) origin�aln��ho obrazu pomoc�� MAP odhadu odpov��d�a mi-

nimaliza�cn�� �uloze _x (y ) = min x 2O H (x ; y ), kde minimalizovan�a energieH (x ; y )
je tvaru

H (x ; y ) = � 

X

s2 S

xsys � �
X

s� t

xsxt :

Tato energie m�u�ze b�yt ch�ap�ana jako krit�erium vhodnosti o brazu x ze vztahu
(2.1) v sekci 2.1, kde prvn�� s�c��tanec

D(x ; y ) = � 

X

s2 S

xsys

penalizuje vzd�alenost obrazux od pozorovan�eho obrazuy , zat��mco druh�y s�c��tanec

L(x ) = � �
X

s� t

xsxt (2.13)

up�rednost�nuje
"
hladk�e\ obrazy.
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Funkce H m�u�ze b�yt obohacena o dal�s�� �cleny, jako nap�r��klad

H (x ; y ) = � �
X

s� t

xsxt � 

X

s

xsys + �
X

s

xs;

kde posledn�� �clen zv�yhod�nuje jednu z barev (pro � > 0 b��lou a pro � < 0 �cernou).
P�rid�an�� aditivn�� konstanty k funkci L(x ) (resp. energii H (x ; y )) neovlivn��

aposteriorn�� rozd�elen�� P(x jy ), nebot'

P(x jy ) =
exp

n
� H (x ; y )

o

P
z2O exp

n
� H (x ; y )

o =
exp

n
C � H (x ; y )

o

P
z2O exp

n
C � H (x ; y )

o ; C 2 R:

Tento fakt umo�z�nuje r�uzn�e interpretace krit�eria L(x ). P�ri zna�cen��
E = ff s; tg 2 S � S : s � tg zvolme nejd�r��ve C = jE j. Pak

LC (x )=� = �
P

s� t xsxt � j E j
= � po�cet shodn�ych + po�cet rozd��ln�ych soused�u � j E j
= � 2 � po�cet shodn�ych sousedn��ch p�ar�u :

Obdobn�e pro C = �j E j

LD (x )=� = �
P

s� t xsxt + jE j
= � po�cet shodn�ych + po�cet rozd��ln�ych soused�u + jE j
= 2 � po�cet rozd��ln�ych sousedn��ch p�ar�u
= 2 � d�elka hranic v obraze:

Ising�uv model tedy kombinuje dv�e rozd��ln�e vlastnosti obrazu v jednom krit�eriu.
Za prv�e hladkost jednotliv�ych region�u. Za druh�e d�elku hranic mezi jednotliv�ymi
regiony. Rozd��lnost t�echto dvou krit�eri�� m�u�zeme l�epe de monstrovat na p�r��kladech
s v��ce ne�z dv�ema intenzitami.

Necht' intenzity xs nab�yvaj�� hodnot z kone�cn�e mno�ziny G. Pak m�u�zeme zobec-
nit energii Isingova modeluL(x ) na energii

LK (x ) = �
X

s� t

(1 � � (xs; xt )) = � � d�elka hranice; � > 0;

kter�a op�et m�e�r�� d�elku hranic v obraze mezi jednotliv�ymi in tenzitami (odst��ny
barev). Parametr � kontroluje s��lu interakce mezi sousedn��mi body. MAP odhady
s touto energi�� se sna�z�� minimalizovat d�elku hranic mezi intenzitami, tak�ze jejich
v�ysledkem jsou obrazy, kter�e obsahuj�� hladk�e plochy odd�elen�e ostr�ymi hranami.
(Hladk�e plochy b�yvaj��

"
velk�ych\ rozm�er�u a

"
pravideln�eho\ tvaru.)

Za p�redpokladu G � R m�u�zeme pou�z��t energii (penalizuj��c�� nespojitosti obra-
zu)

LG(x ) = �
X

s� t

(xs � xt )2; � > 0: (2.14)

V p�r��pad�e xs = � 1 je potom (2.14) kompatibiln�� s Isingov�ym modelem (2.13),
proto�ze plat�� rovnost � xsxt = ( xs � xt )2=2 � 1. Kdy�z zkombinujeme apriorn��
rozd�elen�� s pozorovan�ymi daty, z��sk�ame dv�e varianty apo steriorn��ch energi��, tj.

HK (x ; y ) = � K

X

s� t

(1 � � (xs; xt )) + D(x ; y ); (2.15)

HG(x ; y ) = � G

X

s� t

(xs � xt )2 + D(x ; y ): (2.16)
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Prvn�� z nich preferuje ostr�e hrany okolo region�u s konstantn�� intenzitou. Naopak
druh�a preferuje plynul�e p�rechody intenzit, a proto sni�zuj e kontrast. P�rirozenou
ot�azkou je, jak zkombinovat v�yhody obou model�u. K tomuto �u�celu pou�zijeme
prom�enn�e est , kter�e budou slou�zit jako p�rep��na�ce, kter�e mohou vypnou t vyhla-
zov�an�� obrazu a m��sto toho povolit ostrou hranu mezi body s a t, a naopak.

Pro ka�zdou dvojici sousedn��ch bod�u s � t de�nujeme tzv. mikrohranu. Co�z je
prom�enn�a

est =
�

0; nen��{li hrana mezi s a t;
1; je{li hrana mezi s a t;

pro s � t: (2.17)

Nyn�� m�u�zeme oba modely spojit. V�ysledn�e krit�erium vhodnos ti obrazu m�a tvar

H (x ; e; y ) =
X

s� t

�
� G(xs � xt )2(1 � est) + � K est

�
+ D(x ; y ); (2.18)

kde y je zn�am�y pozorovan�y obraz, zat��mco x a e jsou nezn�am�e.
N�asleduj��c�� jednoduch�a �uvaha ukazuje, �ze model (2.18) j e ekvivalentn�� modelu,

kter�y bychom dostali volbou jin�eho
"
robustn��ho\ apriorn��ho rozd�elen��. Krit�erium

vzd�alenosti nez�avis�� na rozlo�zen�� hran est v obraze, proto m�a v �uprav�ach st�ale tvar
D(x ; y ). M�ejme x � a e� , kter�e �re�s�� minimaliza�cn�� �ulohu arg min x ;e H (x ; e; y ). Pak
plat��

H (x � ; e� ; y ) � D(x ; y ) +
X

s� t

� G(xs � xt )2(1 � est) + � K est ; 8x ; e:

H (x � ; e� ; y ) � min
e

 

D(x ; y ) +
X

s� t

� G(xs � xt )2(1 � est) + � K est

!

= D(x ; y ) +
X

s� t

min
est 2f 0;1g

�
� G(xs � xt )2(1 � est ) + � K est

�

= D(x ; y ) +
X

s� t

min
�

� G(xs � xt )2; � K

	
;

kde minf a; bg zna�c�� men�s�� z hodnot a a b. Podobn�e odvod��me i levou stranu
nerovnosti

D(x � ; y ) +
X

s� t

' (x �
s � x �

t ) � H (x � ; e� ; y ) � D(x ; y ) +
X

s� t

' (xs � xt )) ; (2.19)

kde funkce' (u) = min( � Gu2; � K ) je o�r��znut�a kvadratick�a funkce. Plat�� toti�z

D(x � ; y ) +
X

s� t

' (x �
s � x �

t ) = min
e

�
H (x � ; e; y )

�
� H (x � ; e� ; y ):

Obraz x � tedy tak�e minimalizuje energii

H (x ; y ) = D(x ; y ) +
X

s� t

' (xs � xt ):

Tato energie ji�z nez�avis�� na parametreche. Pokud jsou� G a � K kladn�e konstanty,
pak hrany e�

st mohou b�yt rekonstruov�any z obrazu x � n�asleduj��c��m zp�usobem:

e�
st = 1 () j x �

s � x �
t j >

p
� K =� G :
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Nerovnost (2.19) �r��k�a, �ze m��sto explicitn��ho zohledn�en�� de tekce hran m�u�zeme
p�ri hled�an�� optim�aln��ho obrazu nahradit minimalizovanou kvadr atickou funkci
nap�r��klad o�r��znutou kvadratickou funkc��, nebo jinou robust n�� penaliza�cn�� funkc��
pou�z��vanou v tzv. M-odhadech. Mezi obl��ben�e ' -funkce pat�r�� o�r��znut�a absolutn��
odchylka

' (u) =

(
� G juj; jestli�ze juj < � K =� G;

� K ; jestli�ze juj � � K =� G:

Pozn�amka 2.3:

V obrazech s v��ce ne�z dv�ema intenzitami je mo�zn�e vzd�alenost D(x ; y ) mezi
obrazy x a y m�e�rit po�ctem rozd��ln�ych bod�u

D(x ; y ) =
X

s2 S

(1 � � xs ;ys ):

�Cast�ej�s�� v�sak b�yv�a Eukleidovsk�a vzd�alenost spo�cten �a po jednotliv�ych bodech
obrazu

D(x ; y ) =
s X

s2 S

(xs � ys)2 :

�

2.6 MCMC a Gibbs�uv algoritmus

Aposteriorn�� rozd�elen�� v Bayesovsk�e statistice b�yvaj�� z pravidla velice kompliko-
van�a a neumo�z�nuj�� z��skat analytick�y tvar pro zvolen�y typ odhadu. V�yjimkou nen��
ani anal�yza obrazu. V takov�ych situac��ch jsou �casto k v�yp o�ctu odhadu pou�z��v�any
simula�cn�� metody, kter�e jsou zalo�zeny na generov�an�� n�a hodn�eho v�yb�eru nebo
posloupnosti, kter�a se n�ahodn�emu v�yb�eru v n�ejak�em smy slu podob�a. Mezi takov�e
p�r��stupy pat�r�� simula�cn�� metody MCMC (Markov chain Monte Carlo). Konkr�etn�e
Metropolis�uv{Hastings�uv a Gibbs�uv algoritmus si v t�eto sekci pop���seme.

V popisu simula�cn��ch metod za�cneme nejjednodu�s�s�� situac��, kdy budeme pra-
covat s mno�zinou stav�u S (nezam�enit s mno�zinou bod�u S pou�z��vanou v minul�ych
sekc��ch) a budeme p�redpokl�adat, �ze na t�eto mno�zin�e m�am e dan�e pravd�epodob-
nostn�� rozd�elen�� � = f � s; s 2 Sg, jeho�z charakteristiky chceme odhadovat ze
simulovan�eho n�ahodn�eho v�yb�eru.

Nedok�a�zeme{li tento n�ahodn�y v�yb�er z��skat pomoc�� b�e �zn�e dostupn�ych gene-
r�ator�u n�ahodn�ych �c��sel, m�u�zeme pou�zit tzv. zam��tac� � v�yb�er, kter�y ka�zd�y prvek
n�ahodn�eho v�yb�eru generuje ve dvou kroc��ch.

1. Vygenerujemes� 2 S z pravd�epodobnostn��ho rozd�elen�� e� = f e� s; s 2 Sg. e�
je rozd�elen��, ze kter�eho um��me snadno generovat n�ahodn�eveli�ciny a existuje
pro n�ej konstanta K > 0 takov�a, �ze

� s

e� s

� K; pro ka�zd�e s 2 S:
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2. S pravd�epodobnost�� p = � s� =K e� s� p�rijmeme s� z prvn��ho kroku a pos-
toup��me ke generov�an�� dal�s��ho prvku n�ahodn�eho v�yb�e ru. Jestli�ze s� za-
m��tneme, vr�at��me se zp�et k prvn��mu kroku a zkus��me vygener ovat nov�eho
kandid�ata s� .

Pou�zitelnost zam��tac��ho v�yb�eru z�avis�� p�redev�s��m na to m, zda existuje rozd�elen��
e� dostate�cn�e bl��zk�e k � , ze kter�eho um��me rychle simulovat n�ahodn�e veli�ciny.
Jestli�ze e� neaproximuje � dob�re a konstanta K je p�r��li�s velik�a, budeme p�r��li�s
�casto zam��tat kandid�aty z prvn��ho kroku a generov�an�� n�a hodn�eho v�yb�eru bude
pomal�e.

Pro odhadov�an�� charakteristik rozd�elen�� � je mo�zn�e vyu�z��t nejenom n�ahodn�y
v�yb�er nez�avisl�ych n�ahodn�ych veli�cin, ale tak�e Markov� uv �ret�ezec se stacion�arn��m
rozd�elen��m � , kde rozd�elen�� ka�zd�eho prvku v�yb�eru je ovlivn�eno p�red choz��m �cle-
nem.

Posloupnost n�ahodn�ych veli�cin X (0) ; X (1) ; : : : ; X (i ) ; : : : ; i 2 N0 na mno�zin�e
stav�u S je naz�yv�ana Markovov�ym �ret�ezcem, jestli�ze spl�nuje M arkovovu vlastnost:

P (X (i ) = x(i ) jX (i � 1) = x(i � 1) ; :::; X (0) = x(0) ) = P (X (i ) = x(i ) jX (i � 1) = x(i � 1))

= P (i )
x ( i � 1) ;x ( i )

Rozd�elen�� Markovova �ret�ezce f X (i ) ; i 2 N0g je d�ano rozd�elen��m prvn��ho �clenu

� (1) = f P (X (1) = s); s 2 Sg

a maticemi pravd�epodobnost�� p�rechodu

P (i ) = f P (i )
x ( i � 1) ;x ( i ) : x(i � 1) ; x(i ) 2 Sg:

Pokud se pravd�epodobnosti p�rechodu shoduj��P = P (i ) pro ka�zd�y krok i 2 N,
�r��k�ame, �ze Markov�uv �ret�ezec je homogenn��. Jestli�ze existuje takov�e pravd�epodob-
nostn�� rozd�elen�� � = f � s : s 2 Sg, pro kter�e v homogenn��m Markovov�e �ret�ezci
plat�� � = P T � , naz�yv�ame ho stacion�arn��m . Dal�s�� pojmy a tvrzen�� z teorie
Markovov�ych �ret�ezc�u, kter�e jsou vyu�z��v�any ve spoje n�� s MCMC metodami jsou
pops�any v kapitole 3.

Pro vygenerov�an�� Markovova �ret�ezce s dan�ym stacion�ar n��m rozd�elen��m se
vyu�z��vaj�� simula�cn�� metody MCMC. Nejd�r��ve pop���seme M etropolis�uv{Hastings�uv
algoritmus. Hastings ve sv�em �cl�anku [19] navrhl generovat Markov�uv �ret�ezec, je-
ho�z pravd�epodobnosti p�rechodu P spl�nuj�� dv�e podm��nky:

� Podm��nku reversibility vzhledem k rozd�elen�� � = f � s : s 2 Sg, jeho�z
charakteristiky chceme odhadovat z vygenerovan�eho �ret�ezce

� r Pr;s = � sPs;r ; pro ka�zd�e r; s 2 S:

� Pravd�epodobnosti p�rechod�u Pr;s lze zapsat jako sou�cin

Pr;s = Qr;s � r;s ;

kde Q = f Qr;s : r; s 2 Sg jsou pravd�epodobnosti p�rechodu takov�e, �ze
pro ka�zd�e r 2 S um��me generovat n�ahodn�e veli�ciny s hustotou Qr;s ; s 2 S
a konstanty � s1 ;s2 jsou z intervalu < 0; 1 > .
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Podm��nka reversibility zaru�cuje, �ze � je stacion�arn�� rozd�elen�� vygenerovan�eho
�ret�ezce, zat��mco tvar pravd�epodobnost�� p�rechodu umo �z�nuje generovat �ret�ezec
podobn�e jako p�ri zam��tac��m v�yb�eru. Zvolme (n�ahodn�e �c i deterministicky) po-
�c�ate�cn�� bod �ret�ezce s(0) 2 S. P�redpokl�adejme, �ze ji�z m�ame vygenerov�ano prvn��ch
t 2 N prvk�u s(0) ; : : : ; s(t � 1) . Pak pro ka�zd�y dal�s�� prvek generovan�eho �ret�ezce
provedeme n�asleduj��c�� kroky:

1. Vygenerujeme hodnotu �s z rozd�elen�� dan�eho pravd�epodobnostmi p�rechodu
Qst � 1 ;s, s 2 S.

2. S pravd�epodobnost�� � st � 1 ;�s polo�z��me st = �s, jinak ponech�ame starou hod-
notu st = st � 1.

Aby byla spln�ena podm��nka reversibility mus��me pravd�epodobnosti p�rijet�� nov�eho
kandid�ata � volit ve tvaru

� r;s = min
�

1 ;
� sQs;r

� r Qr;s

�
; r; s 2 S: (2.20)

V p�r��padech, kdy � r Qr;s = 0, vol��me � (r; s) = 1.
D�ale budeme uva�zovat situaci, kdy mno�zina stav�u S je tvo�rena vektory s =

(s1; : : : ; sd). Neboli S = Sd
0 , kde d 2 N je dimenze vektoru aS0 je mno�zina stav�u,

kter�ych m�u�ze nab�yvat ka�zd�a komponenta vektoru. Symb olem � i (s) = f � i (r js) :
r 2 S0g budeme zna�cit podm��n�en�e rozd�elen��

� i (r js) = P (Yi = r jYj = sj ; j 2 f 1; : : : ; dg; j 6= i ); (2.21)

kde Y = ( Y1; : : : ; Yd) zna�c�� n�ahodn�y vektor s rozd�elen��m �. Sekvenci vygener u-
jeme speci�aln�� variantou Metropolisova{Hastingsova algoritmu,ve kter�e:

1. Nejd�r��ve vybereme komponentu k z rovnom�ern�eho rozd�elen�� na mno�zin�e
�c��sel f 1; : : : ; Ng.

2. N�asledn�e vybereme nov�eho kandid�ata �s, pro kter�eho plat��, �ze �sk je vygene-
rov�an z rozd�elen�� Qk(s(t � 1)) a ostatn�� komponenty se shoduj�� s p�redchoz��m
prvkem �ret�ezce

�si = s(t � 1)
i ; i 2 f 1; : : : ; dg; i 6= k:

3. Na z�av�er polo�z��me s(t ) = �s s pravd�epodobnost�� � s( t ) ;�s, resp. ponech�ame
starou hodnotus(t ) = s(t � 1) ve zb�yvaj��c��ch p�r��padech.

Budeme{li v druh�em kroku tohoto algoritmu generovat nov�e kandid�aty �s pomoc��
podm��n�en�ych pravd�epodobnost�� Q i = � i , budou konstanty � r ;s dan�e vztahem
(2.20) vych�azet rovny jedn�e pro v�sechny stavy r ; s 2 S. V takov�em p�r��pad�e
m�u�zeme vypustit t�ret�� (akcepta�cn��) krok algoritmu. Tato verze generov�an�� Mar-
kovova �ret�ezce je zpravidla v literatu�re naz�yv�ana Gibbsov�ym algoritmem.

Na z�av�er uva�zujme situaci, kdy mno�zina stav�u se shoduje s mno�zinou v�sech
mo�zn�ych obraz�u S = O = GS, kde G je kone�cn�a mno�zina intenzit a S je
mno�zina bod�u v obraze. Na�s��m c��lem je generovat Markov�uv � ret�ezec se stacio-
n�arn��m rozd�elen��m dan�ym n�ahodn�ym polem s aposteriorn��m r ozd�elen��m P(x jy ).
Pravd�epodobnostem (2.21) odpov��daj�� lok�aln�� charakteris tiky (viz (2.4)) n�ahod-
n�eho pole P(x jy ). Po�zadovan�y Markov�uv �ret�ezec m�u�zeme vygenerovat pomoc��
Gibbsova algoritmu tak, �ze nejprve zvol��me po�c�ate�cn�� obr az x (0) 2 O , a ka�zd�y
nov�y prvek posloupnosti generujeme ve dvou kroc��ch:
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1. Zvol��me bod obrazus(t ) 2 S z rovnom�ern�eho rozd�elen�� na mno�zin�e bod�u S.

2. Vygenerujeme novou intenzitux(t )
s z rozd�elen�� dan�eho lok�aln�� charakteris-

tikou � s(x (t � 1)), tj. rozd�elen�� � s(x (t � 1)) = f � s(g;x (t � 1)) : g 2 Gg, pro
kter�e plat��

� s(g;x (t � 1)) = �
�

X s = gjX Snf sg = x (t � 1)
Snf sg

�
; g 2 G:

Intenzity v ostatn��ch bodech mimo s(t ) ponech�ame stejn�e, tj. x(t )
s = x(t � 1)

s

pro s 2 S; s 6= s(t ) .

2.7 Swendsen�uv-Wang�uv algoritmus

V t�eto sekci nav�a�zeme na p�r��klad 2.2 a pop���seme algoritmus , kter�y um�� simulovat
obrazy z Isingova nebo Pottsova modelu efektivn�eji ne�z Metropolis�uv{Hastings�uv
a Gibbs�uv algoritmus.

Uva�zujme �cerno{b��l�y obraz x = f xs 2 f� 1; 1ggs2 S. Pr�um�ern�a intenzita obrazu
x je charakteristika dan�a vztahem

M (x ) =
1

jSj

X

s2 S

xs:

Jestli�ze n�ahodn�a veli�cina X je d�ana pravd�epodobnostn��m rozd�elen��m Isingova
modelu, tj.

�( X = x ) = Z � 1 expf� K (x )g = Z � 1 expf
X

s� t
xsxtg;

pak rozd�elen�� n�ahodn�e veli�ciny M (X ) je unimod�aln�� pro parametr � bl��zk�y k nule,
av�sak bimod�aln�� pro vysok�e hodnoty � .
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Obr�azek 2.2: N�a�crtek hustoty M (X ) pro a) � bl��zk�e k nule b) � � 0.

Metropolis�uv{Hastings�uv i Gibbs�uv algoritmus aplikovan�y na ob razy obm�e-
�nuje v ka�zd�em kroku jenom jeden bod. Abychom p�re�sli pomoc�� t�echto postup�u
z tmav�eho obrazu (v�et�sina �cern�ych bod�u) do obrazu sv�e tl�eho, tak mus��me proj��t
p�res obraz ex , pro kter�y M (ex ) = 0. Simulujeme{li sekvenci obraz�u z Isingova
modelu s vysok�ym parametrem� , tak pravd�epodobnost takov�eho obrazu ex je
velice mal�a, a proto m�u�zeme jenom v�yjime�cn�e obdr�zet poslo upnost obraz�u, kter�a
reprezentuje Ising�uv model a obsahuje jak tmav�e tak sv�etl�e obrazy.
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Oproti Metropolisov�e{Hastingsov�e a Gibbsov�e algoritmu, Swendsenova-Wan-
gova metoda obm�e�nuje v ka�zd�em kroku cel�e plochy (shluky bod�u) a d��ky tomu
zpravidla vygeneruje posloupnost, kter�a reprezentuje po�zadovan�e rozd�elen��, mno-
hem d�r��ve. Algoritmus generuje nejenom posloupnost obraz�uf x (i )gi 2 N, ale tak�e
posloupnost mikrohranf e(i )gi 2 N, kde e(i ) = f est : s � tg a �cleny est jsou d�any
vztahem (2.17).

SymbolemE budeme zna�cit n�ahodnou veli�cinu na prostoru mikrohran. Uva-
�zujme sdru�zen�e pravd�epodobnostn�� rozd�elen�� P(x ; e) takov�e, �ze:

� Margin�aln�� rozd�elen�� P(x ) odpov��d�a rozd�elen�� Isingova modelu �( x ).

� Um��me snadno generovat n�ahodn�e vzorky z rozd�elen�� P(x je) a P(ejx ).

Druh�a zmi�novan�a vlastnost n�am umo�z�nuje pou�z��t Gibbs� uv algoritmus k vy-
generov�an�� posloupnostif (x (i ) ; e(i ))gi 2 N tak, �ze st�r��dav�e obm�e�nuje jednotliv�e slo�z-
ky z podm��n�en�ych rozd�elen��, zat��mco prvn�� vlastnost zaru �cuje, �ze posloupnost
obraz�u f x (i )gi 2 N reprezentuje Ising�uv model �( x )

De�nujme pravd�epodobnostn�� rozd�elen�� P(x ; e) vztahem

P(x ; e) =
1
C

Y

s� t


 (est ; xs; xt );

kde


 (�e; xs; xt ) =

8
><

>:

e� � ; jestli�ze �e = 1;

e� � e� � ; jestli�ze �e = 0 a xs = xt ;

0; jestli�ze �e = 0 a xs 6= xt ;

a C je normuj��c�� konstanta.
Nejd�r��ve ov�e�r��me, �ze pro takto de�novan�e sdru�zen�e r ozd�elen�� P(x ; e) skute�cn�e

odpov��d�a margin�aln�� rozd�elen�� P(x ) Isingov�e modelu s parametrem� . Uspo�r�a-
dejme n�ejak�ym zp�usobem v�sechny dvojice sousedn��ch bod�u s � t a ozna�cme
ei = est ; i 2 f 1; : : : ; M g mikrohranu, kter�a odpov��d�a i-t�e dvojici sousedn��ch bod�u
s � t (M zna�c�� po�cet dvojic sousedn��ch bod�u). Pak margin�aln�� roz d�elen�� P(x )
z��sk�ame tak, �ze pos�c��t�ame pravd�epodobnosti P(x ; e) p�res v�sechna mo�zn�a nas-
taven�� mikrohran ei ; i 2 f 1; : : : ; M g, tj.

P(x ) =
1X

e1=0

� � �
1X

eM =0

P(x ; e) =
1
C

Y

s� t

�

 (0; xs; xt ) + 
 (1; xs; xt )

�
:

Vzhledem k tomu �ze plat��


 (0; xs; xt ) + 
 (1; xs; xt ) =

(
e� � ; xs 6= xt ;

e� ; xs = xt ;

dostaneme margin�aln�� rozd�elen�� ve tvaru

P(x ) =
1
C

Y

s� t
xs = x t

e�
Y

s� t
xs 6= x t

e� � =
1
C

expf �
X

s� t
xsxtg;

co�z odpov��d�a Isingov�e modelu s parametrem� .
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Nyn�� p�rejdeme k podm��n�en�emu rozd�elen�� P(ejx ), kter�e je sou�cinem funkc��

 (est ; xs; xt ), tj.

P(ejx ) =
P(x ; e)
P(x )

=
1

C(x )

Y

s� t


 (est ; xs; xt );

kde C(x ) jsou normuj��c�� konstanty nez�avisl�e na e. Jednotliv�e slo�zky mikrohran
jsou proto nez�avisl�e a plat��, �ze

P(Est = 1jx ) =

(
e� 2� ; xs = xt ;

1; xs 6= xt :

Z takov�eho rozd�elen�� um��me snadno simulovat.
O n�eco slo�zit�ej�s�� je podm��n�en�e rozd�elen�� P(x je). Sdru�zen�e rozd�elen�� P(x ; e)

m�u�zeme p�repsat ve tvaru

P(x ; e) =
Y

s� t :est =1

e� �
Y

s� t :est =0

(e� � e� � )� xs ;x t ;

kde � xs ;x t zna�c�� tzv. Kroneckerovo delta

� xs ;x t =

(
0; xs 6= xt ;

1; xs = xt :

To znamen�a, �ze P(x ; e) = P(x je) = 0, jestli�ze v obraze x existuj�� takov�e dva
sousedn�� bodys � t, �ze est = 0 a xs 6= xt . U v�sech ostatn��ch obraz�u x plat��

P(x ; e) = e� �
P

est (e� � e� � )
P

(1� est ) :

Tyto pravd�epodobnosti v�ubec nez�avis�� na obraze x , proto podm��n�en�e rozd�elen��
P(x je) je rovnom�ern�e rozd�elen�� na mno�zin�e v�sech obraz�u ve k ter�ych plat��, �ze
v�sechny dvojice sousedn��ch bod�u s � t u kter�ych nen�� aktivovan�a mikrohrana
est = 0 maj�� shodn�e intenzity xs = xt .

Swensen�uv-Wang�uv algoritmus tedy generuje posloupnostf (x (i ) ; e(i ))gi 2 N tak,
�ze nejprve zvol�� po�c�ate�cn�� stav ( x (0) ; e(0) ) a n�asledn�e pro ka�zd�y �cas k 2 N opakuje
dva kroky:

1. Nastaven�� mikrohran
P�ri nastavov�an�� mikrohran projdeme v�sechny sousedn�� body s � t. V p�r��-
pad�e, �ze x(k)

s 6= x(k)
t tak nastav��me aktivn�� mikrohranu e(k+1)

st = 1. Jestli�ze
v�sak plat�� x(k)

s = x(k)
t , pak nastav��me aktivn�� mikrohranu e(k+1)

st = 1 s prav-
d�epodobnost�� e� 2� , jinak nastav��me e(k+1)

st = 0.

2. Volba nov�eho obrazu
Nejprve si obraz rozd�el��me na bloky bod�u, mezi kter�ymi nej sou aktivn��
mikrohrany (tj. ka�zd�e dva body, pro kter�e existuje cesta p�res neaktivo-
van�e mikrohrany e(k+1)

st = 0 z jednoho bodu do druh�eho, pat�r�� do stejn�eho
bloku). N�asledn�e pro ka�zd�y blok vygenerujeme intenzitu z rovnom�ern�eho
rozd�elen�� na mno�zin�e mo�zn�ych intenzit f� 1; 1g a tuto intenzitu p�ri�rad��me
v�sem bod�um v bloku.
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2.8 Metoda simulovan�eho �z��h�an��

V sekci 2.6 jsme popsali postupy umo�z�nuj��c�� vygenerovat Markov�uv �ret�ezec, je-
ho�z stacion�arn�� rozd�elen�� odpov��d�a aposteriorn��mu roz d�elen�� origin�aln��ho obrazu.
Nej�cast�eji pou�z��van�ym odhadem je v�sak obraz, v n�em�z je dosa�zeno maximum
aposteriorn��ho rozd�elen��. V t�eto sekci pop���seme postup, pomoc�� kter�eho m�u�zeme
vygenerovat posloupnost obraz�u, kter�e konverguj�� k po�zadovan�emu maximu.

Na�s��m c��lem tedy bude naj��t maximum rozd�elen�� � n�ahodn�eho pole na pros-
toru O, jeho�z prvky jsou obrazyx = f xs 2 Ggs2 S na mno�zin�e bod�u S. Pro kladn�y
parametr � uva�zujme rozd�elen��

� (� )(x ) = Z � 1
� expf� �H (x )g;

kde H (x ) je energie rozd�elen�� � a Z � je normuj��c�� konstanta, tj.

Z � =
X

z2O

expf� �H (z)g :

S rostouc��m parametrem� je rozd�elen�� � (� ) v��ce koncentrovan�e do maximM � S
rozd�elen�� � . Plat�� toti�z

lim
� !1

� (� )(x ) =

(
1=jM j; x 2 M;

0; jinak:

T�eto vlastnosti vyu�z��v�a algoritmus simulovan�eho �z��h�an��, kter�y generuje po-
sloupnost obraz�u obdobn�e jako Metropolis�uv-Hastings�uv ne bo Gibbs�uv algorit-
mus s t��m rozd��lem, �ze v ka�zd�em kroku t jsou pravd�epodobnosti p�rechodu kons-
truov�any tak, jako bychom cht�eli vygenerovat �ret�ezec se stacion�arn��m rozd�elen��m
� (� t ) (nam��sto � ), kde � i ; i 2 N, je rostouc�� posloupnost re�aln�ych �c��sel takov�a,
�ze lim i !1 � i = 1 .

Zvolme po�c�ate�cn�� obraz x 0 2 O a p�redpokl�adejme, �ze ji�z m�ame vygenerov�ano
prvn��ch t 2 N prvk�u x (0) ; : : : ; x (t � 1) . Dal�s�� prvek �ret�ezce generovan�eho pomoc��
simulovan�eho �z��h�an�� zalo�zen�eho na Gibbsov�e algoritmu pro obrazy z��sk�ame ve
dvou kroc��ch:

1. Zvol��me bod obrazus(t ) 2 S z rovnom�ern�eho rozd�elen�� na mno�zin�e bod�u S.

2. Vygenerujeme novou intenzitux(t )
s z rozd�elen�� dan�eho lok�aln�� charakteris-

tikou � (� t )
s (x (t � 1)), tj. rozd�elen�� � (� t )

s (x (t � 1)) = f � (� t )
s (g;x (t � 1)) : g 2 Gg,

pro kter�e plat��

� (� t )
s (g;x (t � 1)) = � (� t )

�
X s = gjX Snf sg = x (t � 1)

Snf sg

�
; g 2 G:

Intenzity v ostatn��ch bodech mimo s(t ) ponech�ame stejn�e, tj. x(t )
s = x(t � 1)

s

pro s 2 S; s 6= s(t ) .

Pozn�amka 2.4:

Pojem simulovan�e �z��h�an�� je inspirov�an �z��h�an��m v hutnictv ��, co�z je technika,
p�ri kter�e, je materi�al nejd�r��ve roz�zhaven a n�asledn�e k ontrolovan�e chlazen tak
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aby se zv�et�sily krystaly, ze kter�ych je materi�al slo�zen, a redukovalo se mno�zstv��
defekt�u. Teplo zp�usob��, �ze atomy se uvoln�� z jejich p�uvodn �� pozice (lok�aln��
minimum vnit�rn�� energie) a n�ahodn�e se pohybuj�� po stavech s vy�s�s�� energii.
Pomal�e ochlazov�an�� pak d�av�a v�et�s�� �sanci, �ze se atom y ust�al�� ve stavu s ni�z�s��
energii ne�z byla po�c�ate�cn��. Posloupnost � (i ) je proto tak�e ozna�cov�ana pojmem

"
chlad��c�� sch�ema\ �

P�ri vhodn�e volb�e posloupnosti � i ; i 2 N, konverguje vygenerovan�a posloupnost
obraz�u x i ; i 2 N skoro jist�e k n�ekter�emu z glob�aln��ch maxim rozd�elen�� � . Plat��
toti�z n�asleduj��c�� tvrzen��.

V�eta 2.1:

Necht' � i ; i 2 N je chlad��c�� sch�ema, kter�e konverguje k nekone�cnu tak, �ze plat��

� i �
1
�

ln(i ); (2.22)

kde konstanta � zna�c�� tzv. maxim�aln�� lok�aln�� oscilaci energieH (x ), tj. � =
maxf � s : s 2 Sg, kde � s = maxfj H (x ) � H (y )j : x Snf sg = y Snf sgg: Pak pro
ka�zd�e rozd�elen�� � po�c�ate�cn��ho obrazu x 0 a matice p�rechoduP (i ) ; i 2 N; neho-
mogenn��ho Markovova �ret�ezce odpov��daj��c�� postupu simulo van�eho �z��h�an�� s chla-
d��c��m sch�ematem � i plat��, �ze margin�aln�� rozd�elen�� jednotliv�ych prvk�u genero -
van�e posloupnosti konverguj��

lim
n!1

�P (1) � � � P (n) = �

a pravd�epodobnosti limitn��ho rozd�elen�� � = f �( x ) : x 2 Og jsou

�( x ) =
�

1=jM j; x 2 M;
0; jinak:

�

Pozn�amka 2.5:

Metoda simulovan�eho �z��h�an�� je podrobn�e pops�ana v sekci 5.2 monogra�e [37],
kde jsou tak�e uvedeny d�ukazy vlastnost�� a tvrzen�� zm��n�e n�ych v t�eto sekci. V�eta
2.1 je p�r��m�ym d�usledkem v�ety 5.2.1 ze zm��n�en�e monogra�e. �

V mnoha aplikac��ch je chlad��c�� sch�ema � i ; i 2 N, voleno tak, �ze konverguje
rychleji k nekone�cnu ne�z vy�zaduje vlastnost (2.22). Pak ov�sem nen�� zaru�cena
konvergence ke glob�aln��mu minimu, nicm�en�e posloupnost obraz�u x i konverguje
rychleji k n�ekter�emu lok�aln��mu minimu.
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3. Markovovy �ret�ezce a perfektn��
MCMC simulace
V kapitole 2 jsme popsali algoritmy zalo�zen�e na MCMC simulac��ch, kter�e jsou
vyu�z��v�any k potla�cen�� �sumu v obraze. Tato kapitola poskyt ne pot�rebn�e teoretick�e
poznatky o Markovov�ych �ret�ezc��ch v�cetn�e tvrzen�� uka zuj��c��ch, �ze Metropolis�uv-
Hastings�uv algoritmus generuje posloupnost n�ahodn�ych veli�cin f X i gi 2 N, jej���z mar-
gin�aln�� rozd�elen�� konverguj�� ke stacion�arn��mu rozd�elen �� � . Nav��c si uk�a�zeme
postup, kter�y vede k vygenerov�an�� stacion�arn��ho �ret�e zce, ve kter�em margin�aln��
rozd�elen�� jsou p�resn�e d�any pravd�epodobnostmi � .

3.1 Markovovy �ret�ezce

Metropolis�uv-Hastings�uv algoritmus generuje posloupnost f X i gi 2 N0 tak, �ze oba
kroky vykonan�e k z��sk�an�� nov�eho �clenu X n+1 vyu�z��vaj�� pouze informaci o hodnot�e
aktu�aln��ho stavu X n . Tak�ze X n+1 je podm��n�en�e nez�avisl�e na n�ahodn�ych veli�cin�ach
X n� k ; k > 0, p�ri dan�e hodnot�e X n . Tato vlastnost n�ahodn�ych proces�u je zpravidla
naz�yv�ana Markovovskoua proces s touto vlastnost�� je naz�yv�an Markov�uv proces
(�ret�ezec) . P�resn�a de�nice n�asleduje.

De�nice 3.1:

Posloupnost n�ahodn�ych veli�cin f X i gi 2 N0 s hodnotami z kone�cn�e mno�ziny
stav�u S je naz�yv�ana Markovov�ym �ret�ezcem, jestli�ze spl�nuje

P(X n+1 = xn+1 jX n = xn ; : : : ; X0 = x0) = P(X n+1 = xn+1 jX n = xn )

pro v�sechnak 2 N0 a x0; : : : ; xn+1 2 S takov�a, �ze P(X n = xn ; : : : ; X0 = x0) > 0.
Markov�uv �ret�ezec se naz�yv�a homogenn��, jestli�ze podm��n�en�e pravd�epodobnosti

P(X n+1 = xn+1 jX n = xn ) = p(xn ; xn+1 )

nez�avis�� na n. Pravd�epodobnosti p(xn ; xn+1 ) jsou naz�yv�any pravd�epodobnostmi
p�rechodu a tvo�r�� tak zvanou matici p�rechod�u P . Matice P je tak�e �casto naz�yv�ana
j�adrem �ret�ezce f X i gi 2 N0 . Markov�uv �ret�ezec nazveme stacion�arn�� , jestli�ze rozd�e-
len�� n�ahodn�ych vektor�u P(X n+ k = xn+ k ; : : : ; X k = xk) nez�avis�� na k 2 N0 pro
ka�zd�e n 2 N0. �

D�ale se budeme zaj��mat pouze o homogenn�� Markovovy �ret�ezce. Jejich roz-
d�elen�� je d�ano rozd�elen��m po�c�ate�cn��ho stavu � 0 = f P(X 0 = x); x 2 Sg a prav-
d�epodobnostmi p�rechodu p(x1; x2); x1; x2 2 S. Markovovy �ret�ezce (generovan�e
Metropolisov�ym-Hastingsov�ym algoritmem) jsou stacion�arn�� pr�av�e tehdy, kdy�z
po�c�ate�cn�� stav X 0 je generov�an z popisovan�eho rozd�elen�� � . Snadno m�u�zeme
ov�e�rit, �ze �ret�ezec za�c��naj��c�� v pevn�e zvolen�em stav u x0 2 S nen�� stacion�arn��,
proto�ze rozd�elen�� prvn�� prom�enn�e X 0 je koncentrovan�e do jednoho bodux0, zat��m-
co rozd�elen�� druh�eho bodu X 1 je d�ano odpov��daj��c��m �r�adkem matice p�rechod�u
p(x0; �). Za m��rn�ych p�redpoklad�u na strukturu matice p�rechodu P v�sak m�u�zeme
uk�azat, �ze margin�aln�� rozd�elen�� L (X n ) konverguje, pron ! 1 . Limitn�� rozd�elen��
se naz�yv�a stacion�arn��.
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De�nice 3.2:

Uva�zujme homogenn�� Markov�uv �ret�ezec f X i gi 2 N0 s pravd�epodobnostmi p�re-
chodu p(s; t); s; t 2 S. Rozd�elen�� � na mno�zin�e stav�u S, kter�e spl�nuje

� t =
X

s2 S

� sp(s; t) 8t 2 S;

je stacion�arn�� rozd�elen�� Markovova �ret�ezce f X i gi 2 N0 . �

Existence a jednozna�cnost stacion�arn��ho rozd�elen�� je p�redev�s��m d�ana dosa�zi-
telnost�� stav�u mezi sebou.

De�nice 3.3:

a) �R��k�ame, �ze stav t 2 S je dosa�ziteln�y ze stavus 2 S, jestli�ze existuje n 2 N
takov�e, �ze

P(X n = tjX 0 = s) > 0:

b) �R��k�ame, �ze Markov�uv �ret�ezec je nerozlo�ziteln�y , jestli�ze stav t je dosa�ziteln�y
ze stavus pro ka�zdou dvojici stav�u s; t 2 S.

c) Ka�zd�y stav s 2 S m�a svoji periodu danou vztahem

� s = NSD(f n : P(X n = sjX 0 = s) > 0g);

kde funkceNSD je nejv�et�s�� spole�cn�y d�elitel. Stav s 2 S je naz�yv�an aperi-
odick�ym, jestli�ze � s = 1, jinak je naz�yv�an periodick�ym s periodou � s.

d) Necht' Ts je �cas prvn��ho n�avratu (recurrence time) do stavu s 2 S, tj.

Ts = inf f n � 1 : (X n = sjX 0 = s)g

a f (n)
ss je pravd�epodobnost, �ze �ret�ezec za�c��naj��c�� ve stavu s se do n�ej poprv�e

vr�at�� po n kroc��ch, tj.
f (n)

ss = P(Ts = n):

�R��k�ame, �ze stav s 2 S je tranzitivn�� , jestli�ze

P(Ts < 1 ) =
1X

n=1

f (n)
ss < 1:

Pokud P(Ts < 1 ) = 1, �r��k�ame �ze stav s je trval�y .

e) Trval�y stav s 2 S je nenulov�y, jestli�ze st�redn�� doba n�avratu je kone�cn�a, tj.

M s = ETs =
1X

n=1

nf (n)
ss < 1 :

Pokud M s = 1 , stav je naz�yv�an nulov�ym trval�ym.

�
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Podm��nka dosa�zitelnosti �r��k�a, �ze syst�em za�c��naj��c�� v e stavus 2 S m�a nenulovou
pravd�epodobnost p�rechodu do stavut 2 S v n�ejak�em �case. To je ekvivalentn��
podm��nce, �ze existuje p�rirozen�e �c��slo n 2 N a posloupnost stav�u x1; : : : ; xn� 1 2 S
takov�a, �ze

p(s; x1)p(x1; x2) : : : p(xn� 2; xx� 1)p(xn� 1; t) > 0:

�R��k�ame, �ze stav s 2 S komunikuje se stavemt 2 S, jestli�ze jak t je dosa�ziteln�e
z s tak s je dosa�ziteln�e z t. M�u�ze b�yt dok�az�ano, �ze komunikace v tomto smyslu
je relace ekvivalence, je�z vytv�a�r�� t�r��dy ekvivalence, kter �e jsou �casto naz�yv�any
komunika�cn�� t�r��dy. De�nice nerozlo�ziteln�eho Markovova �r et�ezce m�u�ze b�yt tak�e
p�reformulov�ana na podm��nku, �ze v�sechny stavy utv�a�r�� jednu komunika�cn�� t�r��du.

Ve v�et�sin�e literatury pojedn�avaj��c�� o teorii Markovov�yc h �ret�ezc�u m�u�zeme naj��t
n�asleduj��c�� dv�e tvrzen��, kter�a jsou z�asadn�� pro metod y MCMC. Ob�e tvrzen�� byla
p�revzata z [30] (v �cesk�em jazyce). Jin�y p�r��klad monogra�e o teorii Markovov�ych
�ret�ezc�u obsahuj��c�� nezbytn�e z�aklady je [29].

Lemma 3.1:

Nerozlo�ziteln�y Markov�uv �ret�ezec s kone�cnou mno�zinou st av�u S m�a v�sechny
stavy nenulov�e trval�e. �

Pozn�amka 3.1:

Pro nerozlo�ziteln�y Markov�uv �ret�ezec s kone�cnou mno�zino u stav�u S v�zdy exi-
stuje stacion�arn�� rozd�elen��. �

Lemma 3.2:

Nerozlo�ziteln�y Markov�uv �ret�ezec m�a stacion�arn�� rozd� elen�� � pr�av�e tehdy, kdy�z
v�sechny jeho stavy jsou nenulov�e trval�e. V takov�em p�r��p ad�e je � jednozna�cn�e
a m�a n�asleduj��c�� vztah ke st�redn�� dob�e n�avratu

� s =
1

M s
; 8s 2 S:

Jestli�ze jsou tak�e v�sechny stavy �ret�ezce nav��c aperiodick�e, pak pro jak�ekoliv
stavy s; t 2 S plat��

lim
n!1

p(n)
st = � t

�

Podle t�echto tvrzen�� plat��, �ze libovoln�y postup, kter�y gene ruje nerozlo�ziteln�y
Markov�uv �ret�ezec s matic�� p�rechodu P , generuje �ret�ezec s jednozna�cn�ym sta-
cion�arn��m rozd�elen��m � , a nav��c margin�aln�� rozd�elen�� �ret�ezce konverguje k � ,
tj.

�P n �! � ;

kde � zna�c�� rozd�elen�� po�c�ate�cn��ho stavu X 0. Poznamenejme, �ze jsme nem�eli �z�adn�e
omezen�� na toto rozd�elen��. To znamen�a, �ze margin�aln�� roz d�elen�� prvk�u �ret�ezce
konverguj�� k stacion�arn��mu rozd�elen�� nez�avisle na tom, kd e �ret�ezec za�cal.
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Simula�cn�� metody Markov chain Monte Carlo �casto generuj�� �r et�ezce, kter�e
spl�nuj�� podm��nku reversibility. Takov�e posloupnosti nap�r� �klad generuje Metropo-
lis�uv-Hastings�uv nebo Gibbs�uv algoritmus. Podm��nka reversibilit y �r��k�a, �ze exis-
tuje rozd�elen�� �� takov�e, �ze

�� sp(s; t) = �� tp(t; s) 8s; t 2 S:

Se�cten��m rovnic p�res s z��sk�ame
X

s2 S

�� sp(s; t) =
X

s2 S

�� tp(t; s)

= �� t

X

s2 S

p(t; s) = �� t

To m�u�ze b�yt p�reps�ano na rovnost �� = P T �� z de�nice stacion�arn��ho rozd�elen��.
Metropolis�uv-Hastings�uv algoritmus tedy generuje Markov�uv �ret�ezec s po�zado-
van�ym stacion�arn��m rozd�elen��m.

Pozn�amka 3.2:

N�azev podm��nky (�casov�e) reversibility vypl�yv�a z toho, �ze ve stacion�arn��m
Markovov�e �ret�ezci je tato podm��nka ekvivalentn�� vlastnos ti, podle kter�e pro
ka�zdou kone�cnou podmno�zinu prvk�u vygenerovan�eho �ret �ezce, nap�r��klad vek-
tor (X 1; : : : ; X k), plat��, �ze sdru�zen�e rozd�elen�� t�echto prvk�u je stejn� e jako jejich
rozd�elen�� po �casov�em p�reuspo�r�ad�an��, tj. rozd�elen� � vektoru (X k ; : : : ; X1). �

3.2 N�ahodn�a zobrazen��

Z p�redchoz�� sekce v��me, �ze teoretick�a hodnota Markovova�ret�ezce vygenerovan�eho
pomoc�� MCMC simulac�� m�a v nekone�cnu po�zadovan�e rozd�ele n�� � , ale nejsme
schopni pozorovat tuto hodnotu. Proto se budeme sna�zit generovat Markov�uv
�ret�ezec z m��nus nekone�cna (nebo z n�ejak�eho dostate�cn�e vzd�alen�eho bodu v minu-
losti) a pozorovat hodnotu �ret�ezce v n�ejak�em kone�cn�em �case (nap�r. nula). Nejsme{
li schopni rozhodnout v jak�em stavu �ret�ezec za�cal v m��nus nekone�cnu, mus��me
uva�zovat v�sechny mo�zn�e po�c�ate�cn�� stavy s 2 S. Pro tento �u�cel pot�rebujeme zvolit
jinou reprezentaci Markovova �ret�ezce. Ve zbytku t�eto kapitoly budeme pracovat
s

"
oboustrann�ymi\ Markovov�ymi �ret�ezci, tj. f X i gi 2 Z nam��sto pouze pozitivn��ch

index�u. Budeme tak�e reprezentovat Markovovy �ret�ezce pomoc�� n�ahodn�ych zo-
brazen��.

De�nice 3.4:

Necht' � zna�c�� mno�zinu v�sech zobrazen�� z mno�ziny stav�u S do sebe samotn�e,
tj.

� = f ' : S ! Sg � SS:

Uva�zujme n�ahodnou veli�cinu ' = (� ; P) s hodnotami v mno�zin�e � a pravd�epo-
dobnostn��m rozd�elen��m P. Zobrazen�� ' nazvemen�ahodn�ym zobrazen��m vzhle-
dem k matici p�rechod�u P , jestli�ze spl�nuje

P(f ' : ' (s) = tg) = p(s; t); 8s; t 2 S: (3.1)

�
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P�ripome�nme ze sekce 3.1, �ze pravd�epodobnosti p�rechod�u p(s; t); s; t 2 S, jsou
prvky matice P .

Pozn�amka 3.3:

Pro danou matici P v�zdy existuje rozd�elen��, kter�e spl�nuje podm��nku (3.1).
Jednoduch�ym p�r��kladem je rozd�elen�� dan�e vztahem P(f ' g) =

Q
s2 S P (s; ' (s)).

�R�adky P (s; �) matice p�rechoduP jsou pravd�epodobnostn�� rozd�elen�� na mno�zin�e
S. Necht' S = f s1; � � � ; si ; � � � g, pak plat��

P(�) =
P

s0
12 S

P(f ' (s1) = s0
1g) =

P

s0
12 S

P

s0
22 S

P(f ' (s1) = s0
1; ' (s2) = s0

2g)

=
P

s0
12 S

P

���

P

s0
i 2 S

P

���
P(f ' (s1) = s0

1; � � � ; ' (si ) = s0
i ; � � � g)

=
P

s0
12 S

P

���

P

s0
i 2 S

P

���

Q

i 2 N
P (si ; s0

i ) =
P

s0
12 S

P (s1; s0
1)

P

���

P

s0
i 2 S

P (si ; s0
i )

P

���

=
Q

i 2 N
1 = 1:

Tedy P je pravd�epodobnostn�� m��ra. Obdobn�e pro k 2 N plat��

P(f ' (sk) = s0
kg) =

P

s0
12 S

P

���

P

s0
k � 12 S

P

s0
k +1 2 S

P

���

Q

i 2 N
P (si ; s0

i )

= P (sk ; s0
k)

Q

i 6= k
1

= P (sk ; s0
k);

co�z ukazuje spln�en�� podm��nky (3.1). �

N�ahodn�a zobrazen�� vzhledem k matici p�rechod�u P imituj�� jeden krok Markovo-
va �ret�ezce. Pro stav xn 2 S �ret�ezce s pravd�epodobnostmi p�rechodu p(xn ; xn+1 )
(z matice P ) m�u�zeme generovat nov�y �clen �ret�ezce tak, �ze vybereme n�ahodn�e zo-
brazen�� ' n+1 2 � s vyu�zit��m rozd�elen�� P a n�asledn�e nastav��me xn+1 = ' n+1 (xn ).
Obdobn�e m�u�zeme imitovat m p�rechod�u Markovova �ret�ezce tak, �ze vybereme
nez�avisle m zobrazen�� ' i 2 � ; i = n +1; : : : ; n+ m a polo�z��me xn+ m = ' n+ m

n+1 (xn ),
kde ' n+ m

n+1 = ' n+ m � � � � � ' n+1 . Symbol ' �  zna�c�� obvykl�e skl�ad�an�� zobrazen��
dan�e ' �  (x) = ' ( (x)).

Uva�zujme nyn�� posloupnosti n�ahodn�ych zobrazen��. Prostor 
 = � Z sest�av�a
z

"
oboustrann�ych\ posloupnost��

�' = f ' j gj 2 Z = ( : : : ; ' j � 1; ' j ; ' j +1 ; : : : ):

Uva�zujme d�ale sou�cinovou pravd�epodobnostn�� m��ru �P na prostoru 
 takovou, �ze
pro ka�zdou kone�cnou podmno�zinu I � Z a syst�em zobrazen��  i : S ! S; i 2 I
plat��

�P(f �' 2 
 : ' i =  i ; i 2 I g) =
Y

i 2 I

P( i ):

Pravd�epodobnostn�� prostor (
 ; �P) je zpravidla naz�yv�an stochastick�ym tokem. Za
podm��nky (3.1) je proces X n = x, X n+ k = ' n+ k

n+1 (x) Markovov�ym �ret�ezcem
za�c��naj��c��m ve stavu x 2 S a s pravd�epodobnostmi p�rechoduP . Stochastick�y
tok je tedy p�rirozenou reprezentac�� Markovova �ret�ezce za�c��naj��c��ho ve v�sech po-
�c�ate�cn��ch stavech a v�sech �casech.
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Uva�zujme nyn�� posloupnost �' 2 
. �R��k�ame, �ze nastalo �upln�e splynut�� v �case
n, jestli�ze existuje konstanta k 2 N0 a stav ! 2 S takov�y, �ze ' n

n� k(x) = !
pro v�sechna x 2 S. Tato podm��nka �r��k�a, �ze v�sechny �ret�ezce X n dan�e stocha-
stick�ym tokem �' za�c��naj��c�� v �case n � k budou ve stavu! v �case n nez�avisle na
po�c�ate�cn�� stavu. Posouv�an�� po�c�ate�cn��ho bodu d�a le dozadu v �case nic nezm�en��,
proto�ze ' n

n� k� l (x) = ' n� k� 1
n� k� l � ' n

n� k(x) = ! pro v�sechna l 2 N. Ozna�cme Fn

mno�zinu v�sech stochastick�ych tok�u u nich�z nast�av�a �upln �e splynut�� v �case n a
F =

T
n2 Z Fn . N�as budou p�redev�s��m zaj��mat stochastick�e toky, kter�e spl�nuj��

P(F ) = 1 : (3.2)

Podm��nku (3.2) �casto naz�yv�ame t�em�e�r jist�e �upln�e splynut�� v kone�cn�em �case . Ve
zbytku t�eto sekce ov�e�r��me, kdy tato podm��nka plat�� a posk ytneme metody pro
konstrukci stochastick�ych tok�u s touto vlastnost��.

Ozna�cme d�ale

Wn ( �' ) =

(
limm!�1 ' n

m (x); x 2 S; �' 2 Fn ;

! 0; jinak;

kde ! 0 2 S je libovoln�e zvolen�y stav tak, aby bylo Wn ( �' ) dob�re de�nov�ano na
cel�em prostoru 
.

V�eta 3.1:

Za podm��nek (3.1) a (3.2) je n�ahodn�y procesf Wngn2 Z stacion�arn�� homogenn��
Markov�uv �ret�ezec s matic�� p�rechod�u P . �

D�ukaz:

Ov�e�rme nejd�r��ve Markovovu vlastnost. Proto�ze

Wn+1 ( �' ) = lim
m!�1

' n+1
m (x) = ' n+1

�
lim

m!�1
' n

m (x)
�

= ' n+1 (Wn ( �' ))

pro ka�zd�e �' 2 F a n 2 N, Wn ( �' ) z�avis�� na ' m ; m � n, a proto je nez�avisl�e
s ' n+1 . M�u�zeme tedy ps�at

P (Wn+1 = sn+1 ; Wn = sn ; : : : ; Wn� k = sn� k) =
= P (' n+1 (sn ) = sn+1 ; Wn = sn ; : : : ; Wn� k = sn� k) =
= P (' n+1 (sn ) = sn+1 ) P (Wn = sn ; : : : ; Wn� k = sn� k) =
= p(sn ; sn+1 )P (Wn = sn ; : : : ; Wn� k = sn� k)

Posledn�� rovnost plyne z podm��nky (3.1). Kone�cn�e, podm��n�e n�a pravd�epodob-
nost je

P (Wn+1 = sn+1 jWn = sn ; : : : ; Wn� k = sn� k) = p(sn ; sn+1 ):

Tedy f Wngn2 Z je homogenn�� Markov�uv �ret�ezec s pravd�epodobnostmi p�rechodu
P . Procesf Wngn2 Z je tak�e stacion�arn��, proto�ze posloupnosti n�ahodn�ych zo -
brazen�� f ' kgk<m maj�� rozd�elen�� invariantn�� v�u�ci posunut��, kter�e nez�a vis�� na m.

�
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V�eta 3.1 nab��z�� metodu pro simulov�an�� n�ahodn�e veli�ciny s p �resn�e po�zadovan�ym
rozd�elen��m za pou�zit�� generov�an�� Markovova �ret�ezce. P�redpokl�adejme, �ze m�ame
kladn�e rozd�elen�� � na mno�zin�e stav�u S a jsme schopni generovat nerozlo�ziteln�y
Markov�uv �ret�ezec s j�adrem P tak, �ze � je jeho stacion�arn�� rozd�elen��. P�redpokl�a-
dejme d�ale, �ze um��me konstruovat n�ahodn�a zobrazen�� spl�nuj��c�� podm��nky (3.1)
a (3.2). Pak n�ahodn�e veli�ciny Wn jsou simulov�any tak, �ze vybereme n�ahodn�a
zobrazen�� ' 0; ' � 1; : : : (po�c��naje v �case 0 a pokra�cuj��ce zp�et) dokud nenastane
�upln�e splynut�� slo�zen�ych zobrazen�� ' 0

� k = ' 0 � ' � 1 � � � � � ' � k . Pak hodnota
! = ' 0

� k(s), kter�a nez�avis�� na s 2 S, je dobr�ym reprezentantem n�ahodn�e veli�ciny
Wn s rozd�elen��m � . P�redvedeme tento p�r��stup na jednoduch�em p�r��klad�e.

P�r��klad 3.1: (Zp�etn�a simulace)

Necht' S=f 1,2g je dvoubodov�y prostor stav�u. Pravd�epodobnosti p�recho d�u

P =
�

1 � � �
� 1 � �

�
; 0 < �; � < 1;

generuj�� Markov�uv �ret�ezec se stacion�arn��m rozd�elen�� (� 1; � 2) = ( �
� + � ; �

� + � ).
Mno�zina v�sech zobrazen�� SS obsahuje 4 prvky:

' (11) : ' (11) (1) = 1 ; ' (11) (2) = 1
' (12) : ' (12) (1) = 1 ; ' (12) (2) = 2
' (21) : ' (21) (1) = 2 ; ' (21) (2) = 1
' (22) : ' (22) (1) = 2 ; ' (22) (2) = 2

Zobrazen�� ' (11) (resp. ' (22) ) slou�c�� oba stavy do stavu 1 (resp. 2), zat��mco ' (12)

ponech�a p�uvodn�� stavy a ' (21) p�rehod�� ka�zd�y stav za druh�y. Rozd�elen�� dan�e
pravd�epodobnostmi

P(' (11) ) = (1 � � )� P (' (12) ) = (1 � � )(1 � � )
P(' (21) ) = �� P (' (22) ) = � (1 � � )

spl�nuje podm��nku (3.1). Nyn�� m�u�zeme zvolit n�ahodn�e zobr azen�� ' 0 z tohoto
rozd�elen��. Jestli�ze vybran�e zobrazen�� je ' (11) (resp. ' (22) ), ozna�c��me W0 = 1
(resp.W0 = 2). Jinak budeme pokra�covat a vybereme zobrazen��' � 1 ze stejn�eho
rozd�elen��. Budeme pokra�covat dokud nen�� vybr�ano jedno ze zobrazen�� ' (11)

a ' (22) . Pravd�epodobnost (�upln�eho) splynut�� v kone�cn�em �case je

1X

k=0

�
P(' (11) ) + P(' (11) )

� �
P(' (21) ) + P(' (12) )

� k
= 1:

Procesf Wkgk2 Z je stacion�arn��. Jestli�ze v prvn��m kroku je vybr�ano zobraze n��
' (12) nebo ' (21) , tak hodnota W� 1 je generov�ana stejn�ym principem jakoW0.
Proto pravd�epodobnosti P1 = P(W0 = 1) = P(W� 1 = 1) a P2 = P(W0 = 2) =
P(W� 1 = 2) mus�� �re�sit syst�em line�arn��ch rovnic

P(W0 = 1) = P(' (11) ) + P(' (12) )P(W� 1 = 1) + P(' (21) )P(W� 1 = 2)
P(W0 = 2) = P(' (22) ) + P(' (12) )P(W� 1 = 2) + P(' (21) )P(W� 1 = 1)

(3.3)
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Se�cten�� t�echto rovnic potvrzuje, �ze jejich �re�sen��m je p ravd�epodobnostn�� rozd�elen��:

P1 + P2 =
P(' (11) ) + P(' (22) )

1 � P(' (12) ) � P(' (21) )
= 1:

M�u�zeme snadno ov�e�rit, �ze pravd�epodobnosti � 1 a � 2 jsou jedin�ym �re�sen��m
syst�emu rovnic (3.3), a proto algoritmus generuje n�ahodnou veli�cinu se sta-
cion�arn��m rozd�elen��m odpov��daj��c��m j�adru P .

Naopak p�r��stup s dop�redn�ym splynut��m obecn�e negeneruje stacion�arn�� roz-
d�elen�� � . Uva�zujme, �ze m�ame dva nez�avisl�e Markovovy �ret�ezce f X (1)

i gi 2 N a
f X (2)

i gi 2 N, ka�zd�y za�c��naj��c�� v jin�em stavu. Oba �ret�ezce zastavm e v moment�e, kdy
poprv�e X (1)

i = X (2)
i . Pro zp�resn�en�� ozna�cme n�ahodn�e veli�ciny Z = X (1)

T , kde T
je takov�y n�ahodn�y �cas, �ze X (1)

i 6= X (2)
i pro i < T a X (1)

T = X (2)
T . Z p�redpokladu,

�ze �ret�ezce nesplynuly p�red �casem t v��me, �ze X (1)
t 6= X (2)

t . Pravd�epodobnost
toho, �ze �ret�ezce splynou v �case t + 1 je (1 � � )� + � (1 � � ), kter�a se skl�ad�a
z pravd�epodobnosti, �ze �ret�ezce splynou do stavu 1 (jeden �ret�ezec sko�c�� ze stavu
2 do 1, zat��mco druh�y z�ustane v 1)

P(Z = 1jT = t + 1) = (1 � � )�

a pravd�epodobnosti jevu, �ze �ret�ezce splynou do stavu 2

P(Z = 2jT = t + 1) = � (1 � � ):

Proto�ze

P(Z = z) =
1X

t=1

P(Z = zjT = t)P(T = t)

a pravd�epodobnosti P(Z = zjT = t) nez�avis�� na t, tak rozd�elen�� � Z n�ahodn�e
veli�ciny Z je d�ano vektorem

� Z =
�

(1 � � )�
(1 � � )� + � (1 � � )

;
� (1 � � )

(1 � � )� + � (1 � � )

�
;

kter�y se obecn�e (vyjma p�r��padu kdy � = � = 1=2) li�s�� od stacion�arn��ho rozd�elen��
� . �

V p�r��klad�e 3.1 jsme pracovali s dvouprvkov�ym prostorem stav�u S a mno�zina
v�sech zobrazen�� SS obsahovala pouze 4 prvky. Nicm�en�e typick�a aplikace MCMC
simulac�� pracuje s mnohem v�et�s��mi prostory. V dal�s��m text u pop���seme obecn�y
princip konstrukce n�ahodn�ych zobrazen��, kter�e jsou ve vztahu s matic�� p�rechod�u
P pomoc�� podm��nky (3.1), a kter�e jsou snadno pou�ziteln�e pro simulace i na
mnohem slo�zit�ej�s��ch prostorech stav�u.

Uva�zujme funkci f : S � � ! S a nez�avisl�e n�ahodn�e veli�ciny Ui ; i 2 Z
s identick�ym rozd�elen��m a hodnotami v �. Pak ' i = f (�; Ui ) je n�ahodn�e zo-
brazen��. B�e�zn�a volba je takov�a, �ze � je interval < 0; 1 > a n�ahodn�a veli�cina Ui m�a
rovnom�ern�e rozd�elen�� na tomto intervalu. Uva�zujme d�ale, �ze s1; � � � ; sn 2 S jsou
prvky prostoru stav�u. Proto�ze mno�zina S je kone�cn�a, m�u�zeme si p�redstavit de�-
ni�cn�� obor funkce f (s; u) jako n �use�cek jdouc��ch z 0 do 1 a funkcef (x; u) p�ri�razuje
bod�um na t�echto �use�ck�ach hodnoty z prostoru stav�u S. �Use�cka odpov��daj��c�� stavu
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si 2 S m�u�ze b�yt rozd�elena proporcion�aln�e k i-t�emu �r�adku matic e p�rechod�u P .
Pro konkr�etn�� si p�ri�razujeme

f (si ; u) = s1 jestli�ze u 2 [0; p(si ; s1)]
f (si ; u) = s2 jestli�ze u 2 (p(si ; s1); p(si ; s1) + p(si ; s2)]

...
...

f (si ; u) = sn jestli�ze u 2 (1 � p(si ; sn ); 1]:

Jak je vid�et, plat�� P(' (si ) = sj ) = P(f (si ; U) = sj ) = p(si ; sj ), co�z znamen�a, �ze
n�ahodn�e zobrazen��, konstruovan�e v�y�se zm��n�en�ym zp� usobem, spl�nuje podm��nku
(3.1).

Ov�e�ren�� podm��nky (3.2) m�u�ze b�yt komplikovan�ej�s�� ne� z v p�r��klad�e 3.1, je{
li mno�zina stav�u S velk�a. N�ekolik ekvivalentn��ch tvar�u t�eto podm��nky je zfor-
mulov�ano v n�asleduj��c�� v�et�e. P�red touto v�etou v�sak je �st�e budeme de�novat n�a-
hodnou veli�cinu reprezentuj��c�� �cas splynut�� a uk�a�zeme j ej�� vlastnost sub-multipli-
kativity.

De�nice 3.5:

Necht' �' 2 
 je stochastick�y tok. Pak n�ahodn�a veli�cina

Tn ( �' ) = supf m � n : 9! 2 S takov�e, �ze ' n
m (s) = ! 8s 2 Sg

je naz�yv�ana �cas nejpozd�ej�s��ho splynut�� p�red �casem n. �

Ka�zd�e n�ahodn�e zobrazen�� ' n zu�zuje sv�uj de�ni�cn�� obor S na jeho podmno�zinu.
Plat�� tedy ' n (S) � S, kde ' n (S) zna�c�� obraz mno�ziny S zobrazen��m ' n (S).
Za�cneme{li v �case 0 a budeme{li postupovat do minulosti, tak plat�� S � ' 0(S) �
' 0

� 1(S) � : : : . N�ahodn�a veli�cina T0 je pak
"
nejbli�z�s��\ �cas p�red �casem 0, pro kter�y

je mno�zina ' 0
T0

(S) jednobodov�a.
�Cas nejpozd�ej�s��ho splynut�� m�a tak zvanou vlastnost sub-multiplikativity, kter�a

je zformulov�ana v n�asleduj��c��m lemma.

Lemma 3.3:

Necht' n; m < 0 je z�aporn�e cel�e �c��slo. Pak plat��

�P(T0 � m + n) � �P(T0 � m) �P(Tm � m + n) = �P(T0 � m) �P(T0 � n)

�

D�ukaz:

Nerovnost T0( �' ) � m + n implikuje, �ze ani ' n
m+ n+1 , ani ' 0

n+1 nezobrazuj��
v�sechny stavy s 2 S do jednoho stavu. Proto�P(T0 � m + n) � �P(T0 � m; Tm �
m+ n). N�ahodn�a zobrazen�� ' n

m+ n+1 a ' 0
n+1 jsou nez�avisl�a. T��m m�ame dok�azanou

nerovnost �P(T0 � m + n) � �P(T0 � m) �P(Tm � m + n). Rovnost �P(Tm �
m + n) = �P(T0 � n) je d�usledkem stacionarity. �
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V�eta 3.2:

Necht' (
 ; �P) je prostor stochastick�ych tok�u. Pak n�asleduj��c�� podm��n ky jsou
v�sechny ekvivalentn�� podm��nce (3.2)

1) �Pf �' 2 
 : Tn ( �' ) > �1g = 1 8n 2 Z

2) 9� 2 N takov�e, �ze �Pf �' 2 
 : T0( �' ) > � � g > 0

3) 8s; t 2 S 9nst 2 N tak, �ze �Pf �' 2 
 : ' nst
1 (s) = ' nst

1 (t)g > 0

�

D�ukaz:

Prvn�� podm��nka je pouze p�reformulov�an��m podm��nky (3.2), t ak�ze pot�rebuje-
me dok�azat pouze ekvivalenci podm��nek v t�eto v�et�e. Za�cneme implikac�� 3) ) 2).

Ozna�cme nm = max s;t2 Sf nst : �P(' nst
1 (s) = ' nst

1 (t)) > 0g maxim�aln�� po�cet
krok�u nst z podm��nky 3). Proto�ze splynut�� stav�u s; t 2 S v nst vynucuje i je-
jich splynut�� v nm (jednou spojen�e stavy u�z nemohou b�yt rozd�eleny dal�s��mi
zobrazen��mi), ka�zd�e dva stavy s; t 2 S maj�� ost�re kladnou pravd�epodobnost
splynut�� v nm . Pak tak�e minimum pm = min s;t2 S

�P(' nm
1 (s) = ' nm

1 (t)) je ost�re
kladn�e. Proto je jSj > j' nm

1 (S)j s pravd�epodobnost�� v�et�s�� ne�z pm (jestli�ze
jSj � 2), kde jSj je po�cet prvk�u S a ' (S) zna�c�� obraz mno�ziny S zobrazen��m
' . Podobn�e pravd�epodobnost jevu jSj > j' nm

1 (S)j > j' 2nm
nm +1 (S)j je v�et�s�� ne�z

p2
m , proto�ze n�ahodn�a zobrazen�� ' nm

1 (S) a ' 2nm
nm +1 (S) jsou nez�avisl�a. Proto�ze S

je kone�cn�e, pot�rebujeme opakovat tuto iteraci nejv�y�se jSj � 1 kr�at, abychom
dostali j' (jSj� 1)nm

1 (S)j = 1 s pravd�epodobnost�� v�et�s�� ne�z pjSj� 1
m > 0. Posunem

index�u z 1 ; : : : ; � = nm (jSj � 1) na � � + 1; : : : ; 0 dostaneme podm��nku 2).
Implikace 2) ) 1) je d�usledkem vlastnosti sub-multiplikativity �casu T0 a sta-

cionarity veli�cin Tn ; n 2 Z. P�resn�eji,

�P(T0 > �1 ) = 1 � lim
k!1

�P(T0 � � k� );

kde � je vzato z podm��nky 2) a spl�nuje �P(T0 > � � ) > 0. Vlastnost sub-
multiplikativity d�av�a

�P(T0 � � k� ) � �P(T0 � � � )k = (1 � �P(T0 > � � ))k �!
n!1

0:

Nav��c �casy Tn ; n 2 Z z�avis�� pouze na n�ahodn�ych zobrazen��ch f : : : ; ' n� 1; ' ng,
jejich�z rozd�elen�� jsou invariantn�� v�u�ci posunut��. Proto rozd�elen�� �cas�u Tn nez�avis��
na n 2 Z a podm��nka �P(T0 > �1 ) m�u�ze b�yt zobecn�ena na �P(Tn > �1 ) pro
v�sechna n 2 Z.

Implikace v obr�acen�em sm�eru jsou trivi�aln��, proto�ze �P(T0 > �1 ) = 1 impli-
kuje �P(T0 > �1 ) > 0 a �upln�e splynut�� vynucuje splynut�� v�sech p�ar�u. �

3.3 �Cas nejpozd�ej�s��ho splynut��

V�eta 3.2 pracuje s n�ahodnou veli�cinou T0 a ukazuje okolnosti, za kter�ych je
tato veli�cina skoro jist�e kone�cn�a. V�eta n�am nicm�en�e nep oskytuje �z�adn�y postup
pro odhad �casov�e n�aro�cnosti metody. Obecn�y p�r��stup p ro odhadov�an�� �casov�e
n�aro�cnosti, nez�avisl�y na tvaru matice p�rechodu P a volb�e n�ahodn�ych zobrazen��
' , je nast��n�en n�asleduj��c�� v�etou.
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V�eta 3.3:

Necht' (
 ; �P) je prostor stochastick�ych tok�u a T0( �' ); �' 2 
, je �cas nej-
pozd�ej�s��ho splynut��. P�redpokl�adejme, �ze existuje � 2 N takov�e, �ze �P(T0 �
� � ) = � > 0. Pak existuj�� momenty n�ahodn�e veli�ciny T0 a

E (� T0)n � kn
1X

m=0

(1 � � )m ((m + 1) n � mn )

Speci�aln�e,
�

�
e

� E T0 � � � (1 � � ):

a

V ar T0 � � 2

�
1
�

+
2(1 � � )

� 2
� (1 � � )2

�
:

�

D�ukaz:

Necht' T je diskr�etn�� n�ahodn�a veli�cina s hodnotami v N0. Jestli�ze existuj��
momenty T, pak pro n�e plat��

E Tn =
1X

i =0

(( i + 1) n � in )P(T > i ):

Odvozen�� t�eto formule n�asleduje:

E Tn =
P 1

i =1 inP(T = i)
=

P 1
i =1 P(T = i)

P i
j =1 (j n � (j � 1)n):

Sumy p�res i a j mohou b�yt prohozeny:

E Tn =
P 1

j =1 (j n � (j � 1)n )
P 1

i = j P(T = i)
=

P 1
j =1 (j n � (j � 1)n )P(T � j )

=
P 1

j =0 (( j + 1) n � (j )n)P(T > j ):

Uva�zujme nav��c, �ze T m�a vlastnost sub-multiplikativity a existuje � 2 N
takov�e, �ze P(T � � ) = � > 0. Pak

P(T > j ) � (1 � � )[ j
� ];

kde [x] zna�c�� celou �c�ast �c��sla x. Pokra�cujme v odvozov�an��:

E Tn �
P 1

j =0 (( j + 1) n � (j )n )(1 � � )[ j
� ]

=
P 1

k=0

P (k+1) � � 1
j = k� (1 � � )k

�
(j + 1) n � (j )n

�

=
P 1

k=0 (1 � � )k
�

(k + 1) n � n � kn � n
�

= � n P 1
k=0 (1 � � )k

�
(k + 1) n � kn

�
:

Posledn�� suma konverguje pro ka�zd�e� > 0 a n 2 N, co�z d�av�a existenci v�sech
moment�u.

57



N�ahodn�a veli�cina T0 nab�yv�a z�aporn�ych hodnot, ale � T0 spl�nuje v�se nezbytn�e
tak, abychom mohli aplikovat v�sechny odvozen�e v�yrazy.

Konkr�etn�e pro n = 1 je spodn�� odhad st�redn�� hodnoty

E (� T0) � �
P 1

k=0 (1 � � )k = �
� :

Volba n = 2 d�av�a horn�� odhad pro druh�y moment

E T2
0 � � 2 P 1

k=0 (1 � � )k(2k + 1)
= � 2( 1

� + 2
P 1

k=1 k(1 � � )k)
= � 2( 1

� + 2(1� � )
� 2 ):

Vzhledem k tomu, �ze plat��

P(T0 < � i ) � (1 � � ); pro i < �;

pak

� E T0 >
� � 1X

i =0

�P(� T0 > i ) � � (1 � � )

a horn�� odhad pro st�redn�� hodnotu je

E T0 < � � (1 � � ):

M�u�zeme tak�e dokon�cit horn�� odhad rozptylu

V ar T0 = E T2
0 � (E T0)2 � � 2

�
1
�

+
2(1 � � )

� 2
� (1 � � )2

�
:

�

3.4 �C�aste�cn�e uspo�r�adan�a Markovsk�a j�adra

Ov�e�ren��, zda n�ahodn�a zobrazen�� ' 0
k sjednot�� v�sechny stavy do jednoho je v b�e�zn�ych

aplikac��ch MCMC metod nemo�zn�e. Za ur�cit�ych okolnost�� v�sa k m�u�ze b�yt tento
�ukol zjednodu�sen na pouh�e porovn�an�� obraz�u extr�emn ��ch hodnot prostoru stav�u
S.

De�nice 3.6:

�C�aste�cn�e uspo�r�ad�an�� na mno�zin�e S je relaces � t mezi prvky s; t 2 S se
dv�ema vlastnostmi

� re
exivita - s � s 8s 2 S

� tranzitivita - r � s a s � t implikuje r � t

�

Poznamenejme, �ze �upln�e uspo�r�ad�an�� mus�� spl�novat j e�st�e t�ret�� po�zadavek, aby
ka�zd�a dvojice s; t 2 S byla porovnateln�a, tj. s � t nebo t � s pro v�sechna
s; t 2 S. Jestli�ze existuj�� takov�e prvky m; m 2 S, �ze m � s � m; 8s 2 S pak m
je naz�yv�ano minimem prostoru S a m je jeho maximum.
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De�nice 3.7:

Uva�zujme �c�aste�cn�e uspo�r�adanou mno�zinu stav�u ( S; � ) a mno�zinu v�sech zo-
brazen�� � = SS. Pak zobrazen�� ' 2 � zachov�av�a uspo�r�ad�an�� , jestli�ze plat��

x � y ) ' (x) � ' (y) 8x; y 2 S:

�

Symbolem � = f ' 2 � : x � y ) ' (x) � ' (y); 8x; y 2 Sg budeme zna�cit
mno�zinu v�sech zobrazen�� zachov�avaj��c��ch uspo�r�ad�an ��. �R��k�ame, �ze n�ahodn�e zo-
brazen�� ' = (� ; P) zachov�av�a uspo�r�ad�an�� skoro jist�e, jestli�ze

P(�) = 1 : (3.4)

V�eta 3.4:

P�redpokl�adejme, �ze P je j�adro nerozlo�ziteln�eho Markovova �ret�ezce na �c�aste� cn�e
uspo�r�adan�e mno�zin�e stav�u ( S; � ) takov�e, �ze existuj�� minim�aln�� a maxim�aln��
stavy m; m 2 S a

s � t a t � s , s = t; 8s; t 2 S: (3.5)

M�ejme d�ale prostor (� ; P) n�ahodn�ych zobrazen��, kter�y spl�nuje podm��nku (3.2)
a (3.4). Necht' (
 ; �P) je prostor n�ahodn�ych tok�u slo�zen�ych z n�ahodn�ych zo-
brazen��ch � (tj. 
 = � Z a �P je sou�cinov�a m��ra PZ). Pak splynut�� extr�em�u m a
m je posta�cuj��c�� podm��nkou pro �upln�e splynut��. �

D�ukaz:

Slo�zen��m zobrazen��, kter�a zachov�avaj�� uspo�r�ad�an��, vznikne op�et zobrazen��,
kter�e zachov�av�a uspo�r�ad�an��. Proto plat��

P
�
' 0

k(m) � ' 0
k(s) � ' 0

k(m)
�

� P(' i 2 � ; i 2 f k; : : : ; 0g) =
0Y

i = k

P(' i 2 �) = 1

pro ka�zd�e z�aporn�e k 2 Z a s 2 S. P�redpokl�adejme, �ze k je dostate�cn�e velik�e,
aby existovalo ! 2 S takov�e, �ze ' 0

k(m) = ' 0
k(m) = ! (tj. extr�emy splynuly).

Pak vlastnost (3.5) d�av�a

P(' 0
k(s) = !; 8s 2 S) = P(! � ' 0

k(s) � ! ) = 1

a �upln�e splynut�� skoro jist�e je zaru�ceno. �
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4. Klasi�kace obrazu
Jednou z nejzaj��mav�ej�s��ch oblast�� anal�yzy obrazu je jeh o klasi�kace, p�ri kter�e
se sna�z��me interpretovat obsah obrazu. Klasi�kac�� obrazu m�u�zeme ch�apat dv�e,
sob�e podobn�e, �ulohy. Bud' za�razen�� cel�eho obrazu do vhodn�e t�r��dy, nebo identi-
�kaci objekt�u v obraze a jejich roz�razov�an�� do vhodn�ych kategori��. Pro p�redstavu
uv�ad��m n�ekolik p�r��klad�u aplikac�� vyu�z��vaj��c��ch klasi�kaci obrazu.

Asi nejzn�am�ej�s�� �ulohou je detekce obli�cej�u, p�ri kter �e se sna�z��me identi�ko-
vat, zda se v obraze (nap�r��klad v z�aznamu z bezpe�cnostn��chkamer) vyskytuje
n�ejak�y obli�cej. V n�ekter�ych p�r��padech se n�asledn�e sn a�z��me p�ri�radit obli�cej k oso-
b�e, kter�e pat�r��. K u�cen�� a porovn�av�ani algoritmu pro ro zpozn�av�an�� obli�cej�u jsou
�casto pou�z��v�ana tzv. FERET data, kter�a jsou ke sta�zen� � na str�ank�ach institutu
NIST (National Institute of Standardization and Technology). Obsah t�echto dat
a detaily o jejich po�r��zen�� jsou pops�any ve [26] a [27].

Ve v�yrobn��ch procesech je �casto pot�reba prov�ad�et vizu�aln�� kontrolu kvality
materi�al�u. Klasi�kace obrazu m�u�ze pomoci p�ri automatizac i t�echto kontrol. C��lem
je identi�kovat �c�asti obrazu zkouman�eho materi�alu, kde se v yskytuje n�ejak�a vada.

I v sou�casnosti je je�st�e mnoho informac�� z��sk�av�ano pom oc�� ru�cn�e vypl�novan�ych
formul�a�r�u. Pomoc�� metod anal�yzy obrazu m�u�zeme rozpo zn�avat jednotliv�e znaky
nebo �c��slice v t�echto formul�a�r��ch a n�asledn�e dokumenty au tomaticky p�rev�ad�et do
digit�aln�� podoby. N�ekolik datab�az�� ru�cn�e psan�ych �c��slic nasb��ral US postal service
nebo op�et institut NIST.

Dal�s�� prostor pro anal�yzu obrazu poskytuj�� tak�e satelit n�� sn��mky Zem�e. Jedn��m
zp�usobem vyu�zit�� t�echto informac�� je identi�kace vyk�ace n�ych les�u z fotomap.
Mnoho aplikac�� anal�yzy obrazu tak�e poch�azi z prost�red�� medic��ny.

Bl��zk�ym oborem ke klasi�kaci obrazu je
"
po�c��ta�cov�e vid�en��\, kter�e se sna�z��

rekonstruovat t�r��rozm�ernou sc�enu reprezentovanou obrazem, p�r��padn�e do obrazu
p�ridat n�ejakou informaci, kter�a napom�ah�a interpretaci ob razu. Jedn��m z vyu�zit��
po�c��ta�cov�eho vid�en�� je obohacen�� obrazu sportovn��ch p�renos�u. Nap�r��klad zv�y-
razn�en�� puku a jeho dr�ahy letu v ledn��m hokeji nebo dopln�en�� �c�ary, ozna�cuj��c��
nejvzd�alen�ej�s�� doskok p�ri letech na ly�z��ch, do obrazu.

4.1 Statistick�a klasi�kace

V t�eto sekci pop���seme statistick�e vn��m�an�� probl�emu kla si�kace, zm��n��me z�akladn��
d�elen�� klasi�ka�cn��ch postup�u a zformulujeme klasi�ka�cn�� � ulohu u�z��vanou v anal�yze
obrazu.

C��lem klasi�ka�cn�� �ulohy je roz�radit pozorovan�e objekty do k ategori�� na z�aklad�e
m�e�ren�� (vlastnost��), kter�a m�ame zaznamen�ana ke ka�zd �emu objektu. Uva�zujme
tedy, �ze ke ka�zd�emu objektu jsou pozorov�any hodnoty Z = ( Z1; : : : ; ZM ) 2 Z ,
kde prostor Z obsahuje v�sechny mo�zn�e hodnoty vektoru m�e�ren�� Z . Budeme
p�redpokl�adat, �ze ka�zd�y objekt pat�r�� do jedn�e z J t�r��d. Mno�zinu v�sech t�r��d budeme
zna�cit C = f c1; : : : ; cJ g. Systematick�y zp�usob odhadov�an�� �clenstv�� v t�r��d�ach je
pravidlo, kter�e ka�zd�emu vektoru m�e�ren�� z 2 Z p�ri�rad�� jednu ze t�r��d C.

Klasi�k�atorem , nebo tak�e klasi�ka�cn��m pravidlem , tedy je zobrazen�� d : Z !
C, kter�e je de�novan�e na mno�zin�e mo�zn�ych m�e�ren�� Z a pro ka�zd�e z 2 Z je
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d(z) 2 C. Zobrazen�� d ur�cuje rozklad prostoru Z na J disjunktn��ch mno�zin

A j = f z; d(z) = cj g; j 2 f 1; : : : ; Jg;

pro kter�e A i \A j = ; ; i 6= j . Ekvivalentn�e tedy m�u�zeme de�novat klasi�k�ator jako
rozklad prostoru Z na J disjunktn��ch podmno�zin A 1; : : : ;A J tak, �ze [ j A j = Z .
Potom pro ka�zd�e z 2 A j odhadujeme t�r��du cj .

Klasi�k�atory jsou zpravidla konstruov�any na z�aklad�e historic k�e zku�senosti.
Tato zku�senost je reprezentov�ana daty, kter�ym se �r��k�a u�cebn�� vzorek. Podle charak-
teru u�cebn��ho vzorku rozli�sujeme dva typy u�cen�� klasi�k�a tor�u.

Jestli�ze u�cebn�� vzorek sest�av�a z dvojic ( z1; c1); : : : ; (zN ; cN ) na N pozorova-
n�ych objektech, kde zn 2 Z a cn 2 C pro ka�zd�e n 2 f 1; : : : ; Ng, mluv��me o tak
zvan�em u�cen�� s dohledem (supervised learning).

Jestli�ze naopak vzorek obsahuje pouze seznam vektor�u m�e�ren�� z1; : : : ; zN ,
kde zn 2 Z pro ka�zd�e n 2 f 1; : : : ; Ng, a k t�emto pozorov�an��m nezn�ame je-
jich skute�cn�e za�razen�� do t�r��d, mluv��me o tak zvan�em u�cen�� bez dohledu (un-
supervised learning). V takov�em p�r��pad�e je nejd�r��ve pot�r eba odhadnout, kter�e
objekty u�cebn��ho vzorku spolu tvo�r�� kategorie c1; : : : ; cN a n�asledn�e zkonstruovat
klasi�ka�cn�� pravidlo d(z). Klasi�ka�cn�� �uloha s u�cen��m bez dohledu je tak�e �casto
naz�yv�ana shlukovou anal�yzou nebo segmentac��.

P�r��klad 4.1: (Klasi�ka�cn�� �ulohy)

Uk�azkou klasi�ka�cn��ho pravidla u�cen�eho s dohledem je predikce bou�rek v n�a-
sleduj��c�� den. C��lem je, na z�aklad�e meteorologick�ych ukazat el�u sesb��ran�ych ak-
tu�aln�� den, odhadnout, zda bude n�asleduj��c�� den v m��st�e m eteorologick�e stanice,
kter�a poskytuje �udaje, aspo�n jedna bou�rka. Tato �uloha j e �re�sena v �cl�anku [9].
U�cebn�� vzorek pro tuto �ulohu obsahuje:

� Datum D sb�eru meteorologick�ych dat .

� Identi�ka�cn�� �c��slo I meteorologick�e stanice.

� Meteorologick�a m�e�ren�� v den D (teplota, vlhkost, sr�a�zky, po�cet bou�rek)

{ tj. hodnoty vlastnost�� z 2 Z .

� Klasi�kace dne D + 1 v m��st�e I s hodnotami: bez bou�rek / s bou�rkami.

{ tj. kategorie C = f c1; c2g.

P�r��kladem klasi�ka�cn��ho pravidla u�cen�eho bez dohledu je ident i�kace typ�u
z�akazn��k�u telefonn��ho oper�atora na z�aklad�e m��ry vyu�z� �v�an�� jednotliv�ych slu�zeb.
C��lem je rozpoznat skupiny st�avaj��c��ch z�akazn��k�u tak, aby z�akazn��ci v r�amci
jedn�e skupiny vyu�z��vali poskytovan�e slu�zby v podobn�e m�� �re, zat��mco aby z�akaz-
n��ci z odli�sn�ych skupin m�eli rozd��ln�e chov�an��. I v tomto p�r ��pad�e je pot�reba vy-
tvo�rit klasi�ka�cn�� pravidlo, kter�e ka�zd�emu z�akazn��kovi p�ri�rad�� ozna�cen�� skupiny
podle jeho chov�an�� v aktu�aln��m obdob��. U�cebn�� vzorek pro tuto �ulohu obsahuje:

� M�es��c M , za kter�y jsou vypo�cteny charakteristiky z�akazn��ka.

� Identi�ka�cn�� �c��slo I z�akazn��ka.

� �Utrata z�akazn��ka v m�es��ci M za jednotliv�e slu�zby (vol�an��, SMS, MMS,
internet)

{ tj. hodnoty vlastnost�� z 2 Z .

�

61



Matematick�a formulace probl�emu klasi�kace obrazu je obdobn�a klasi�ka�cn��m
�uloh�am ve statistice. M�ejme obraz y = f ys 2 Ggs2 S a mno�zinu L textur, kter�e
se mohou v obraze vyskytovat. Uva�zujme d�ale mno�zinu blok�u U 2 U, kter�e
pokr�yvaj�� mno�zinu bod�u S, p�ri�cem�z plat��

S
U2U U = S. Tyto bloky se mohou

i p�rekr�yvat. C��lem klasi�kace obrazu je p�ri�radit ka�zd�emu bloku bod�u U 2 U tex-
turu lU 2 L , kter�a nejl�epe odpov��d�a podobrazu y U . �Ukolem tedy je zkonstruovat
klasi�ka�cn�� pravidlo d(y ), kter�e ka�zd�emu obrazu y z mno�ziny v�sech obraz�u OU na
bloku U p�ri�rad�� texturu z mno�ziny L . Abychom mohli pou�z��t jeden klasi�k�ator
pro v�sechny bloky U 2 U, pokr�yvaj��c�� mno�zinu bod�u S, je p�rirozenou podm��nkou,
�ze mno�ziny v�sech mo�zn�ych obraz�u se shoduj�� pro ka�zd� e dva blokyU1; U2 2 U, tj.
OU1 � O U2 . Tuto spole�cnou mno�zinu obraz�u budeme d�ale zna�cit O a budeme ji
naz�yvat dom�enou klasi�k�atoru d(y ).

M�ame{li k dispozici u�cebn�� vzorek ve form�e dvojic ( y 1; l1); : : : ; (y N ; lN ) na N
pozorovan�ych obrazech, kdey n 2 O a ln 2 L pro ka�zd�e n 2 f 1; : : : ; Ng, jde op�et
o u�cen�� klasi�k�atoru s dohledem. K �re�sen�� t�eto �ulohy jso u v principu dva rozd��ln�e
p�r��stupy.

Prvn��m z nich je tzv. memory based p�r��stup, p�ri kter�em si za pamatujeme
n�ekolik vzork�u textur i s jejich spr�avn�ym za�razen��m. Ka�z d�y nov�y obraz je pak
porovn�an v�u�ci t�eto b�azi obraz�u a je mu p�ri�razeno ozn a�cen�� textury, kter�e se
nej�cast�eji vyskytuje u podobn�ych vzor�u.

Druhou mo�znost�� je zvolit n�ejakou rodinu klasi�k�ator�u D = f dw : w 2 Wg
s oborem hodnotL . N�asledn�e na z�aklad�e dat, kter�a obsahuj�� vzory textur i s je-
jich spr�avn�ym za�razen��m, naj��t vhodnou volbu bw parametr�u w a pot�e p�ri�razovat
ozna�cen�� textury pro nov�e obrazy pomoc�� funkce dbw(y ).

M�ame{li k dispozici pouze N vzork�u obraz�u y 1; : : : ; y N 2 O , bez p�ri�razen��
textury, jde o tak zvanou segmentaci obrazu, p�ri kter�e p�redev�s��m hled�ame skupiny
podobn�ych obraz�u a n�asledn�e hled�ame klasi�ka�cn�� pravidlo , kter�e bude ka�zd�y blok
obrazu ozna�covat texturou.

V anal�yze obrazu se v�sak m�u�zeme setkat i s probl�emem u�cen�� klasi�k�atoru
s �c�aste�cn�ym dohledem. To je situace kdy existuje u�cebn�� vzorek ve form�e dvojic
(y 1; l1); : : : ; (y N ; lN ) na N pozorovan�ych obrazech, nicm�en�e tato data neobsahuj��
vzorky obraz�u pro v�sechny textury z mno�ziny L .

P�r��klad 4.2: (Typy klasi�ka�cn��ch �uloh)

P�r��kladem klasi�kace obrazu je identi�kace vad v nasn��man�ych m ateri�alech.
C��lem t�eto �ulohy je za�radit vybran�e v�y�rezy sn��mku do kate gori��:

� materi�al bez vady

� materi�al s vadou 1
...

� materi�al s vadou J

M�ame{li k dispozici uk�azky v�y�rez�u sn��mku y 1; : : : ; y N , k nim�z jsme manu�aln�e
zjistili, zda se jedn�a o materi�al bez vady, p�r��padn�e identi�kov ali typ vady, pak
je na�s�� �ulohou zkonstruovat pomoc�� u�cen�� s dohledem klasi�k�ator d(y ), kter�y
n�asledn�e budeme vyu�z��vat pro automatickou identi�kaci vad.

M�ame{li v�sak pouze obraz materi�alu, u kter�eho nev��me, zda se na n�em vysky-
tuj�� vady (a jak�e), mus��me pomoc�� u�cen�� bez dohledu naj� �t skupiny podobn�ych
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v�y�rez�u, ke ka�zd�e skupin�e p�ri�radit popisek s typem vady (jednu skupinu nazvat

"
bez vady\), p�r��padn�e vytvo�rit klasi�k�ator d(y ) pro identi�kaci vad na dal�s��ch

sn��mc��ch.
V n�ekter�ych p�r��padech m�u�zeme pro u�cen�� klasi�k�atoru vyu�z��t obraz materi�alu

bez vad, tj. pro u�cen�� m�u�zeme vyu�z��t v�y�rezy sn��mku y 1; : : : ; y N , u nich�z v��me,
�ze odpov��daj�� textu�re l0 2 L . U dal�s�� v�y�rez�u y N +1 ; : : : ; y N + M v�sak za�razen��
nezn�ame. V takov�em p�r��pad�e se jedn�a o u�cen�� klasi�k�at oru s �c�aste�cn�ym dohle-
dem. �

4.2 Bayesovo pravidlo

M�ejme klasi�k�ator d(y ), kter�y ka�zd�emu obrazu y p�ri�rad�� texturu l 2 L . Pomoc��
R� (d) budeme zna�cit skute�cnou m��ru �spatn�eho za�razen�� klasi�k�atorem. Uva�zujme
prostor O � L v�sech dvojic (y ; l), kde y 2 O je obraz z dom�eny klasi�k�atoru d a
l 2 L je textura. Necht' P(A ; l) jsou pravd�epodobnosti na prostoruO�L a A � O ,
l 2 L . P(A ; l) ud�avaj�� pravd�epodobnost toho, �ze n�ahodn�e vybran�y sn��mek y
je z mno�ziny A a reprezentuje texturu l. Pro zp�resn�en�� budeme p�redpokl�adat,
�ze dvojice (Y ; L) je n�ahodn�y vektor s rozd�elen��m P(A ; l), tj. P(Y 2 A ; L =
l) = P(A ; l). Skute�cnou m��rou �spatn�eho za�razen�� klasi�k�atorem d(y ) je m��n�ena
pravd�epodobnost, �ze obrazuY bude p�ri�razena jin�a textura, ne�z skute�cn�e reprezen-
tuje, tj.

R� (d) = P(d(Y ) 6= L):

P�redpokl�adejme, �ze pravd�epodobnostn�� rozd�elen�� P(A ; l), A � O , l 2 L
zn�ame. Pak nejlep�s��m klasi�k�atorem je tak zvan�e Bayesovo pravidlodB (y ), kter�e
je de�nov�ano vztahem

dB (y ) = arg max
l2L

P(y ; l):

Vzhledem k tomu, �ze klasi�k�ator maximalizuje pravd�epodobnosti P(y ; l), je tak�e
zn�am pod n�azvem pravidlo maxim�aln�� v�erohodnosti . P�ri pou�zit�� Bayesova pravidla
dB (y ) je skute�cn�a m��ra �spatn�eho za�razen��

R� (dB ) = 1 �
X

y 2O

P (y ; dB (y )) :

V mnoha aplikac��ch jsou zn�am�e tak zvan�e apriorn�� pravd�epodobnosti t�r��d
� l ; l 2 L , co�z jsou margin�aln�� pravd�epodobnosti

� l = P(L = l);

p�r��padn�e je m�u�zeme odhadnout pomoc�� relativn��ch v�ysky t�u jednotliv�ych t�r��d
v tr�enovac��m vzorku.

Z�akladn��m �ukolem klasi�ka�cn��ho algoritmu pak z�ust�av�a odha d podm��n�en�ych
rozd�elen�� obrazu Y v dan�e t�r��d�e l 2 L , tj. pravd�epodobnost��

P(Y = y jL = l) =
P(y ; l)

� l
;

na z�aklad�e kter�ych ji�z z Bayesova pravidla z��sk�ame klasi�k� ator.
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4.3 Klasi�ka�cn�� stromy

Nyn�� se zam�e�r��me na klasi�kaci obrazu u�cen�e s dohledem. Na�s�� �ulohou tedy je
z��skat klasi�k�ator d(y ) na z�aklad�e u�cebn��ho vzorku ( y 1; l1); : : : ; (y N ; lN ). P�resnost
klasi�k�atoru d(y ) je zpravidla hodnocena na z�aklad�e vhodn�eho odhadu skute�cn�e
m��ry �spatn�eho za�razen�� R� (d). V mnoha aplikac��ch v�sak mimo p�resnosti klasi-
�k�atoru je tak�e d�ule�zit�a rychlost s jakou klasi�k�ator za�r ad�� nov�y objekt do vhodn�e
t�r��dy.

P�r��kladem takov�e situace je detekce vad ve tkan�ych text��li� �ch. P�ri t�e je rychle
p�revinuta role tkaniny (z jedn�e c��vky na druhou) pod sn��ma�ce m obrazu. Je{li
v nasn��man�em obraze identi�kov�ana n�ekter�a z vad, je pot�r eba p�rev��jen�� zastavit
a vadu z l�atky odstranit, nebo si jej�� um��st�en�� a typ n�ekam poznamenat. Rychlost
v�ypo�ctu klasi�ka�cn��ho pravidla je pak jeden z faktor�u, kter �y ur�cuje jak rychle
m�u�ze b�yt role p�revinuta.

V n�asleduj��c��ch �cty�rech sekc��ch pop���seme jednu ze z�ak ladn��ch metod statistick�e
klasi�kace, tak zvan�e klasi�ka�cn�� stromy, a zam�e�r��me se na modi�kace u�cebn��ho
postupu, kter�e umo�z�nuj�� zohlednit �cas klasi�kace p�ri kon strukci klasi�k�atoru.

Klasi�ka�cn�� stromy jsou klasi�k�atory, kter�e mohou b�yt rep rezentov�any v podo-
b�e stromov�e struktury (viz obr�azek 4.1), zalo�zen�e na opakovan�em d�elen�� dom�eny
klasi�k�atoru O na disjunktn�� podmno�ziny.

O

D�elen�� 1

O2

D�elen�� 2

O3

D�elen�� 3

O4

l1

O6

l2

O5

D�elen�� 4

O7

D�elen�� 5

O9

l2

O8

l1

O10

l3

O11

l2

Obr�azek 4.1: Klasi�ka�cn�� strom.

V obr�azku 4.1 klasi�ka�cn��ho stromu je mno�zina v�sech obraz�u O rozd�elena do
dvou disjunktn��ch podmno�zin O2 a O3 tak, �ze O = O2 [ O 3 a O2 \ O 3 = ; .
Mno�ziny O2 a O3 jsou d�ale rozd�eleny na disjunktn�� podmno�ziny O2 = O4 [ O 5

a O3 = O6 [ O 7. Naproti tomu mno�ziny O4, O6, O8, O9, O10 a O11 nejsou
d�ale d�eleny. Mno�ziny je�z d�ale ned�el��me jsou naz�yv�any koncov�e mno�ziny a tvo�r��
rozklad O na disjunktn�� podmno�ziny. Ka�zd�e koncov�e mno�zin�e je p�r i�razena textura
l 2 L . Klasi�k�ator je pak d�an rozkladem dom�eny klasi�k�atoru O do podmno�zin
A l ; l 2 L , kde ka�zd�a z mno�zin A l je sjednocen��m koncov�ych podmno�zin, kter�ym
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je p�ri�razena textura l. V na�sem p�r��kladu z obr�azku 4.1 to znamen�a

A 1 = O4 [ O 8;

A 2 = O6 [ O 9 [ O 11;

A 3 = O10:

Odhad textury pro obraz y pomoc�� klasi�ka�cn��ho stromu prob��h�a tak, �ze
v prvn��m kroku ov�e�r��me, do kter�e podmno�ziny D�elen�� 1 obraz y pat�r��. Jestli�ze
plat�� y 2 O 2, potom postoup��me k D�elen�� 2 . Jestli�ze naopaky 2 O 3, postoup��me
k D�elen�� 3 . Stejn�ym zp�usobem pokra�cujeme d�al k p�r��slu�sn�ym d�ele n��m a�z najdeme
koncovou podmno�zinu do kter�e y pat�r��. Obrazu y pak p�ri�rad��me texturu, kter�a
pat�r�� k v�ysledn�e koncov�e podmno�zin�e.

D�elen��, kter�a se vyskytuj�� v klasi�ka�cn��m stromu, jsou zpr avidla tvo�rena na
z�aklad�e charakteristik obrazu. P�rehled mnoha charakteristik, kter�e je mo�zn�e vyu�z��t
v konstrukci stromu, lze nal�ezt v sekci 1.1. Budeme{li uva�zovat �cerno{b��l�e obrazy
y , tak p�r��kladem D�elen�� 1 m�u�ze b�yt rozklad na mno�ziny

O2 = f y 2 O : v obrazey je v��ce �cern�ych bod�u ne�z b��l�ych g;

O3 = f y 2 O : v obrazey je stejn�e nebo m�en�e �cern�ych bod�u ne�z b��l�ych g;

nebo na z�aklad�e excentricity L obrazu

O2 = f y 2 O : L(y ) > 0; 5g;

O3 = f y 2 O : L(y ) � 0; 5g:

Pozn�amka 4.1:

Ve zbytku sekce budeme je�st�e pou�z��vat n�azvoslov�� z teorie graf�u, ve kter�em
mno�ziny O, O2, O3, : : : jsou reprezentov�any uzly t i ; i 2 N, p�ri�cem�z uzel t1

p�redstavuj��c�� celou dom�enu klasi�k�atoru O je naz�yv�an ko�ren, zat��m co koncov�e
podmno�ziny jsou reprezentov�any koncov�ymi uzly (nebo tak�e listy ). Uzly, kter�e
nejsou koncov�e, jsou rozd�eleny napoduzly. �

4.4 P�estov�an�� strom�u

Stejn�e jako klasi�kace pomoc�� klasi�ka�cn��ho stromu prob��h� a prov�e�rov�an��m d�elen��
od ko�rene t1, tak i p�ri jeho u�cen�� zpravidla postupujeme tak, �ze se nejprve sna�z��me
naj��t v n�ejak�em smyslu optim�aln�� d�elen�� pro uzel t1 a n�asledn�e pokra�cujeme stej-
n�ym zp�usobem pro ka�zd�y z poduzl�u. Pro u�c��c�� algoritmus tak pot�rebujeme speci-
�kovat n�asleduj��c�� aspekty:

1. Mno�zinu v�sech dostupn�ych d�elen�� ze kter�ych budeme v ka�zd�em uzlu vyb��rat.

2. Krit�erium pro hodnocen�� d�elen��, kter�e bude slou�zit k nalez en�� nejlep�s��ho
d�elen�� v ka�zd�em kroku u�cebn��ho postupu.

3. Tak zvan�e zastavovac�� pravidlo, kter�ym rozhodneme, zdadan�y uzel je ji�z
koncov�y nebo ho budeme je�st�e d�al d�elit na poduzly.

4. Zp�usob p�ri�razen�� textur ke koncov�ym uzl�um.
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P�ripome�nme, �ze m�ame u�cebn�� vzorek ( y 1; l1); : : : ; (y N ; lN ), kter�y obsahuje
vzorov�e obrazy spolu s p�ri�razen�ymi texturami.

P�ri de�nov�an�� mno�ziny v�sech mo�zn�ych d�elen�� D je pot�reba p�redev�s��m rozhod-
nout, kter�e charakteristiky F1(y ); : : : ; FK (y ) obrazu budeme pro d�elen�� vyu�z��vat.
Budeme{li v uzlu t, kter�emu odpov��d�a mno�zina obraz�u Ot � O , pak jsou zpravid-
la uva�zov�ana d�elen�� na

"
lev�y\ tL a

"
prav�y\ tR poduzel s odpov��daj��c��mi podmno-

�zinami OL a OR

OL = f y 2 O t : Fk(y ) > cg;

OR = f y 2 O t : Fk(y ) � cg;

pro k 2 f 1; : : : ; K g a c 2 R.

Pozn�amka 4.2:

Dosud jsme se bavili pouze o bin�arn��ch stromech, ve kter�ych jsou povole-
na d�elen�� uzlu pouze na dva poduzly. V n�ekter�ych aplikac��ch v�sak m�u�ze b�yt
p�r��hodn�ej�s�� vyu�z��t strom�u, kter�e umo�z�nuj�� d�ele n�� uzlu na v�et�s�� po�cet poduzl�u.
V p�r��pad�e t�rech poduzl�u tL , tS a tR obsahuje mno�zinaD d�elen��

OL = f y 2 O t : Fk(y ) > c1g;

OS = f y 2 O t : Fk(y ) > c2 a Fk(y ) � c1g;

OR = f y 2 O t : Fk(y ) � c2g;

pro k 2 f 1; : : : ; K g a c1; c2 2 R takov�e, �ze c1 > c2. Stromy umo�z�nuj��c�� d�elen�� na
v��ce poduzl�u vedou ke klasi�k�ator�um, kter�e jsou l�epe inte rpretovateln�e, nicm�en�e
u�cen�� takov�ych strom�u je v�yrazn�e n�aro�cn�ej�s�� na �cas v�ypo�ctu. �

Kvalita d�elen�� b�yv�a hodnocena na z�aklad�e tak zvan�e
"
�cistoty\ uzlu.

De�nice 4.1:

M��ra zne�ci�st�en�� je funkce� na mno�zin�e v�sech vektor�u ( p1; : : : ; pJ ) spl�nuj��c��ch
podm��nku pj � 0; j 2 f 1; : : : ; Jg a

P J
j =1 pj = 1, kter�a m�a n�asleduj��c�� vlastnosti

� � nab�yv�a maxima pouze v bod�e (1=J; : : : ;1=J)

� � nab�yv�a minima pouze v bodech (1; 0; :::; 0); (0; 1; 0; :::; 0); :::; (0; :::; 0; 1).

� � je symetrick�a funkce hodnotp1; : : : ; pJ

M�ejme u�cebn�� vzorek ( y 1; l1); : : : ; (y N ; lN ). Necht' hodnota pl (t), zna�c�� rela-
tivn�� �cetnost obraz�u reprezentuj��c��ch texturu l 2 L v uzlu t a mno�zina textur L
obsahuje prvkyL = f l1; : : : ; lJ g. Pak m��ra zne�ci�st�en�� uzlu t je funkce (t) dan�a
vztahem

 (t) = � (pl1 (t); : : : ; plJ (t)) :

�

Nej�cast�eji pou�z��van�e m��ry zne�ci�st�en�� jsou entrop ie

� E (p) = �
JX

j =1

pj log(pj )
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a Giniho krit�erium
� G(p) =

X

i 6= j

pi pj

Jestli�ze d�eleni d 2 D odd�el�� pL objekt�u z uzlu t do uzlu tL a pR do uzlu tR ,
pak de�nujeme pokles zne�ci�st�en�� zp�usoben�y d�elen��m d v uzlu t jako

�  (d; t) =  (t) � pL  (tL ) � pR  (tR ) (4.1)

Pokles zne�ci�st�en�� je obvykl�a funkce pou�z��van�a pro v�y b�er nejlep�s��ho d�elen��.
P�rirozen�ym zastavovac��m pravidlem je nepokra�covat v d�elen�� uzlu t pokud

pro �z�adn�e dostupn�e d�elen�� d 2 D nep�rekro�c�� zm�ena zne�ci�st�en�� p�redem zvolenou
hranici � > 0, tj. nastavit uzel t jako koncov�y, jestli�ze maxd2D �  (d; t) < � . Toto
pravidlo m�u�ze b�yt dopln�eno je�st�e dal�s��mi omezen��mi na v zhled stromu, nap�r��klad:

� Ned�elit d�ale uzel t, kter�y obsahuje m�en�e ne�z K 1 pozorov�an�� z u�cebn��ho
vzorku.

� Nepovolit listy, kter�e obsahuj�� m�en�e ne�z K 2 pozorov�an�� z u�cebn��ho vzorku.

� Zvolit maxim�aln�� hloubku stromu.

Pro zvolen�� vhodn�e velikosti stromu tak, aby klasi�k�ator co ne jl�epe klasi�koval
nov�e obrazy, v�sak b�yv�a pou�zit jin�y postup, p�ri kter�em nejd�r��ve vyp�estujeme strom
o maxim�aln�� velikosti a n�asledn�e ho zmen�sujeme (tzv. pro�re z�av�an�� stromu). Tento
postup je pops�an v n�asleduj��c�� �c�asti t�eto sekce.

Na z�av�er p�redpokl�adejme, �ze m�ame hotov�y klasi�ka�cn�� strom a T je mno�zina
jeho koncov�ych uzl�u. Na�s��m c��lem je zvolit pro tyto koncov�e uzly takov�e p�ri�razen��
q(t) 2 L textur, �ze skute�cn�a m��ra �spatn�eho za�razen�� R� (d) bude minim�aln��.

Necht' N je po�cet pozorov�an�� v u�cebn��m vzorku a N l zna�c�� po�cet pozorov�an��
s texturou l 2 L . Necht' d�ale N (t) je celkov�y po�cet pozorov�an�� v u�cebn��m vzorku,
kter�a spadaj�� do uzlu t. Obdobn�e budeme zna�citN l (t) po�cet pozorov�an�� s texturou
l 2 L pat�r��c�� do uzlu t.

Odhad pravd�epodobnostiP(Y 2 O t jL = l), �ze nov�e pozorov�an�� bude prvkem
uzlu t, za p�redpokladu, �ze reprezentuje texturul, je

p(tjl ) =
N j (t)
N j

:

Vzhledem k tomu, �ze � l jsou apriorn�� pravd�epodobnosti toho, �ze nov�e pozorov�an��
bude reprezentovat texturu l 2 L , tak pravd�epodobnost P(Y 2 O t ; L = l)
odhadujeme v�yrazem

p(l; t ) = � l
N j (t)

N j
;

a podm��n�enou pravd�epodobnost P(L = ljY 2 O t ) v�yrazem

p(l jt) =
p(l; t )
p(t)

; (4.2)

kde p(t) =
P

l2L p(l; t ).
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Skute�cnou m��ru �spatn�eho za�razen�� R� (d) pro strom, kter�y koncov�ym uzl�um
t 2 T p�ri�razuje texturu q(t), m�u�zeme p�repsat do tvaru

R� (T) = P(d(Y ) 6= L) =
X

t2T

P(L 6= q(t)jY 2 O t )P(Y 2 O t ):

Odhad t�eto charakteristiky z��skan�y z u�cebn��ho vzorku je

RU (T) =
X

t2T

p(t)
X

l6= q(t)

p(l jt): (4.3)

Odhad (4.3) je minimalizov�an volbou

q� (t) = arg max
l2L

p(l jt):

Dosud jsme p�redpokl�adali, �ze ztr�ata ze �spatn�e klasi�kace t extury l1 za texturu
l2 je shodn�a pro v�sechny l1; l2 2 L . V n�ekter�ych klasi�ka�cn��ch �uloh�ach tento
p�redpoklad nen�� realistick�y. Proto p�redstav��me ztr�atovo u matici C = f c(l1; l2) :
l1; l2 2 Lg .

De�nice 4.2:

Matici C naz�yv�ame ztr�atovou, jestli�ze jej�� prvky c(l1; l2); l1; l2 2 L spl�nuj��

� c(l1jl2) � 0 l1; l2 2 L

� c(l1jl2) = 0 l1 = l2

Prvek c(l1jl2) je cenou za �spatn�e p�ri�razen�� textury l1 obrazu reprezentuj��c��ho
texturu l2.

�

Skute�cnou cenu �spatn�eho za�razen�� klasi�k�atorem d de�nujeme v�yrazem

C � (d) =
X

l1 ;l22L

c(l1jl2)P(d(Y ) = l1&L = l2): (4.4)

Cenu m�u�zeme pro strom, kter�y koncov�ym uzl�um t 2 T p�ri�razuje texturu q(t),
odhadnout podobn�ym vzorcem jako (4.3), tj.

CU (T) =
X

t2T

p(t)
X

l6= q(t)

c(q(t)jl )p(l jt);

jeho�z minimalizace d�av�a pravidlo

q� (t) = arg min
l2L

X

l02L

c(l jl0)p(l0jt):
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4.5 Pro�rez�av�an�� strom�u

V p�redchoz�� sekci jsme zmi�novali n�ekolik zastavovac��ch pravidel. C��lem t�echto
pravidel je volba vhodn�e velikosti stromu tak, aby dob�re generalizoval poznatky
z��skan�e z u�cebn��ho vzorku na nov�a pozorov�an��. P�resn�e ji �re�ceno, aby cena �spatn�eho
za�razen�� byla co nejmen�s�� na nov�e klasi�kovan�ych objekt ech (obrazech). Pro
odhad CU (d) ceny �spatn�eho za�razen�� spo�cten�eho na u�cebn��m vzor ku v�sak plat��,
�ze ka�zd�e p�ridan�e d�elen�� do klasi�ka�cn��ho stromu m�u�ze cenu CU (d) pouze sn���zit.
Tak�ze nejlep�s�� volbou klasi�k�atoru podle tohoto krit�eria by b yl strom, kter�y
by v ka�zd�em sv�em listu obsahoval pouze jedno pozorov�an�� zu�cebn��ho vzorku
nebo by v�sechny obrazy pat�r��c�� do tohoto listu reprezentovaly stejnou texturu.
Ve skute�cnosti v�sak, podobn�e jako v regresi, p�r��li�s rozv �etven�e stromy maj�� vy�s�s��
skute�cnou cenu �spatn�eho za�razen�� ne�z stromy s vhodnou velikost�� a generalizuj��
�spatn�e. Na druhou stranu, p�r��li�s jednoduch�e stromy nev yu�zij�� ve�skerou informaci
dostupnou v u�cebn��m vzorku, co�z op�et vede ke zbyte�cn�e vysok�e skute�cn�e cen�e
�spatn�eho za�razen��.

Zastavovac�� pravidlo maxd2D �  (d; t) < � mnohdy ned�av�a uspokojiv�e v�ysled-
ky. Jedn��m z d�uvod�u je to, �ze v klasi�ka�cn��m strom�e se moho u vyskytovat uzly t
takov�e, �ze �  (d; t) je mal�a. Nicm�en�e pro jejich n�asledn��ky tL a tR existuj�� d�elen��,
kter�a v�yrazn�e sni�zuj�� zne�ci�st�en��. Zvol��me{li t jako koncov�y, vynech�ame i dobr�a
d�elen�� uzl�u tL a tR .

Tato vlastnost ukazuje, �ze lep�s��m postupem, ne�z hledat zastavovac�� pravidlo, je
vyp�estovat nejd�r��ve maxim�aln�� strom Tmax , kter�y budeme n�asledn�e pro�rez�avat, tj.
zbavovat

"
v�etv��\, kter�e nemaj�� dostate�cnou rozli�sovac�� schop nost. Mimo to tak�e

pot�rebujeme naj��t zp�usob, jak spolehliv�e odhadovat skute�cnou cenu �spatn�eho
za�razen�� (resp. skute�cnou m��ru �spatn�eho za�razen��) k lasi�ka�cn��ho stromu.

Nejd�r��ve zavedeme zna�cen��, kter�e budeme p�ri popisu pro�rez�av�an�� strom�u pou�z��-
vat. Uzel t0 budeme naz�yvat n�asledn��kem uzlu t, jestli�ze mno�zina obraz�u Ot0

odpov��daj��c�� uzlu t0 je podmno�zinou Ot , tj. jestli�ze Ot0 � O t � O . Obr�acen�e
budeme tak�e �r��kat, �ze uzel t je p�redch�udcem uzlu t0. (Uzel t nen�� s�am sv�ym
n�asledn��kem.)

V�etev Tt stromu T je podstrom, jeho�z ko�renem je uzelt a obsahuje v�sechny
uzly stromu T, kter�e jsou n�asledn��ky uzlu t. Pro�rez�an��m v�etve Tt ze stromu T
bude stromT � Tt , kter�y vznikne odstran�en��m v�sech n�asledn��k�u uzlu t ze stromu
T. Jestli�ze strom T0 vznikne pro�rez�an��m v�etv�� ze stromu T, �r��k�ame, �ze T0 je
pro�rezan�y podstrom stromu T a budeme ps�atT0 � T.

M�ejme uzel t, pak v�yraz

CU (t) = p(t) min
l12L

X

l22L

c(l1jl2)p(l2jt)

zna�c�� cenu �spatn�eho za�razen�� v uzlu t, spo�ctenou na z�aklad�e u�cebn��ho vzorku.
Cena �spatn�eho za�razen�� stromu (nebo v�etve) T je sou�ctem cen �spatn�eho za�razen��
v�sech jeho list�u T :

CU (T) =
X

t2T

CU (t):

Uva�zujme, �ze ji�z m�ame vyp�estov�an maxim�aln�� nebo n�ej ak�y dostate�cn�e velk�y
strom Tmax , kter�y chceme pro�rezat. Vhodnost v�sech strom�u T � Tmax budeme
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hodnotit krit�eriem ceny a slo�zitosti CU
� (T), kter�e bude kombinovat jak odhad

ceny �spatn�eho za�razen�� tak penalizaci za velikost stromu:

CU
� (T) = CU (T) + � jT j:

Velikost�� stromu T se mysl�� po�cet jeho koncov�ych uzl�u jT j. M��ra penalizace je
pak ur�cena nez�apornou konstantou� .

Pro ka�zdou hodnotu parametru � existuje podstromT(� ) � Tmax , kter�y mi-
nimalizuje krit�erium CU

� (T). Jestli�ze � bude mal�e, tak penalizace stromu za velik�e
mno�zstv�� list�u bude tak�e mal�a a v�ysledn�y strom T(� ) bude velik�y. Extr�emn��m
p�r��padem je situace, kde � = 0 a Tmax je strom, kter�y obsahuje v ka�zd�em listu
pouze jedno pozorov�an�� z u�cebn��ho vzorku. Pak toti�z, ka�zd�emu pozorov�an�� je
spr�avn�e p�ri�razena textura a CU (Tmax ) = CU

0 (Tmax ) = 0, tak�ze Tmax minimalizuje
krit�erium ceny a slo�zitosti. S rostouc�� hodnotou � v�sak bude m��t optim�aln�� strom
T(� ) st�ale m�en�e koncov�ych uzl�u. Pro dostate�cn�e velik�e � u�z bude T(� ) strom
bez jak�ehokoliv d�elen��, kter�y bude obsahovat pouze ko�ren.

De�nice 4.3:

Nejmen�s�� minimalizuj��c�� podstrom stromu Tmax pro parametr slo�zitosti � je
strom T(� ), kter�y spl�nuje

� CU
� (T(� )) = min T � Tmax CU

� (T).

� Jestli�ze CU
� (T) = CU

� (T(� )), pak T(� ) � T.

�

Maxim�aln�� strom Tmax pro�rez�av�ame n�asleduj��c��m postupem. Nejd�r��ve najdeme
nejmen�s�� strom T1, pro kter�y CU (T1) = CU (Tmax ). M�ejme libovoln�e koncov�e
uzly tL a tR , kter�e jsou v�ysledkem d�elen�� p�r��m�eho p�redch�udce t. Pro ty plat��
CU (t) � CU (tL ) + CU (tR ). Jestli�ze nast�av�a rovnost CU (t) = CU (tL ) + CU (tR),
pak m�u�zeme d�elen�� spolu s uzly tL a tR odstranit a nechat uzelt jako koncov�y.
T��mto zp�usobem pokra�cujeme dokud �z�adn�e d�elen��, kde na st�av�a rovnost, neexis-
tuje. T��m najdeme strom T1.

Pro ka�zd�y uzel stromu T1 pak je krit�erium ceny a slo�zitosti (pro uzel samotn�y
bez jeho n�asledn��k�u) rovno

CU
� (f tg) = CU (t) + �; (4.5)

a pro celou v�etev Tt , kter�a ve stromu T1 n�asleduje uzelt, je rovno

CU
� (Tt ) = CU (t) + � jTt j: (4.6)

Pro hodnotu � = 0 ve stromu T1 plat��

CU
0 (Tt ) = CU (Tt ) < C U (t) = CU

0 (f tg):

S rostouc�� hodnotou � se v�sak rozd��l mezi CU
� (f Ttg) a CU

� (f tg) sni�zuje, a�z pro
kritickou hodnotu g1(t) nastane rovnost. Pro ka�zd�e � > g 1(t) je z pohledu krit�eria
ceny a slo�zitosti lep�s�� strom, ze kter�eho je v�etev Tt odstran�ena ne�z strom T1.
Kritickou hodnotu g1(t) pro ka�zd�y uzel t z��sk�ame ze vztah�u (4.5) a (4.6):

g1(t) =

8
<

:

CU (t) � CU (Tt )
jTt j � 1

; t =2 Tt ;

1 ; t 2 Tt :

70



Jako prvn�� v�etev k pro�rez�an�� pak zvol��me Tt1
, kde uzel t1 nen�� koncov�y a mini-

malizuje
t1 = arg min

t2 T1
g1(t);

�c��m�z z��sk�ame nov�y strom T2 = T1 � Tt1
.

Stejn�y postup pro�rez�av�an�� aplikujeme i na strom T2. Pro ka�zd�y uzel t stromu
T2 spo�cteme

g2(t) =

8
<

:

CU (t) � CU (Tt )
jTt j � 1

; t =2 Tt ;

1 ; t 2 Tt ;

kde v�etev Tt nyn�� ozna�cuje v�sechny uzly, n�asleduj��c�� po uzlu t ve strom�e T2 (tedy
po odstran�en�� uzl�u v�etve Tt1

). Zvol��me
"
nejslab�ej�s��\ uzel

t2 = arg min
t2 T2

g2(t)

a o�r��zneme v�etev Tt2
ze stromuT2, �c��m�z z��sk�ame podstrom T3 = T2 � Tt2

Opakov�an��m postupu z��sk�ame sekvenci nejmen�s��ch minimalizuj��c��ch do sebe
vno�ren�ych strom�u

T1 � T2 � � � � � f t1g:

Jestli�ze se n�am v n�ekter�em kroku stane, �ze existuj�� dva u zly tk a t0
k , kter�e

minimalizuj�� funkci gk(t), pak o�r��zneme ob�e v�etve a zvol��me Tk+1 = Tk � Tt k
� Tt0

k
.

Posledn�� ot�azkou z�ust�av�a, kter�y ze sekvence strom�u T1; T2; : : : ; f t1g vybrat.
P�rirozen�ym krit�eriem pro v�yb�er nejlep�s��ho stromu je cena �spatn�eho za�razen��
CU (T). V�et�sina algoritm�u, pou�z��van�ych pro konstrukci klasi�ka �cn��ho stromu se
v�sak sna�z�� (p�r��mo nebo nep�r��mo) minimalizovat m��ru �spatn �eho za�razen�� RU (T).
Proto b�yv�a odhad skute�cn�e ceny �spatn�eho za�razen�� z ��skan�y z u�cebn��ho vzorku
zpravidla podhodnocen�y. P�resn�ej�s�� odhad dostaneme bud' v�ypo�ctem proveden�ym
na tzv. valida�cn��m vzorku nebo postupem k�r���zov�eho ov�e� rov�an�� (cross-validation).

P�ripome�nme, �ze podle (4.4) skute�cn�a cena �spatn�eho za�r azen�� klasi�k�atoru
d(y ) je

C � (d) =
X

l1 ;l22L

c(l1jl2)P(d(Y ) = l1; L = l2) =
X

l1 ;l22L

c(l1jl2)P(d(Y ) = l1jL = l2)� l2

a z�avis�� tak na pravd�epodobnostech

Q� (l1jl2) = P(d(Y ) = l1jL = l2):

M�ame{li dostatek dat ( y 1; l1); : : : ; (y N + M ; lN + M ), m�u�zeme je rozd�elit na dv�e
�c�asti SU = ( y 1; l1); : : : ; (y N ; lN ) a SV = ( y N +1 ; lN +1 ); : : : ; (y N + M ; lN + M ), a klasi-
�ka�cn�� strom u�cit pouze na vzorku SU . V�ystupem u�cen�� je pak sekvence strom�u
T1; T2; : : : ; f t1g; kter�a vznikla pro�rez�an��m maxim�aln��ho stromu Tmax . Valida�cn��
vzorek SV vyu�zijeme k v�ypo�ctu odhadu ceny �spatn�eho za�razen��. Pr avd�epodob-
nosti Q� (l1jl2) jsou odhadnuty pomoc��

QV (l1jl2) =
N V

l1 l2 (T)
N V

l2

;

kde N V
ij (T) je po�cet obraz�u valida�cn��ho vzorku SV , kter�e reprezentuj�� texturu l2

a strom T jim p�ri�rad�� texturu l1, zat��mco N V
l2 je po�cet pozorov�an�� se skute�cnou
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texturou l2 (ve valida�cn��m vzorku). V�ysledn�y odhad ceny �spatn�eho za� razen�� pak
je

CV (T) =
X

l1 ;l22L

c(l1jl2)QV (l1jl2)� l2 :

Odhad CV (T(� )) je n�asledn�e pou�zit pro v�yb�er stromu s vhodnou slo�zitost ��. Ze
sekvenceT1; : : : ; Tk : : : ; f t1g vybereme stromTk0 , kde

k0 = arg min
k

CV (Tk):

S vyu�zit��m valida�cn��ho vzorku m�u�zeme snadno (v�ypo�cetn� e nen�aro�cn�e) z��skat
nevych�ylen�y odhad skute�cn�e ceny �spatn�e klasi�kace, nicm �en�e s jeho pou�zit��m
se sni�zuje mno�zstv�� dat pro u�cen�� klasi�ka�cn��ho stromu .

Postup k�r���zov�e validace je v�ypo�cetn�e n�aro�cn�ej�s� �, ale vyu�z��v�a dostupn�a da-
ta efektivn�ej�s��m zp�usobem. P�uvodn�� u�cebn�� vzorek S = f (y 1; l1); : : : ; (y N ; lN )g
je n�ahodn�e rozd�elen na V stejn�e velk�ych podmno�zin Sv ; v 2 f 1; : : : ; Vg. D�ale
budeme tak�e pou�z��vat mno�zinu SnSv v�sech pozorov�an��, kter�e nejsou v Sv. Max-
im�aln�� strom Tmax a sekvenci strom�u T1; T2; : : : ; f t1g vyp�estujeme nejenom na
cel�em u�cebn��m vzorku, ale tak�e na jejich podmno�zin�ach SnSv . Tyto stromy
budeme zna�citT (v)

max , resp.T (v)
1 ; T (v)

2 ; : : : ; f t (v)
1 g. Obdobn�e budeme zna�citT (v) (� ) 2

f T (v)
1 ; T (v)

2 ; : : : ; f t (v)
1 gg strom, kter�y minimalizuje krit�erium ceny a slo�zitosti pro

parametr � .
T (v)(� ) byl vyp�estov�an na vzorku SnSv , a proto data Sv mohou b�yt pou�zita

pro odhad pravd�epodobnost�� Q� (l1jl2) stejn�e jako jsme v�y�se pou�zili valida�cn��
vzorek, tj. pro ka�zd�e v; l1 a l2 de�nujeme N (v)

l1 l2 (� ) jako po�cet obraz�u vzorku Sv,
kter�e reprezentuj�� texturu l2 a strom T (v) (� ) jim p�ri�razuje texturu l1. Nastavme

N CV
l1 l2 (� ) =

VX

v=1

N (v)
l1 l2 (� ):

Pro velk�e hodnoty V jsou mno�ziny Sv mal�e a proto lze p�redpokl�adat, �ze strom
T (V )(� ) nau�cen�y na S(v) budou m��t zhruba stejnou p�resnost jako strom T(� ),
zkonstruovan�y na cel�em u�cebn��m vzorku S. Proto odhadujeme pravd�epodobnosti
Q� (l1jl2) pro strom T(� ) relativn��mi �cetnostmi

QCV (l1jl2) =
N CV

l1 l2 (� )
N CV

l2

;

kde N CV
l2 je po�cet obraz�u u�cebn��ho vzorku S, kter�e reprezentuj�� texturu l2. V�y-

sledn�y odhad ceny �spatn�eho za�razen�� je pak d�an vztahem

CCV (T(� )) =
X

l1 ;l22L

c(l1jl2)QCV (l1jl2)� l2 :

Obdobn�e jako s valida�cn��m vzorkem, strom T(� 0) s vhodnou slo�zitost�� vybereme
ze sekvenceT1; T2 : : : ; f t1g pravidlem

� 0 = arg min
�

CCV (T(� )) :
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4.6 Zohledn�en�� �casu klasi�kace p�ri u�cen�� stromu

V anal�yze obrazu je klasi�ka�cn�� algoritmus zpravidla aplikov�an na r�uzn�e v�y�rezy
obrazu, kter�e se mohou li�sit nejen v poloze, ale tak�e v m�e�r��t ku (velikosti plochy,
kterou v�y�rez zobrazuje). Abychom nalezli n�ejak�y objekt v obraze, mus��me mno-
hokr�at opakovat klasi�ka�cn�� algoritmus. Proto je �casto d�u le�zit�a nejen p�resnost
vytvo�ren�eho klasi�k�atoru, ale tak�e rychlost s jakou klasi�ka ci provede. Klasi�-
ka�cn�� stromy dok�a�z�� v�ypo�cetn�� n�aro�cnost zohledn it p�ri u�cen�� klasi�k�atoru hned
n�ekolika zp�usoby.

P�redpokl�adejme, �ze u�c��c�� algoritmus pou�z��v�a pro konst rukci klasi�ka�cn��ho
stromu mno�zinu d�elen�� D. Ka�zd�e d�elen�� d 2 D m�a svoji �casovou n�aro�cnost
W(d) > 0, kter�a je d�ana p�redev�s��m t��m, jakou charakteristiku obr azu mus��me
pro d�elen�� napo�c��tat. M�ejme strom T, kter�y obsahuje uzly t1; t2; : : : ; tjT j, ka�zd�y
uzel t reprezentuje n�ejakou podmno�zinu Ot dom�eny klasi�k�atoru a je v n�em
pou�zito d�elen�� dt 2 D . Pro ka�zd�y list t 2 T stromu T de�nujeme celkovou �casovou
n�aro�cnost W(t) jako sou�cet �casov�ych n�aro�cnost�� d�elen��, kter�a jso u ve v�sech uzlech
p�redch�azej��c��ch listu t. St�redn�� �casovou n�aro�cnost stromu T spo�cteme jako v�a�zen�y
pr�um�er

W(T) = E W(t) =
X

t2T

W(t)P(Y 2 O t );

kde v�ahy P(Y 2 O t ) jsou pravd�epodobnosti toho, �ze nov�e pozorov�an��, kter�emu
chceme p�ri�radit texturu, projde stromem do listu t.

Chceme{li rozd�elit uzel t na poduzly tL a tR , b�e�zn�e pou�z��van�ym krit�eriem
pro volbu nov�eho d�elen�� dt 2 D je zm�ena zne�ci�st�en�� �  (dt ; t) (viz vzorec (4.1)).
Toto krit�erium v�sak m�u�zeme obohatit tak, aby kombinovalo jak m��ru zne�ci�st�en��
stromu T, tak jeho �casovou n�aro�cnost. P�rid�ame{li do stro mu T d�elen�� dt , vzroste
�casov�a n�aro�cnost klasi�kace u t�ech pozorov�an��, kter�a projdou uzlem t o W(dt).
V�ysledn�ym krit�eriem pro vhodn�e d�elen�� pak je

K (d; t) = �  (d; t) � �p (t)W(d);

kde p(t) je odhad pravd�epodobnosti, �ze nov�e pozorov�an�� projde uzlem t, z��skan�y
z u�c��c��ho vzorku (viz vzorec (4.2)) a parametr � > 0 ur�cuje d�ule�zitost �casov�e
n�aro�cnosti d�elen�� v krit�eriu.

P�rirozen�e zastavovac�� pravidlo, vych�azej��c�� z krit�eria K (d; t), je nepokra�covat
v d�elen��, jestli�ze K (d; t) < 0. V n�ekter�ych p�r��padech pot�rebujeme, aby �cas klasi-
�kace za �z�adnou cenu nep�rekro�cil n�ejakou p�redem zvolenou hodnotu W0. Tato
podm��nka vede na zastavovac�� pravidlo nepokra�covat v d�elen��, jestli�ze �casov�a
n�aro�cnost nov�e vznikl�ych list�u p�revy�suje zvolenou mez, tj. skon�cit s d�elen��m,
jestli�ze W(tL ) = W(tR ) > W 0.

Posledn��m m��stem, kde m�u�zeme zohlednit v�ypo�cetn�� n�aro� cnost klasi�kace p�ri
u�cen��, je pro�rez�av�an�� stromu. Zaprv�e mus��me p�ridat s t�redn�� �casovou n�aro�cnost
stromu W(T) do krit�eria, kter�e pou�z��v�ame pro vytvo�ren�� sekvence p odstrom�u
maxim�aln��ho stromu Tmax . V krit�eriu CU

� (T) = CU (T) + � jT j tedy budeme pe-
nalizovat slo�zitost stromu pomoc�� st�redn�� �casov�e n�aro� cnosti m��sto po�ctu list�u jTj,
tj.

CU
� (T) = CU (T) + �W (T);
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V kroku k vytv�a�ren�� sekvence T1; : : : ; Tk ; : : : ; f t1g postupujeme tak, �ze pro ka�zd�y
uzel t stromu Tk spo�cteme

gk(t) =

8
<

:

CU (t) � CU (Tt )
W(Tt )

t =2 Tt ;

1 t 2 Tt ;

kdeW(Tt ) je st�redn�� �casov�a n�aro�cnost stromu Tt , jeho�z ko�renem je uzelt. N�asledn�e
zvol��me uzel

tk = arg min
t

gk(t)

a o�r��zneme v�etev Ttk ze stromuTk , �c��m�z dostaneme Tk+1 = Tk � Ttk .
Z vytvo�ren�e sekvence T1; T2; : : : ; f t1g pak vybereme ty stromy, kter�e maj��

dostate�cn�e n��zkou st�redn�� �casovou n�aro�cnost, a z t� ech vybereme strom, kter�y mini-
malizuje CV (Tk), p�r��padn�e CCV (Tk), pokud pou�z��v�ame k�r���zovou validaci. Druhou
mo�znost�� je vybrat nejlep�s�� klasi�ka�cn�� strom na z�aklad �e krit�eria

K V (Tk) = CV (Tk) + �W (Tk);

kter�e kombinuje odhad ceny �spatn�eho za�razen�� stromem sjeho st�redn�� �casovou
n�aro�cnost��. Parametr � > 0 ud�av�a vliv st�redn�� �casov�e n�aro�cnosti na krit�erium.
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5. Identi�kace vad tkan�ych text��li��
Ilustrativn��m p�r��kladem pro metody popsan�e v t�eto pr�aci bu de detekce vad ve
tkan�ych text��li��ch. V sou�casn�e dob�e jsou vady p�rev�a�z n�e detekov�any vizu�aln�� kon-
trolou prov�ad�enou �clov�ekem. V n�ekter�ych p�r��padech je tento zp�usob nedosta�cuj��c��
nejenom z d�uvod�u �casov�e n�aro�cnosti, ale tak�e proto, �z e pro n�ekter�e typy (mal�ych)
vad je �usp�e�snost takto prov�ad�en�e kontroly p�r��li�s n��z k�a.

Obraz 5.1 ukazuje pravidelnou strukturu text��lie bez vady, kter�a je tvo�rena
vl�akny ve dvou sm�erech, kter�e jsou zhruba kolm�e k sob�e.

Obr�azek 5.1: L�atka bez vady

Vady tkan�ych text��li�� rozd�elujeme do t�rech kategori�� po dle sm�eru vl�akna, kter�e
vadu zp�usobilo, na vady:

� ve sm�eru osnovy

� ve sm�eru �utku

� sm�erov�e nez�avisl�e

Obr�azek 5.2 ukazuje vybran�e typy vad.

P�ri automatick�e identi�kaci vad je zpravidla l�atka p�rev��jena z jedn�e c��vky na
druhou, p�ri�cem�z obraz l�atky je zaznamen�av�an kamerou a n�asledn�e vyhodnocov�an.
Vady l�atky pak m�u�zeme rozd�elit do dvou skupin. Prvn�� skupinu tvo�r�� vady, kv�uli
kter�ym je pot�reba zastavit p�rev��jen�� a ihned je opravit, za t��mco druhou skupinu
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Obr�azek 5.2: Vady l�atky. Prvn�� �rada: (zleva) d��ra, paprsko v�a p�revratka, nedoraz.
Druh�a �rada: zatkan�y p�redm�et, od�renina (4x v�et�s�� zo brazen�a plocha), z�ahyb.

tvo�r�� ty vady, kter�e sta�c�� vyzna�cit v obraze a p�rev��je n�� l�atky m�u�ze bez p�reru�sen��
pokra�covat.

Vzhled nasn��man�eho obrazu ovliv�nuje mnoho faktor�u jako je t yp l�atky, rychlost
p�rev��jen��, nasv��cen�� l�atky a podobn�e. Proto nen�� mo�zn �e vytvo�rit jeden univerz�aln��
algoritmus, kter�y by hledal vady ve v�sech mo�zn�ych p�r��pade ch, ale je pot�reba naj��t
postup, kter�y je mo�zn�e modi�kovat pro dan�y stroj, kter�y bude vady rozpozn�avat.

Kdybychom pro identi�kaci vad pou�z��vali klasi�k�ator, kter�y j e u�cen s dohle-
dem (viz kapitolu 4), tak bychom p�red vytvo�ren��m modelu museli nasn��mat ne-
jen dostate�cn�e mno�zstv�� l�atky bez vady, ale tak�e dostat e�cn�e mno�zstv�� obraz�u
v�sech mo�zn�ych vzhled�u vad a na z�aklad�e t�echto dat vytvo �rit klasi�ka�cn�� pravid-
lo. Vzhledem k tomu, �ze se n�ekter�e vady vyskytuj�� pouze z�r��dka, tak by vytvo�ren��
dostate�cn�e velk�e datab�aze vad mohlo trvat p�r��li�s dlouho. V prvn��m kroku, je
tedy pot�reba z��skat obraz l�atky bez vady, ten detailn�e popsat a n�asledn�e hledat
v nasn��man�ych rol��ch l�atky �c�asti, kter�e se v�yrazn�e li�s �� od obrazu zdrav�e l�atky.

V n�asleduj��c��ch sekc��ch pop���seme obraz l�atky bez vady. Bu deme tedy pra-
covat s konkr�etn��m obrazem y = f ys 2 Ggs2 S l�atky bez vad, kter�y si m�u�zete
prohl�ednout na obr�azku 5.1. Tento obraz je mno�zinou intenzit na pravo�uhl�e
m�r���zce o rozm�erech 1024 � 1024, neboli,S = f (i; j ) : 0 � i; j � 1023g. In-
tenzity G jsou p�rirozen�a �c��sla z intervalu < 0; 255 > . V obraze y jsou z�reteln�a
vl�akna, kter�a vedou ve dvou sm�erech, a jsou na sebe zhruba kolm�a. Pravideln�e
se v n�em opakuj�� tmav�e oblasti, kter�e zna�c�� m��sta kudy ne proch�az�� �z�adn�e vl�akno.
Vzhledem k pravideln�emu charakteru obrazu pop���seme l�atku bez vady ve dvou
kroc��ch.

1) Budeme identi�kovat
"
st�redy\ tmav�ych oblast��.

2) Pop���seme obvykl�y vzhled obrazu v okol�� identi�kovan�yc h bod�u.
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Body B = f b : b 2 Sg z��skan�e v prvn��m kroku budeme naz�yvat z�akladn�� body.
Z polohy t�echto bod�u m�u�zeme n�asledn�e z��skat orientaci vl� aken a ov�e�rit, zda jsou
vl�akna na sebe kolm�a. Chyb�ej��c�� z�akladn�� bod nebo v�yraz n�a odli�snost obrazu
v okol�� z�akladn��ho bodu mohou upozornit na p�r��tomnost vady l�atky.

Pozn�amka 5.1:

Obrazy v t�eto kapitole byly zpracov�av�any pomoc�� statistick� eho software R.
Zdrojov�e k�ody k anal�yz�am, kter�e byly provedeny, jsou ulo �zeny v p�r��loze 1.
Zpracov�avan�a data jsou ulo�zena na p�rilo�zen�em CD v adres�a�ri

"
Textilie data\.

�

5.1 Identi�kace z�akladn��ch bod�u

Za z�akladn�� body m�u�zeme pova�zovat bud ' lok�aln�� minima v obrazu, nebo st�redy
oblast�� bod�u, kter�e maj�� intenzitu ni�z�s�� ne�z p�redem s tanovenou hranici. Uva�zujme
syst�em soused�u @na mno�zin�e bod�u S. Lok�aln�� minima jsou takov�e body b 2 S,
pro kter�e plat�� xb � mins2 @(b) xs. M�ejme danou mezn�� intenzitu g, pak oblastmi,
kter�e maj�� ni�z�s�� intenzitu ne�z g mysl��me syst�em mno�zin D takov�y, �ze pro ka�zdou
mno�zinu D 2 D plat��:

1) D � S

2) xs � g pro ka�zd�y bod s 2 D

3) s; t 2 D , existuje posloupnost bod�u si 2 D; i 2 f 1; : : : ; kg takov�a, �ze
s1 2 @(s), t 2 @(sk) a si 2 @(si � 1), pro i 2 f 2; : : : ; kg

St�redem t�echto oblast�� je celo�c��seln�e zaokrouhlen�y aritm etick�y pr�um�er sou�rad-
nic bod�u, kter�e do oblasti pat�r��. Na obr�azku 5.3 jsou zv�yra zn�eny z�akladn�� body,
kter�e jsme z��skali jak pomoc�� lok�aln��ch minim (vlevo), tak pomo c�� st�red�u tmav�ych
oblast�� (vpravo). Pro hled�an�� lok�aln��ch minim jsme zvolili syst� em sousedn��ch bod�u

@
�
(i; j )

�
= f (k; l) 2 S : max(jk � i j; jl � j j) < 9g:

Kdybychom zvolili velikost syst�emu sousedn��ch bod�u c = 1 tak by se �casto vysky-
tovalo n�ekolik lok�aln��ch minim bl��zko sebe. Naopak p�ri volb�e c > 16 by se mohlo
st�at, �ze n�ekter�e z v�yrazn�ych lok�aln��ch minim by bylo zaned b�ano, proto�ze obraz m�a
periodickou strukturu, ve kter�e se pravideln�e opakuje vzor zhruba po 32 bodech.
Pro hled�an�� st�red�u tmav�ych oblast�� jsme volili syst�em sou sedn��ch bod�u

@
�
(i; j )

�
= f (k; l) 2 S : (k � i )2 + ( l � j )2 < 1g; (5.1)

a mezn�� intenzitu g = 30, tak aby plochy tmav�s��ch bod�u nebyly p�r��li�s mal�e, ale
aby se naopak nedot�ykaly.

Obraz l�atky bez vad je natolik nepravideln�y, �ze hled�an�� lok�aln ��ch minim
nevede ke spolehliv�e identi�kaci z�akladn��ch bod�u. Lok�aln��ch m inim se toti�z v ka�zd�e
tmav�e �c�asti vyskytuje n�ekolik a n�ekter�a minima se vyskytu j�� ve sv�etl�ych �c�astech
obrazu. Druh�y postup, p�ri kter�em jsme identi�kovali plochy, kter�e jsou tmav�s��
ne�z p�redem zvolen�a intenzita a n�asledn�e za z�akladn�� body zvolili st�redy t�echto
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Obr�azek 5.3: Z�akladn�� body z��skan�e pomoc�� lok�aln��ch minim ( vlevo) a jako st�redy
tmav�ych oblast�� (vpravo). Z�akladn�� body jsou vyzna�ceny b��l�ymi k�r���zky.

tmav�ych oblast��, byl v�yrazn�e spolehliv�ej�s��. Nicm�en�e n�e kter�e tmav�e oblasti tento
postup tak�e vynechal a v jin�ych um��stil v��ce z�akladn��ch bod� u.

Proto jsme se pokusili obraz aproximovat tak, aby byly zachov�any pravideln�e
se opakuj��c�� vzory a odstran�eny nepravidelnosti. Pro tento �u�cel jsme pou�zili:

� Konvoluci s rovnom�ern�ym j�adrem o r�uzn�ych pr�um�erech

� SVD rozklad

� Diskr�etn�� kosinovou transformaci (DCT)

� Diskr�etn�� Fourierovu transformaci (DFT)

Nejlep�s�� v�ysledky dala DFT. Konvoluce ani SVD rozklad nedok�azaly v do-
state�cn�e m���re odstranit nepravideln�y sign�al, zat��mco DCT zp�usobovala nerovno-
m�ernost v pr�um�ern�e �urovni �sedi v obraze (v�ysledn�y ob raz byl v�yrazn�e tmav�s��
v bl��zkosti jednoho z roh�u ne�z u ostatn��ch)

Aproximaci jsme z��skali n�asleduj��c��m postupem.

1. Obrazy jsme nejd�r��ve transformovali pomoc�� DFT (viz (1.4)) na y 0.

2. Z transformovan�eho obrazu jsme nechali pouze vysok�e hodnoty (viz po-
zn�amku 5.2) a ostatn�� jsme nastavili na 0, tj.

y 00
(k;l ) =

(
y 0

(k;l ) ; pro (k; l) 2 S , kde jy 0
(k;l ) j > 50000;

0; jinak.
(5.2)

Volba hranice je pops�ana v pozn�amce 5.2.

3. Z��sk�ame aproximaci by obrazuy jako inverzn�� Fourierovu transformaci zy 00,
tj.

by = jIDF T
�
y 00

�
j:
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Obr�azek 5.4 ukazuje z�akladn�� body, kter�e jsme z��skali jako st�redy oblast��
tmav�s��ch ne�z g = 60 v aproximovan�em obrazeby . Syst�em soused�u jsme vyu�zili
stejn�y jako pro p�uvodn�� obraz (viz vztah (5.1)).

V obraze o velikosti 1024� 1024 jsme z��skali 1574 z�akladn��ch bod�u, kter�e jsou
uspo�r�ad�any v pravideln�e m�r���zce. Jeden sm�er m�r���zk y je tvo�ren body, kter�e jsou od
sebe vzd�aleny v pr�um�eru 23 :17 bod�u (sm�erodatn�a odchylka je 0 :6) a ur�cuj�� jeden
sm�er vl�aken l�atky. Rozd��l sousedn��ch bod�u v tomto sm�eru j e v pr�um�eru v1 =
(12; 9; 19; 23). Druh�y sm�er m�r���zky je tvo�ren body, kter�e jsou od s ebe vzd�aleny
v pr�um�eru 28 ; 17 bod�u (sm�erodatn�a odchylka je 0 ; 52). Rozd��l sousedn��ch bod�u
v tomto sm�eru je v pr�um�eru v 2 = ( � 26; 35; 9; 94). Vl�akna spolu sv��raj�� stejn�y
�uhel jako vektory v1 a v2, to je p�ribli�zn�e 103 o.

Obr�azek 5.4: Z�akladn�� body z��skan�e po aproximaci obrazu diskr�etn�� Fourierovou
transformac��.

Pozn�amka 5.2:

V t�eto sekci jsme pro vyhlazen�� obrazu vyu�zili Fourierovu transformaci, tak,
�ze jsme nejd�r��ve p�revedli p�uvodn�� obraz y do frekven�cn�� dom�eny na obraz y 0.
Pro inverzn�� transformaci jsme v�sak vyu�zili pouze malou �c�a st matice y 0, kter�a
obsahovala n�ekolik nejvy�s�s��ch hodnot (ostatn�� �cleny matic ey 0byly vynulov�any).
Obr�azek 5.5 ukazuje z�avislost p�resnosti aproximace obrazu na po�ctu zachova-
n�ych �clen�u z matice y 0.

P�resnost aproximace byla m�e�rena pomoc�� pr�um�ern�e abso lutn�� odchylky inten-
zit aproximovan�eho obrazu od obrazu p�uvodn��ho. Budeme{li zna�cit y p�uvodn��
obraz aby jeho aproximaci, potom jejich vzd�alenost je d�ana vztahem

MAD =

P
s2 S jys � bysj

jSj
:

Pro uk�azku jsme pou�zili obraz o velikosti 1024� 1024 (z obr�azku 5.1). Jak
p�uvodn�� obraz tak jeho vzor ve frekven�cn�� dom�en�e obsa huje zhruba 106 prvk�u.
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Obr�azek 5.5: P�resnost aproximace obrazu l�atky bez vad v z�avislosti na po�ctu
zachovan�ych �clen�u ve frekven�cn�� dom�en�e.

Obr�azek 5.5 ukazuje, �ze pro dosa�zen�� st�redn�� absolutn�� odchylky ni�z�s�� ne�z 40
sta�c�� ponechat pouh�ych 20 �clen�u obrazu y 0 ve frekven�cn�� dom�en�e. Pot�e v�sak
k�rivka nekles�a tak strm�e. Nap�r��klad pro dosa�zen�� MAD ni� z�s�� ne�z 20 bychom
pot�rebovali uchovat zhruba 30 000 prvk�u a pro dosa�zen�� MA D ni�z�s�� ne�z 10
dokonce zhruba 120 000 prvk�u maticey 0. Volba hranice 50 000 ve vztahu (5.2)
odpov��d�a tomu, �ze p�ri aproximaci ponech�ame v matici repre zentuj��c�� obraz ve
frekven�cn�� dom�en�e pouze 500 nejv�yznamn�ej�s��ch prvk �u. �

5.2 Okol�� z�akladn��ch bod�u

Sekce 5.1 ukazuje, �ze p�ri identi�kaci vad je vhodn�e sledovat jak vypadaj�� obrazy
v okol�� z�akladn��ch bod�u. V t�eto sekci pop���seme jak�y ob raz na t�echto v�y�rezech
obrazu l�atky o�cek�avat. Pro porovn�an�� obraz�u v bl��zkos ti z�akladn��ch bod�u jsme
vzali dostate�cn�e velk�e okol�� abychom pokryli celou plochu obrazu. Co�z bylo okol��
o velikosti 32� 32 bod�u.

Na obr�azku 5.6 najdete
"
pr�um�ern�y\ obraz (vlevo) ze vzorku 1574 obraz�u.

Obdobn�e jsme vypo�c��tali obraz (vpravo), kde jsme pro ka�zd�y bod z matice 32�
32 spo�cetli sm�erodatnou odchylku z intenzit bod�u na stejn�e pozici ve vzorku
obraz�u. Uprost�red pr�um�ern�eho obrazu je tmav�a plocha. V bl��zkosti jsou 3 sv�etl�e
plochy, jedna pod, jedna vpravo od tmav�e plochy a jedna v lev�emhorn��m rohu.
Sm�erodatn�e odchylky nab�yvaj�� hodnot od 24 ; 38 do 57; 86, p�ri�cem�z ni�z�s��ch hodnot
nab�yvaj�� v m��stech sv�etl�ych a tmav�ych ploch, zat��mco vy �s�s��ch hodnot nab�yvaj��
v p�rechodech mezi t�emito plochami. Vzhledem k tomu, �ze sm�erodatn�e odchylky
jsou vcelku vysok�e a tedy mezi jednotliv�ymi obrazy jsou velk�e rozd��ly, nebylo
mo�zn�e pomoc�� �z�adn�e metody mnohorozm�ern�e anal�yzy dat naj��t dal�s�� informace
o struktu�re vzorku obraz�u. (Nap�r��klad se n�am nepoda�rilo n aj��t ve vzorku n�ekolik
typ�u obraz�u pomoc�� shlukov�e anal�yzy.)

D�ule�zitou ot�azkou p�ri klasi�kaci obrazu je zp�usob jak�ym m �e�rit vzd�alenost mezi
jednotliv�ymi porovn�avan�ymi v�y�rezy obrazu. Z�akladn�� m etodou je Frob�eniova
vzd�alenost, av�sak obr�azek 5.6 ukazuje, �ze zv�y�sen�a odchylka obrazu od pr�um�ern�eho
okol�� z�akladn��ch bod�u nast�av�a na hranic��ch sv�etl�ych a tmav�ych ploch. D�uvodem
by mohlo b�yt to, �ze jsou z�akladn�� body identi�kov�any nep�re sn�e a porovn�avan�e
obrazy jsou v�u�ci sob�e m��rn�e posunut�e. V takov�em p�r��p ad�e by pro m�e�ren�� vzd�a-
lenosti byla p�r��hodn�ej�s�� te�cn�a vzd�alenost lok�aln�e inva riantn�� v�u�ci posunut�� jak
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Obr�azek 5.6: Pr�um�ern�y obraz a sm�erodatn�a odchylka v oko l�� z�akladn��ch bod�u.

ve vertik�aln��m, tak v horizont�aln��m sm�eru. Frob�eniova i te�c n�a vzd�alenost jsou
pops�any v sekci 1.3.
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Obr�azek 5.7: Histogramy Frob�eniovy vzd�alenosti (vlevo) a te�cn�e vzd�alenosti
(vpravo) sousedn��ch v�y�rez�u obrazu.

Pro porovn�an�� Frob�eniovy a te�cn�e vzd�alenosti jsme vzali sousedn�� dvojice
z�akladn��ch bod�u (tj. dvojice, jejich�z vzd�alenost je men�s� � ne�z 43 bod�u) a spo�cetli
jsme histogram jak Frob�eniov�ych, tak te�cn�ych vzd�alenost �� t�echto dvojic. Oba
histogramy jsou na obr�azku 5.7. V p�r��pad�e, �ze by zv�y�sen� a variabilita intenzit
na hranic��ch sv�etl�ych a tmav�ych ploch byla zp�usobena nep�r esnou identi�kac��
z�akladn��ch bod�u, tak by te�cn�a vzd�alenost vych�azela v�yr azn�e ni�z�s�� ne�z Frob�eniova.
Histogramy v�sak potvrzuj��, �ze rozd��l mezi ob�ema vzd�aleno stmi v�yrazn�y nen��.
Tuto hypot�ezu potvrzuje i pohled na n�ekter�a rezidua (okol�� z�akladn��ho bodu
po ode�cten�� pr�um�eru okol�� v�sech z�akladn��ch bod�u), k ter�e jsou na obr�azku 5.8.
Odchylka zp�usoben�a posunut��m obrazu je toti�z z�reteln�a p ouze v lev�em horn��m
kvadrantu prvn��ho obr�azku (vlevo naho�re), z osmi n�ahodn�e vybran�ych okol��
z�akladn��ch bod�u.

Pozn�amka 5.3:

Z obr�azku 5.8 tak�e vid��me, �ze vych�ylen�� intenzit bod�u je kor elovan�e s vych�yle-
n��m sousedn��ch bod�u v obraze. To m�u�zeme ov�e�rit tak�e t��m , �ze spo�cteme energii
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Obr�azek 5.8: Okol�� z�akladn��ch bod�u po ode�cten�� pr�um�e rn�eho obrazu v okol��.

obrazu ve tvaru
bK =

P
s� t (xs � xt )2

js � tj

pro ka�zd�e okol�� z�akladn��ch bod�u, kde s � t zna�c�� sousedn�� body, kter�ych je
v obraze o velikost 32� 32 bod�u js � tj = 2 � 31 � 32. V n�asleduj��c�� tabul-
ce je zobrazen pr�um�er E a sm�erodatn�a odchylka b� (E) energieE spo�cten�e na
1555 okol�� z�akladn��ch bod�u, kter�e jsme z��skali z na�seho v zorov�eho obr�azku. Pro
srovn�an�� jsou v tabulce je�st�e uvedeny hodnoty, kter�e js me z��skali ze vzorku 1500
n�ahodn�e vygenerovan�ych obr�azk�u rovn�e�z o velikosti 32 � 32 bod�u, u kter�ych
plat��, �ze intenzity sousedn��ch bod�u jsou na sob�e nez�avisl�e .

k Okol�� z�akladn��ch bod�u N�ahodn�e obr�azky
E 23.66 58.78
b� (E) 1.65 1.56

Tabulka 5.1: Srovn�an�� energie okol�� z�akladn��ch bod�u a n�ah odn�e vygenerovan�ych
obr�azk�u.

Pro ilustraci je�st�e p�rid�av�am obr�azek 5.9 n�ahodn�e vygen erovan�ych obraz�u
o velikosti 32� 32, ve kter�ych je intenzita ka�zd�eho bodu nez�avisl�a na intenzi-
t�ach sousedn��ch bod�u, nicm�en�e sm�erodatn�a odchylka ka� zd�eho z bod�u odpov��d�a
obr�azku 5.6. �

5.3 Detekce vad

Obsahem t�eto sekce bude uk�azka vyu�zit�� znalost��, kter�e j sme z��skali o pravideln�e
struktu�re l�atky bez vad, pro detekci vad v l�atce po�skozen�e. Budeme pracovat
s obrazem l�atky, ve kter�e je zatkan�y p�redm�et. Ten si m�u� zete prohl�ednout na
obr�azku 5.10. Jde o �sed�y obrazy = f ys 2 Ggs2 S na m�r���zce bod�u S = f (i; j ) : 1 �
i; j � 2000g o rozm�erech 2000� 2000 s mno�zinou intenzitG = f 0; : : : ; 255g.

Obraz l�atky, kterou zkoum�ame v t�eto sekci, m�a odli�snou str ukturu od l�atky
bez vady z minul�ych sekc��. M�u�ze to b�yt zp�usobeno odli�sn� ym typem l�atky, jin�ym
nasv��cen��m nebo jinak pooto�cenou kamerou p�ri sn��m�an�� ob razu. Proto je pot�reba
obdobn�ym zp�usobem jako v p�redchoz��ch sekc��ch popsat strukturu l�atky, ve kter�e
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Obr�azek 5.9: N�ahodn�e vygenerovan�e obr�azky s navz�ajemnez�avisl�ymi intenzitami
bod�u.

budeme detekovat vady. Pou�zijeme k tomu obrazy 0 = f ys 2 Ggs2 S0, kter�y je �cast��
obrazu y na mno�zin�e bod�u S0 = f (i; j ) : 1 � i; j � 768g � S. Tato �c�ast obrazu
se toti�z zd�a b�yt neovlivn�ena t��m, �ze uprost�red obrazu je vada.

Vybranou �c�ast obrazu op�et aproximujeme Fourierovou transformac�� a najdeme
z�akladn�� body jako st�redy tmav�ych �cast��, stejn�e jako j sme to ud�elali v sekci 5.1.
Z�akladn�� body tvo�r�� op�et pravidelnou m�r���zovou strukt uru, kter�a ud�av�a sm�ery
vl�aken. Jeden sm�er m�r���zky je tvo�ren body, kter�e jsou o d sebe vzd�aleny v pr�um�eru
29; 81 bod�u (sm�erodatn�a odchylka je 0 :57) a ur�cuj�� jeden sm�er vl�aken l�atky.
Rozd��l sousedn��ch bod�u v tomto sm�eru je v pr�um�eru v1 = (20; 63; � 21; 52).
Druh�y sm�er m�r���zky je tvo�ren body, kter�e jsou od sebe v zd�aleny v pr�um�eru 38 ; 18
bod�u (sm�erodatn�a odchylka je 0 ; 82). Rozd��l sousedn��ch bod�u v tomto sm�eru je
v pr�um�eru v2 = (11; 13; 36; 52). Vl�akna spolu sv��raj�� stejn�y �uhel jako vekto-
ry v1 a v2, to je p�ribli�zn�e 119 o. Obr�azek 5.11 ukazuje pr�um�ern�y obraz v okol��
z�akladn��ch bod�u a histogram rozd�elen�� Frob�eniovy vzd�alen osti okol�� z�akladn��ho
bodu od pr�um�ern�eho okol��. Empirick�y odhad 99% kvantilu toho to rozd�elen�� je
66.

P�ri detekci vady budeme proch�azet z�akladn�� body obrazu l�atky a porovn�avat
jejich okol�� s pr�um�ern�ym obrazem, kter�y jsme z��skali z �c �asti l�atky bez vad y 0.
P�ri hled�an�� z�akladn��ch bod�u v�sak nebudeme pou�z��vat ap roximaci obrazu pomoc��
Fourierovy transformace, proto�ze ta by mohla b�yt zkreslena p�r��tomnost�� vady.

M��sto toho najdeme nejd�r��ve prvn�� z�akladn�� bod jako jede n z bod�u mno�ziny
f (i; j ) : 16 � i; j � 64g (mno�zinu jsme zvolili dostate�cn�e velkou tak, aby ob-
sahovala aspo�n jeden z�akladn�� bod), jeho�z okol�� se nejv��ce podob�a (ve smyslu
Frob�eniovy normy) pr�um�ern�emu okol�� spo�cten�emu na l�a tce bez vady 0. Ozna�c��me
ho es.

Z�akladn�� body budeme proch�azet po �rad�ach ve sm�eru vekt oru v 1, co�z je sm�er
jednoho z vl�aken. K tomu pot�rebujeme pro ka�zdou �radu naj��t z�akladn�� bod, kter�y
je v n�� prvn�� (m�a nejni�z�s�� prvn�� sou�radnici). Pro prvn �� �radu to provedeme tak, �ze
pokud od bodues m�u�zeme ode�c��st vektor v1, ani�z bychom se dostali mimo obraz
(mno�zinu S), tak pou�zijeme bod s0

1 = ( i0; j 0) = es � v1. Jako bod s1 za�c��naj��c��
�radu zvol��me bod z mno�ziny f (i; j ) : i0� 3 � i � i0+ 3; j 0� 3 � j � j 0+ 3g, jeho�z
okol�� m�a nejni�z�s�� Frob�eniovu vzd�alenost od pr�um�ern �eho obrazu z��skan�eho z l�atky
bez vad.
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Obr�azek 5.10: Obraz l�atky se zatkan�ym p�redm�etem.

Prvn�� bod druh�eho �r�adku s2 najdeme tak, �ze k bodu s1 nejd�r��ve p�ri�cteme
vektor v2, �c��m�z se dostaneme o jednu �radu v�y�s, a pak postupn�e ode�c��t�ame vektor
v1, dokud se nedostaneme na za�c�atek �r�adku. T��m z��sk�ame bod s0

2, jeho�z polohu
op�et korigujeme minimalizac�� Frob�eniovy m��ry na bodech bl��zk�ych k s0

2. To d�el�ame
proto, �ze rozd��ly mezi sousedn��mi z�akladn��mi body v l�atce be z vad nejsou v�zdy
rovny vektor�um v1 a v2. V�et�sinou se v�sak rozd��l neli�s�� od t�echto vektor�u v��ce ne�z
o dva body v ka�zd�em sm�eru.

Obdobn�e najdeme ostatn�� z�akladn�� body tak, �ze od prvn��h o z�akladn��ho bo-
du v �rad�e postupujeme ve sm�eru vektoru v1 a v ka�zd�em kroku hled�ame bod,
jeho�z okol�� se nejv��ce podob�a pr�um�ern�emu okol�� z�ak ladn��ho bodu z l�atky bez
vad. Pokud v�ysledn�a Frob�eniova vzd�alenost p�rekro�c�� me zn�� hodnotu 66 (tj. 99%
kvantil z empirick�eho rozd�elen�� Frob�eniovy vzd�alenosti od p r�um�ern�eho obrazu),
ozna�c��me bod jako m��sto, kde se vyskytuje vada. Obraz 5.12 l�atky se zatkan�ym
p�redm�etem obsahuje vyzna�cen�a m��sta, kter�a jsme identi� kovali popsan�ym postu-
pem jako z�akladn�� body, kde se vyskytuje vada.
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Obr�azek 5.11: Pr�um�ern�y obraz v okol�� z�akladn��ch bod�u ( vlevo) a histogram
rozd�elen�� Frob�eniovy vzd�alenosti okol�� z�akladn��ch bod� u od pr�um�ern�eho obrazu
(vpravo).

Obr�azek 5.12: Obraz l�atky se zatkan�ym p�redm�etem, ve kter�em je vyzna�cena de-
tekovan�a vada.
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6. Software pro p�redzpracov�an��
obrazu
Sou�c�ast�� t�eto pr�ace je software, kter�y slou�z�� k ov�e �ren�� my�slenek a postup�u z kapi-
toly 2. Tento software umo�z�nuje otev�r��t a ulo�zit obr�azky v e form�atu

"
jpg\ nebo

"
png\. Aplikace rozpozn�av�a 3 druhy obr�azk�u - �cernob��l�y, �sed�y a barevn�y. S t�emito

obrazy je n�asledn�e mo�zn�e:

� prov�ad�et z�akladn�� �upravy (zm�ena barevn�eho spektra, zm�ena velikosti a ori-
entace obrazu, konvoluce, apod.);

� doplnit r�uzn�e druhy �sumu;

� potla�cit �sum.

Aplikace tak�e umo�z�nuje vygenerovat obraz z Isingova modelu nebo ze zobecn�en��
Isingova modelu pro �sir�s�� oblast soused�u.

N�asleduj��c�� sekce obsahuj�� n�avod pro pou�zit�� tohoto so ftware. Prvn�� paragraf
obsahuje popis prerekvizit pot�rebn�ych pro spu�st�en�� prog ramu, zat��mco ka�zd�y
z n�asleduj��c��ch paragraf�u se v�enuje jedn�e z hlavn��ch polo� zek ovl�adac��ho menu
programu a popisuje jednotliv�e �ukony, kter�e je mo�zn�e pomoc�� t�eto �c�asti menu
prov�ad�et. Hlavn�� polo�zky menu aplikace jsou:

� Image - manipulace s obrazy (otev�ren��; zav�ren��; ulo�zen�� ap od.)

� Color - konverze mezi barevn�ymi typy obraz�u

� Transformation - z�akladn�� transformace obraz�u (oto�cen� �; zm�ena m�e�r��tka
apod.)

� Noise - r�uzn�e podoby zaml�zen�� obrazu

� Generate - n�astroje pro generov�an�� obrazu z Isingova a podobn�ych model�u

� Restore - n�astroje pro restaurov�an�� obraz�u

� Run - umo�z�nuje zastavit ji�z b�e�z��c�� v�ypo�cet

� Help - informace o aplikaci

6.1 Instalace a spu�st�en��

Aplikace je vytvo�rena pomoc�� programovac��ho jazyka JAVA, proto pro jej�� spu�s-
t�en�� je pot�reba m��t nainstalovan�e prost�red�� pro spou�s t�en�� Java aplikac�� (tzv. Java
runtime environment, zkr�acen�e JRE). Po�zadov�ana je verze1.5 a pozd�ej�s��. Pokud
toto prost�red�� nem�ate je�st�e nainstalovan�e, m�u�zete h o st�ahnout z internetov�ych
str�anek

"
http://www.oracle.com/technetwork/java/javase/downl oads/index.html \.

Aplikaci nen�� pot�reba instalovat. M�u�zete j�� spustit p�r��mo z p�rilo�zen�eho CD po-
moc�� skript�u

"
run.bat\ (v opera�cn��m syst�emu Windows) a

"
run.sh\ (v opera�cn��m

syst�emu Linux) z adres�a�re
"
SW\. P�r��padn�e m�u�zete cel�y adres�a�r

"
SW\ zkop��rovat

na libovoln�e m��sto sv�eho pevn�eho disku.
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Pozn�amka 6.1:

Aplikace byla testov�ana v prost�red�� Windows XP a Ubuntu Linux 1 0.04 LTS.
�

6.2 Z�aklady manipulace s aplikac��

Aplikace umo�z�nuje pracovat se soubory typu "jpg"a "png". Ot ev�ren�� t�echto sou-
bor�u lze vyvolat z menu pomoc�� volby

"
Image! Open\. N�asledn�e se otev�re okno

pro otev�ren�� souboru, kter�e je b�e�zn�e ve va�sem opera�cn��m syst�emu. V�et�sina voleb
ze sekce menu

"
Image\ je rovn�e�z p�r��stupna pomoc�� kl�avesov�ych zkrate k nebo

z pop-up menu, kter�e se otev�re po kliknut�� prav�ym tla�c��tke m my�si na obraz.
Otev�ren�� souboru m�u�zeme tak�e vyvolat stisknut��m kombina ce kl�aves

"
CTRL

+ O\. Obdobn�e m�u�zeme vyvolat standardn�� okno pro ulo�zen� � souboru z menu
pomoc��

"
Image ! Save as\, z pop-up menu pomoc�� volby

"
Save as\ a nebo

kl�avesovou zkratkou "CTRL + S".
Obrazy se kter�ymi v aplikaci pracujeme jsou zobrazov�any na z�alo�zk�ach. Ote-

v�reme{li nov�y obraz vytvo�r�� se pro n�ej nov�a z�alo�zka. D �el�ame{li n�ejakou operaci
s obrazem (oto�cen��, p�rid�an�� �sumu do obrazu, vyhlazen�� o brazu apod.), neobm�e�nuje
se obraz na aktivn�� z�alo�zce, ale je vytvo�rena nov�a z�alo�zk a se zm�en�en�ym obrazem.
N�azev aktivn�� z�alo�zky pak m�u�zeme zm�enit z menu pomoc�� v olby

"
Image ! Re-

name\, z pop-up menu volbou
"
Rename Tab\ nebo kl�avesovou zkratkou

"
CTRL

+ R\. Aktivn�� z�alo�zku je mo�zn�e zav�r��t z menu pomoc�� volby
"
Image! Close Ac-

tive Tab\, z pop-up menu volbou
"
Close Tab\ nebo kl�avesovou zkratkou

"
CTRL

+ W\.
Z menu pomoc�� volby

"
Image ! Image Properties\ m�u�zeme vyvolat okno

s vlastnostmi obrazu. (Stejn�e okno vyvol�ame z pop-up menu volbou
"
Properties\

a kl�avesovou zkratkou
"
CTRL + P\.) Informace zobrazovan�e v okn�e vlastnost��

se li�s�� v z�avislosti na typu obrazu na aktivn�� z�alo�zce. Aplika ce rozpozn�av�a 3 typy
obraz�u:

� �Cerno{b��l�y obraz x = f xs 2 f� 1; 1ggs2 S.

� �Sed�y obraz x = f xs 2 f 0; 1; : : : ; 255ggs2 S.

� Barevn�y obraz x = f x s = ( xs;1; xs;2; xs;3) 2 f 0; 1; : : : ; 255g3gs2 S.

Aplikace pracuje pouze s RGB reprezentac�� barevn�eho obrazu, p�ri�cem�z barevn�e
komponenty jsou v po�rad�� �cerven�a, zelen�a, modr�a. S je v�zdy pravo�uhl�a m�r���zka
bod�u S = f (i; j ) : 1 � i � M; 1 � j � N g o rozm�erech N � M . Okno vlastnost��
obrazu je pak rozd�eleno do t�rech �c�ast��. �C�ast

"
Basic properties\ obsahuje rozm�ery

obrazu (M a N ) a jeho typ. �C�ast
"
Image energy\ obsahuje charakteristiku hru-

bosti obrazu
"
Total roughness\, kter�a je slo�zena z hrubosti v obrazu v hori-

zont�aln��m a vertik�aln��m sm�eru
"
Horiz./Vert.roughness\ a z hrubosti v diagon�al-

n��m sm�eru
"
Diagonal roughness\, a pr�um�ernou sv�etlost bod�u v obraze

"
Bright-

ness\. Sv�etlost obrazu je pro �cernob��l�y d�ana vztahem

B =
1
2

 

1 +
1

MN

X

s2 S

xs

!

;
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pro �sed�y obraz vztahem

B =
1

MN

X

s2 S

xs;

a pro barevn�y obraz vztahem

B =
1

MN

X

s2 S

xs;1 + xs;2 + xs;3

3
:

Uva�zujme syst�emy soused�u (2.5), kter�e budeme zna�cit @c pro r�uzn�e volby
konstanty c. Celkov�a hrubost �cernob��l�eho obrazu je z��sk�ana vztahem

R =
1
2

(1 �
1

j@2j

X

s� t

xsxt );

kde s � t zna�c�� sousedn�� body v syst�emu soused�u @2. Pomoc�� j@j budeme zna�cit
kardinalitu @. Hrubost ve vertik�aln��m a horizont�aln��m sm�eru je po�c��t�ana obdobn�e
s t��m rozd��lem, �ze pracujeme se syst�emem soused�u @1. Diagon�aln�� hrubost je
po�c��t�ana na dvojic��ch bod�u s � t, kter�e jsou sousedy v@2, ale nejsou sousedy
v @1.

Pro �sed�y a barevn�y obraz je hrubost po�c��t�ana v z�avislost i na volb�e
"
Energy

type\, kde m�u�zeme zvolit 3 hodnoty:

�
"
Euclidean\

�
"
Absolute deviation\

�
"
Neighbourhood\ - pro kterou je je�st�e mo�zn�e zvolit hodnotu

"
Max. di�e-

rence\, kter�a �r��k�a, jak velk�y m�u�ze b�yt rozd��l v intenzit �ach sousedn��ch bod�u,
abychom je pova�zovali za

"
shodn�e\

Celkov�a hrubost �sed�eho obrazu p�ri volb�e
"
Euclidean\ je po�c��t�ana vztahem

R =
1

j@2j

X

s� t

(xs � xt )2:

Hrubost ve vertik�aln�� a horizont�aln��m sm�eru (resp. diagon�a ln�� hrubost) je k cel-
kov�e hrubosti ve stejn�em vztahu jako u �cernob��l�eho obra zu.

Pro barevn�y obraz jsou vzorce obm�en�eny n�asledovn�e:

R =
1

j@2j

X

s� t

�
xs;1 + xs;2 + xs;3 � xt; 1 � xt; 2 � xt; 3

3

� 2

:

Pro volbu
"
Absolute deviation\ pracujeme ve vzorc��ch pro v�ypo�cet hrubosti s ab-

solutn�� hodnotou m��sto druh�e mocniny. Tedy pro �sed�y obraz je celkov�a hrubost

R =
1

j@2j

X

s� t

jxs � xt j;

zat��mco pro barevn�y obraz

R =
1

j@2j

X

s� t

�
�
�
�
xs;1 + xs;2 + xs;3 � xt; 1 � xt; 2 � xt; 3

3

�
�
�
� :
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P�ri volb�e
"
Neighbourhood\ nahrad��me absolutn�� hodnotu (resp. druhou mocninu)

funkc�� I k , kter�a je de�nov�ana n�asledovn�e:

I k(x1; x2) =

(
0; kdy�z jx1 � x2j � k;

1; kdy�z jx1 � x2j > k:
(6.1)

Tedy pro �sed�y obraz

R =
1

j@2j

X

s� t

I k(xs; xt )

a pro barevn�y obraz

R =
1

j@2j

X

s� t

I k(
xs;1 + xs;2 + xs;3

3
;
xt; 1 + xt; 2 + xt; 3

3
);

kde k je hodnota vypln�en�a v poli "Max. di�erence". Posledn�� �c �ast okna vlast-
nosti

"
Pixel distribution\ popisuje rozd�elen�� intenzit bod�u v obraze. V p�r��pad�e

�cernob��l�eho obrazu jsou pouze vyps�any po�cty b��l�ych
"
White pixel count\ a po�cty

�cern�ych
"
Black pixel count\ bod�u. V p�r��pad�e �sed�eho obrazu je zobra zen his-

togram hodnot f xsgs2 S. Pro barevn�y obraz jsou zobrazeny �cty�ri histogramy.
Prvn�� je pro �urovn�e �sedi v obraze f (xs;1 + xs;2 + xs;3)=3gs2 S, zat��mco dal�s�� t�ri
jsou pro jednotliv�e barevn�e komponenty (�cervenou, zelenoua modrou) obrazu
f xs;i gs2 S; pro i 2 f 1; 2; 3g.

Obrazy m�u�zeme nejenom ukl�adat do soubor�u typu
"
jpg\ nebo

"
png\, ale tak�e

exportovat do textov�eho souboru. Po v�yb�eru
"
Image! Export To Text\ z menu

nebo
"
Export To Text\ z pop-up menu se otev�re okno ulo�zen�� souboru, ve kter�em

zvol��te n�azev souboru pro ulo�zen��. Export obrazu do textov�eho souboru je mo�zn�e
tak�e vyvolat pomoc�� kl�avesov�e zkratky

"
CTRL + T\. Ve v�ysledn�em souboru

je pak ka�zd�y �r�adek obrazu reprezentov�an jedn��m �r�adk em textu, kde jednotliv�e
intenzity jsou odd�eleny mezerou. Pro ka�zd�y bod s 2 S v �cernob��l�em obraze je
v souboru ulo�zena hodnotaxs - tj. 0 (�cern�a) nebo 1 (b��l�a barva). Pro ka�zd�y bod
v �sed�em obraze je v souboru ulo�zena p�rirozen�e �c��slo xs s hodnotou od0 (�cern�a)
do 255 (b��l�a barva). Ka�zd�y bod barevn�eho obrazu je v souboru rep rezentov�an
hodnotou 2562xs;1 + 256xs;2 + xs;3 v hexadecim�aln�� podob�e - nap�r��klad 0 (�cern�a)
neboffffff (b��l�a barva).

Volba
"
Image ! Distance\ z menu umo�z�nuje m�e�rit vzd�alenost mezi dv�ema

obrazy. V prvn��m kroku je pot�reba vyplnit hodnoty
"
Image 1\ a

"
Image 2\,

kter�e ud�avaj�� po�rad�� z�alo�zek obraz�u, jejich�z vzd�a lenost chceme m�e�rit. (Obrazy na
t�echto z�alo�zk�ach mus�� b�yt stejn�eho typu.) N�asledn�e j e otev�reno okno s vypo�ctenou
vzd�alenost��. Pro �cernob��l�y obraz okno obsahuje t�ri infor mace:

�
"
Misclassi�ed pixels\ - po�cet bod�u v obrazech kter�e maj�� rozd� �lnou intenzitu

�
"
White converted to black\ - po�cet bod�u, kter�e v obraze

"
Image 1\ maj��

b��lou barvu, zat��mco v obraze
"
Image 2\ maj�� barvu �cernou.

�
"
Black converted to white\ - po�cet bod�u, kter�e v obraze

"
Image 1\ maj��

�cernou barvu, zat��mco v obraze
"
Image 2\ maj�� barvu b��lou.

Vzd�alenost �sed�ych a barevn�ych obraz�u je po�c��t�ana v z� avislosti na volb�e
"
Dis-

tance type\, kde m�u�zeme zvolit 3 hodnoty:
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�
"
Euclidean\

�
"
Absolute deviation\

�
"
Neighbourhood\ - pro kterou je je�st�e mo�zn�e zvolit hodnotu

"
Max. di�e-

rence\, kter�a �r��k�a, jak velk�y m�u�ze b�yt rozd��l v intenzit �ach bod�u, abychom
je pova�zovali za

"
shodn�e\

Vzd�alenost �sed�ych obraz�u x a y p�ri volb�e
"
Euclidean\ je po�c��t�ana podle vztahu

D =
1

MN

X

s2 S

(xs � ys)2:

Pro barevn�y obraz je vzorec obm�en�en n�asledovn�e:

D =
1

MN

X

s2 S

�
xs;1 + xs;2 + xs;3 � ys;1 � ys;2 � ys;3

3

� 2

:

Pro volbu
"
Absolute deviation\ pracujeme ve vzorci pro v�ypo�cet vzd�alenosti s ab-

solutn�� hodnotou m��sto druh�e mocniny. Tedy pro �sed�y obraz je

D =
1

MN

X

s2 S

jxs � ysj;

zat��mco pro barevn�y

D =
1

MN

X

s2 S

�
�
�
�
xs;1 + xs;2 + xs;3 � ys;1 � ys;2 � ys;3

3

�
�
�
� :

P�ri volb�e
"
Neighbourhood\ nahrad��me absolutn�� hodnotu (resp. druhou mocninu)

funkc�� I k de�novanou v (6.1). Tedy pro �sed�y obraz

D =
1

MN

X

s2 S

I k(xs; ys);

a pro barevn�y obraz

D =
1

MN

X

s2 S

I k(
xs;1 + xs;2 + xs;3

3
;
ys;1 + ys;2 + ys;3

3
);

kde k je hodnota vypln�en�a v poli "Max. di�erence".
Aplikaci je mo�zn�e ukon�cit pomoc�� volby

"
Image! Exit\ z menu nebo kl�ave-

sovou zkratkou
"
CTRL + Q\.

6.3 Barevn�e zm�eny obrazu
�C�ast menu spadaj��c�� pod hlavn�� polo�zku

"
Color\ umo�z�nuje prov�ad�et operace, p�ri

kter�ych m�en��me bud ' typ obrazu a nebo barvy jednotliv�ych bod�u v obraze. Ka�zd�y
�ukon prov�ad�en�y z t�eto �c�asti menu vyu�zije obraz x o velikosti M � N z aktivn��
z�alo�zky a vytvo�r�� novou z�alo�zku na n���z um��st�� modi�ko van�y obraz y o stejn�e
velikosti M � N .
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Konverze typ�u obrazu
Volby spadaj��c�� do sekce menu

"
Color ! Convert To\ umo�z�nuj�� p�revod obraz�u

mezi jednotliv�ymi typy. M�en��me{li barevn�y obraz x = f x s = ( xs;1; xs;2; xs;3) 2
f 0; 1; : : : ; 255g3gs2 S na �sed�y, je v�ystupem nov�y obraz y = f ys 2 f 1; : : : ; 255ggs2 S

, pro kter�y plat��

ys = 0:299� xs;1 + 0:587� xs;2 + 0:114� xs;3; pro ka�zd�y s 2 S:

Konstanty pou�zit�e ve vztahu re
ektuj�� citlivost lidsk�eho oka na jednotliv�e slo�zky
RGB reprezentace obrazu. P�rev�ad��me{li �sed�y obraz x = f xs 2 f 1; : : : ; 255ggs2 S

na �cernob��l�y, jsme po�z�ad�ani o vypln�en�� prahu
"
Threshold\ z intervalu (0; 1) od

kter�eho je obraz p�rev�ad�en na b��lou barvu. V�ysledn�y obra z y = f ys 2 f� 1; 1ggs2 S

pak je

ys =

(
� 1; jestli�ze xs < 256T;

1; jestli�ze xs � 256T;

kde T je zvolen�y pr�ah. Barevn�y obraz je konvertov�an na �ce rnob��l�y tak, �ze je
nejprve p�reveden na �sed�y a n�asledn�e p�reveden na �cernob��l�y se zvolen�ym prahem.
V obr�acen�em sm�eru konverze nem�a vliv na vzhled obrazu. Pro p�revod �cernob��l�eho
obrazu na �sed�y plat��

ys =

(
0; jestli�ze xs = � 1;

255; jestli�ze xs = 1:

Pro p�revod �sed�eho obrazu na barevn�y plat��

ys;i = xs; pro ka�zd�e i 2 f 1; 2; 3g a s 2 S:

Konverzi typu obrazu je tak�e mo�zn�e spustit pomoc�� voleb v sekci
"
Convert To\

pop-up menu s t��m rozd��lem, �ze pr�ah pro p�revod na �cernob��l �y obraz je pevn�e
nastaven naT = 0:5.

Odd�elen�� barevn�ych slo�zek obrazu
Barevn�y obraz x = f x s = ( xs;1; xs;2; xs;3) 2 f 0; 1; : : : ; 255g3gs2 S se skl�ad�a ze t�r��
slo�zek.

� �Cerven�e x 1 = f xs;1gs2 S

� Zelen�e x 2 = f xs;2gs2 S

� Modr�e x 3 = f xs;3gs2 S

Sekce menu
"
Color ! Separate\ umo�z�nuje odd�elit z obrazu jednotliv�e barevn�e

komponenty. Neboli v�ysledn�ym obrazem jey = x 1 chceme{li odd�elit �cervenou
slo�zku, y = x 2 chceme{li odd�elit zelenou slo�zku a y = x 3 chceme{li odd�elit
modrou slo�zku.

Pokus��me{li se odd�elit barevn�e komponenty z �cernob��l�eho n ebo �sed�eho obrazu,
je obraz nejd�r��ve p�reveden na barevn�y, ze kter�eho je n�asledn�e komponenta odd�e-
lena.

91



Prosv��cen�� obrazu
Volbou

"
Colors ! Translucent\ vytvo�r��me obraz, kter�y se jev�� jako prosv��c en�y.

Tohoto efektu dos�ahneme tak, �ze v�sechny intenzity posuneme
"
na p�ul cesty\

k maxim�aln�� intenzit�e. Pro �sed�y obraz tedy

ys = 128 +
j xs

2

k
; pro ka�zd�e s 2 S;

kde symbolb�c zna�c�� celou �c�ast �c��sla. U barevn�eho obrazu plat�� tento v ztah pro
ka�zdou ze t�r�� barevn�ych komponent obrazu.

6.4 Transformace obrazu

Transformacemi jsou my�sleny takov�e zm�eny obrazu, kter�em�en�� polohu jednotli-
v�ych bod�u v obraze, nicm�en�e ponech�avaj�� jejich barvu.

�Umluva 6.1:

Vzhledem k tomu, �ze v t�eto sekci bude kladen v�et�s�� d�uraz n a polohu bod�u
ne�z na samotnou hodnotu intenzity, budeme pro intenzity v jednotliv�ych bodech
pou�z��vat m��sto ozna�cen�� xs; s = ( i; j ) 2 S p�r��mo z�apis x(i; j ). Budeme p�ritom
p�redpokl�adat, �ze body x(i; j ) jsou v obraze uspo�r�ad�any n�asleduj��c��m zp�usobem:

x(1; 1) x(1; 2) x(1; 3) � � � x(1; N )
x(2; 1) x(2; 2) x(2; 3) � � � x(2; N )
x(3; 1) x(3; 2) x(3; 3) � � � x(3; N )

...
...

...
. . .

...
x(M; 1) x(M; 2) x(M; 3) � � � x(M; N )

Tedy stejn�e jako jsou b�e�zn�e indexov�any matice. �

Oto�cen�� je takov�a transformace, p�ri kter�e obraz x = f xs 2 Ggs2 S o rozm�erech
M � N p�revedeme na obrazy = f ys 2 Ggs2 S0 o velikosti N � M . Pro oto�cen�� ve
sm�eru hodinov�ych ru�ci�cek plat��

y(i; j ) = x(M � j + 1; i ); pro v�sechna (i; j ) 2 S0;

zat��mco pro oto�cen�� proti sm�eru hodinov�ych ru�ci�cek pla t��

y(i; j ) = x(j; N � i + 1) ; pro v�sechna (i; j ) 2 S0:

Oba typy oto�cen�� obrazu je mo�zn�e prov�est ze sekce menu
"
Transform ! Rotate\.

Aplikace tak�e umo�z�nuje zam�enit zrcadlov�e strany obrazu, p �r��padn�e prov�est
stejnou transformaci ve vertik�aln��m sm�eru pomoc�� voleb v sekci menu

"
Transfor-

mation ! Flip\. Obraz x = f xs 2 Ggs2 S o rozm�erech M � N je pak p�reveden
na stejn�e velk�y obraz y = f ys 2 Ggs2 S. V p�r��pad�e horizont�aln�� zrcadlov�e z�am�eny
stran plat��

y(i; j ) = x(i; N � j + 1) ; pro v�sechna (i; j ) 2 S;

zat��mco ve vertik�aln�� variant�e plat��

y(i; j ) = x(M � i + 1; j ); pro v�sechna (i; j ) 2 S:
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Posledn�� transformac�� obrazu je zm�ena jeho m�e�r��tka (vo lba
"
Transformation

! Rescale\ z menu), p�ri kter�em u�zivatel mus�� nejd�r��ve zada t parametr
"
Rescale

coe�cient\ (ve vzorc��ch ozna�cov�an R), kter�y ur�cuje kolikr�at v�et�s�� m�a b�yt v�ysledn�y
obrazy = f ys 2 Ggs2 S0 ne�z obrazx = f xs 2 Ggs2 S na aktivn�� z�alo�zce. Ozna�c��me{
li ei (resp ej ) celou �c�ast pod��lu i=R (resp j=R) a bi = i=R � ei (resp bj = j=R � ej ),
pak body obrazuy jsou d�any n�asleduj��c��m v�a�zen�ym pr�um�erem:

y(i; j ) = bibjx (ei; ej )+(1 � bi)bjx (ei +1;ej )+ bi(1� bj )x(ei; ej +1)+(1 � bi)(1� bj )x(ei +1;ej +1) ;

pro v�sechna (i; j ) 2 S0.

6.5 Dopln�en�� �sumu do obrazu

Pomoc�� voleb ze sekce menu
"
Noise\ m�u�zeme do obrazu p�ridat �sum, tak aby-

chom n�asledn�e mohli vyzkou�set n�ekterou z metod pro odstran�en�� �sumu. Apli-
kace umo�z�nuje zaml�zit obraz dv�ema zp�usoby. Nez�avisl�y m n�ahodn�ym �sumem, p�ri
kter�em je ka�zd�y bod s p�redem zvolenou pravd�epodobnost�� obm�en�en, p�ri�cem�z
zm�ena dan�eho bodu nez�avis�� na tom, zda byl zm�en�en (a jak) libovoln�y jin�y bod
v obraze. Druhou mo�znost�� je aplikace konvolu�cn��ho �ltru na p �uvodn�� obraz.

Multiplikativn�� bin�arn�� model
Princip tohoto zaml�zen�� obrazu je pops�an v p�r��kladu 2.5. Obr az na aktivn�� z�alo�zce
m�u�zeme zaml�zit multiplikativn��m bin�arn��m modelem z menu pomoc� � volby

"
Noise

! Black & White\. Po v�yb�eru t�eto volby se otev�re okno, ve kter� em zad�ame prav-
d�epodobnost zm�eny b��l�eho bodu na �cern�y (resp. pravd�e podobnost zm�eny �cern�eho
bodu na b��l�y) a n�asledn�e spust��me v�ypo�cet pomoc�� tla�c� �tka

"
OK\. V p�r��pad�e, �ze

na aktivn�� z�alo�zce nen�� �cernob��l�y obraz, je nejd�r��v ob raz konvertov�an na �cernob��l�y
a n�asledn�e zaml�zen.

Aditivn�� �sum s norm�aln��m rozd�elen��m - �sed�y obraz
Princip tohoto zaml�zen�� obrazu je pops�an v p�r��kladu 2.6. �Sed�y obraz na aktivn��
z�alo�zce m�u�zeme zaml�zit aditivn��m modelem z menu pomoc�� volb y

"
Noise! Gray

Scale\. Po v�yb�eru t�eto volby se otev�re okno, ve kter�em zad�ame pravd�epodobnost
p s jakou bude ka�zd�y bod obm�en�en a sm�erodatnou odchylku � chyby, kter�a bude
p�ri�ctena k p�uvodn�� hodnot�e. N�asledn�e spust��me v�ypo �cet pomoc�� tla�c��tka

"
OK\.

K intenzit�e ka�zd�eho bodu s 2 S p�uvodn��ho obrazu X je s pravd�epodobnost��
p p�ri�ctena hodnota 255 � � � G, kde G zna�c�� n�ahodnou veli�cinu s normovan�ym
norm�aln��m rozd�elen��m. V�ysledn�a intenzita je zaokrouhlena, p �r��padn�e o�r��znuta do
intervalu < 0; 255> . V p�r��pad�e, �ze na aktivn�� z�alo�zce nen�� �sed�y obraz, je nejd�r��v
obraz konvertov�an na �sed�y a n�asledn�e zaml�zen.

Aditivn�� �sum s norm�aln��m rozd�elen��m - barevn�y obraz
Aditivn�� �sum do barevn�eho obrazu p�rid�ame tak, �ze dopln��me aditivn�� �sum ke
ka�zd�e jeho barevn�e slo�zce. Barevn�y obraz na aktivn�� z�a lo�zce m�u�zeme zaml�zit
aditivn��m modelem s norm�aln��m rozd�elen��m z menu pomoc�� volby

"
Noise !

Color Scale\. Po v�yb�eru t�eto volby se otev�re okno, ve kter�e m rovn�e�z zad�ame
pravd�epodobnost p s jakou bude ka�zd�y bod obm�en�en a sm�erodatnou odchylku �
chyby, kter�a bude p�ri�ctena k p�uvodn�� hodnot�e. N�asled n�e spust��me v�ypo�cet po-
moc�� tla�c��tka

"
OK\. V p�r��pad�e, �ze na aktivn�� z�alo�zce nen�� barevn�y obr az, pak je

nejd�r��v obraz konvertov�an na barevn�y a n�asledn�e zaml�z en.
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Konvoluce
Princip konvoluce je pops�an v z�av�eru sekce 1.2. Konvoluci obrazu na aktivn��
z�alo�zce m�u�zeme prov�est z menu pomoc�� volby

"
Noise ! Convolve\. Po v�yb�eru

t�eto volby se otev�re okno, ve kter�em m�u�zeme zadat j�adro konvoluce a n�asledn�e
spustit v�ypo�cet konvoluce pomoc�� tla�c��tka

"
OK\. J�adro konvoluce je mo�zn�e vy-

plnit jak ru�cn�e p�r��mo do matice v horn�� �c�asti okna, tak vyg enerovat pomoc��
tla�c��tka

"
Generate weights\. Tvar vygenerovan�e maticeW = f wij g je d�an nas-

taven��m voleb
"
Kernel shape\,

"
Kernel type\ a

"
Diameter\. Volby

"
Diameter\

(budeme zna�cit d) a
"
Kernel shape\ ur�cuj�� oblast, kde bude j�adro nab�yvat nenu lo-

v�ych hodnot, zat��mco volba
"
Kernel type\ ovliv�nuje velikost jednotliv�ych vah

v j�ad�re. V p�r��pad�e �ze zvol��me
"
Kernel shape = Square\, potom jsou nenulov�e

v�sechny v�ahy, pro jejich�z indexy ( i; j ) plat�� ji j � d a jj j � d. Zvol��me{li
"
Kernel

shape = Circle\, potom jsou nenulov�e v�sechny v�ahy, pro jejich�z indexy ( i; j ) plat��p
i2 + j 2 � d. P�ri volb�e

"
Kernel type = Uniform\ je v�sem vah�am, kter�e maj�� b�yt

nenulov�e, p�rid�elena hodnota wij = 1, zat��mco p�ri volb�e
"
Kernel type = Gaussian\

jsou v�ahy, kter�e maj�� b�yt nenulov�e, nastaveny na wij = expf� 3(i2+ j 2)=d2g. Algo-
ritmus pro v�ypo�cet konvoluce v�zdy pou�z��v�a normovan�e j� adro W � , kter�e spl�nujeP

i

P
j w�

ij = 1.

6.6 N�ahodn�y v�yb�er z Isingova modelu

P�r��klad 2.2 popisuje Ising�uv model jako speci�aln�� p�r��pad Gibb sova tvaru n�ahod-
n�ych pol��. Obr�azky pro tento p�r��klad byly vygenerov�any po moc�� aplikace, kterou
popisujeme, konkr�etn�e pomoc�� volby

"
Generate ! Ising model\. Pro vygene-

rov�an�� po�zadovan�eho n�ahodn�eho obrazu je pot�reba za dat informace, kter�e jsou
rozd�eleny do t�r�� �c�ast��:

� Image resolution - Rozm�ery vygenerovan�eho obrazu

� Formula - De�nice n�ahodn�eho pole, ze kter�eho je obraz generov�an

� Algorithm - Parametry simula�cn��ho algoritmu pro generov�an�� obrazu

Parametry
"
Weight\ a

"
Height\ sekce

"
Image resolution\ ud�avaj�� rozm�ery vy-

generovan�eho obrazu v bodech. V�ysledn�y �cernob��l�y obraz x = f xs 2 f� 1; 1ggs2 S

je vybr�an z n�ahodn�eho pole, kter�e je dan�e energi��

K = K n + K d = � 
 n

X

sn� t

xsxt � 
 d

X

s d� t

xsxt ;

kde symbol s n� t zna�c�� dvojice bod�u s; t 2 S, kter�e jsou sousedy v syst�emu
soused�u @1 dan�eho vztahem (2.5) pro volbu konstantyc = 1 (sousedi v hori-

zont�aln��m a vertik�aln��m sm�eru), zat��mco symbol s d� t zna�c�� dvojice bod�u, kter�e
jsou sousedy v syst�emu@2 (pro c = 2), ale nejsou sousedy v@1 (tedy sousedn��
body po diagon�al�ach). Konstanty 
 n a 
 d jsou hodnoty zad�avan�e u�zivatelem do
pol��

"
Neighbour coe�cient\ ( 
 n) a

"
Diagonal coe�cient\ ( 
 d).

Obraz je vygenerov�an pomoc�� Gibbsova algoritmu (viz sekci 2.6), p�ri�cem�z
�uvodn�� obraz x (0) v generovan�em �ret�ezci je zvolen tak, �ze ka�zd�y jeho bod je
s pravd�epodobnost�� 1=2 zvolen b��l�y a s pravd�epodobnost�� 1=2 �cern�y nez�avisle
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na tom, jak�ych hodnot nab�yvaj�� ostatn�� body. Parametr
"
Number of iterations\

speci�kuje, kolik krok�u Gibbs�uv algoritmus provede, ne�z vr�at �� v�ysledn�y obraz,
neboli kolikr�at bude vybr�an jeden bod z obrazu a nastavena jeho hodnota na
z�aklad�e lok�aln�� charakteristiky dan�e energi�� E . Za�skrtneme{li volbu

"
Exact samp-

ling\, potom je zanedb�ana hodnota v poli
"
Number of iterations\ a je genero-

v�an dostate�cn�e dlouh�y �ret�ezec, abychom dostali skute�cn�e obraz, kter�y poch�az��
z n�ahodn�eho pole dan�eho energi�� E . Metoda

"
Exact sampling\ je pops�ana v n�a-

sleduj��c��m odstavci. Podrobn�ej�s�� popis i s teoretick�ymi z� aklady najdete v kapi-
tole 3.

Exact sampling
P�ri volb�e

"
Exact sampling\ generujeme dva �ret�ezcex w(i ) a x b(i ) paraleln�e. Po�c�a-

te�cn�� obraz x w(0) je nastaven cel�y b��l�y ( xw(0)
s = 1 pro v�sechna s 2 S), zat��mco

po�c�ate�cn�� obraz x b(0) pro druh�y �ret�ezec je nastaven cel�y �cern�y ( xb(i )
s = � 1 pro

v�sechna s 2 S). V ka�zd�em kroku Gibbsova algoritmu je pou�zita
"
stejn�a n�ahoda\

pro obm�en�en�� obou obraz�u.
"
Stejnou n�ahodou\ mysl��me dv�e v�eci. Za prv�e, v ka�z-

d�em kroku i m�en��me stejn�y bod s(i ) 2 S v obou �ret�ezc��ch. Za druh�e uva�zujme,
�ze v kroku i se algoritmus rozhodl obm�enit bods 2 S, rozd�elen�� intenzity
xw(i )

s je d�ano pravd�epodobnost�� volby �cern�e barvy pw(i )
s a rozd�elen�� intenzity xb(i )

s

v druh�em �ret�ezci je d�ano pravd�epodobnost�� volby �cern �e barvy pb(i )
s . Algoritmus

nejd�r��ve vygeneruje hodnotu u(i ) z rovnom�ern�eho rozd�elen�� na intervalu (0 ; 1),
zvol�� �cernou barvu pro bod xw(i )

s jestli�ze u(i ) < pw(i )
s (b��lou barvu jinak) a ob-

dobn�e zvol�� v druh�em �ret�ezci �cernou barvu pro bod xb(i )
s jestli�ze u(i ) < p b(i )

s (b��lou
barvu jinak). Algoritmus skon�c�� ve chv��li, kdy plat�� x w(n) = x b(n) . Tento obraz
je pak vr�acen jako v�ystup. Teoretick�e z�aklady k tomuto pos tupu jsou pops�any
v sekci 4.4 knihy [37].

Gibbs�uv model
Volba

"
Generate! Gibbs Model\ umo�z�nuje vygenerovat �cernob��l�y obraz z obe c-

n�ej�s��ho modelu ne�z je Ising�uv. Zobecn�en�� spo�c��v�a v to m, �ze nejsme omezeni na
nejbli�z�s�� sousedy v horizont�aln��, vertik�aln��m a diagon�aln� �m sm�eru, ale m�u�zeme za-
dat v�ahy energie n�ahodn�eho pole i pro vzd�alen�ej�s�� sousedy. Parametry zad�avan�e
v �c�astech

"
Image resolution\ a

"
Algorithm\ maj�� stejn�y v�yznam jako p�ri ge-

nerov�an�� Isingova modelu. V �c�asti
"
Formula\ zad�av�ame jednu celkovou v�ahu


 v poli
"
Neighbour coe�cient\ a matici vah � = f 
 r;s g po stisknut�� tla�c��tka

"
Neighbour weights\. Energie n�ahodn�eho pole pro generovan�y obraz x = f x(i;j ) 2

f� 1; 1gg(i;j )2 S je d�ana vztahem

K = � 

X

(i;j )2 S

X

(k;l )2 S


 i � k;j � lx(i;j )x(k;l ) :

Sou�cin vah 

 r;s tak ud�av�a m��ru, jakou je v modelu penalizov�an rozd��l v inten-
zit�ach bod�u, kter�e jsou v�u�ci sob�e posunuty o r bod�u ve vertik�aln��m sm�eru a s
bod�u ve sm�eru horizont�aln��m.

Vygenerov�an�� obrazu jak z Isingova modelu tak z obecn�ej�s��ho Gibbsova mo-
delu spust��me tla�c��tkem

"
OK\ v okn�e, kde zad�av�ame parametry modelu a algo-

ritmu. Po spu�st�en�� je ve spodn�� �c�asti okna (vpravo na st avov�e li�st�e) zobrazen stav
�ulohy. V p�r��pad�e, �ze nen�� za�skrtnuta volba

"
Exact sampling\, je zobrazeno pro-

cento iterac��, kter�e ji�z byly vykon�any. Naopak, je{li volba z a�skrtnuta zobrazuje se
procento bod�u s 2 S, pro kter�e v aktu�aln��m kroku plat�� xw(i )

s = xb(i )
s . B�eh �ulohy

je mo�zn�e zastavit z menu pomoc�� volby
"
Run ! Interupt\.
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6.7 Rekonstrukce obrazu a detekce hran

Nejd�ule�zit�ej�s�� �c�ast�� aplikace jsou n�astroje pro odst ran�en�� �sumu z obrazu, tedy �c�ast
menu

"
Restore\. Dostupn�e jsou t�ri algoritmy:

� Simulated anealing - metoda simulovan�eho �z��h�an�� zalo�zen�a bud ' na Gibb-
sov�e nebo na Metropolisov�e-Hastingsov�e algoritmu (volba

"
Restore! Si-

mulated Anealing\)

� Steepest descent - postup, kter�y v ka�zd�e iteraci minimalizuje lok�aln��
charakteristiku n�ahodn�eho pole (volba

"
Restore! Steepest descent\)

� Threshold method - metoda simulovan�eho �z��h�an�� aplikovan�a na �cernob��l�e
obrazy, kter�e z��sk�ame prahov�an��m p�uvodn��ho obrazu (vo lba

"
Restore !

Threshold method\)

Simulated anealing
Metoda simulovan�eho �z��h�an�� je pops�ana v sekci 2.8. Jde o obm�enu Metropolisova-
Hastingsova p�r��padn�e Gibbsova algoritmu (oba jsou pops�any v sekci 2.6). Im-
plementovan�y algoritmus generuje �ret�ezec obraz�u, kter�y za�c��n�a obrazem na ak-
tivn�� z�alo�zce a konverguje k nejpravd�epodobn�ej�s��mu ob razu zvolen�eho n�ahodn�eho
pole (obraz s potla�cen�ym �sumem). Pro metodu simulovan�eho �z��h�an�� zad�av�ame
parametry, kter�e jsou rozd�eleny do �cty�rech sekc�� -

"
Formula\,

"
Algorithm\,

"
Cool-

ing schema\ a
"
Visiting schema\.

V sekci
"
Formula\ jsou parametry, kter�e de�nuj�� energii (n�ahodn�e ho pole),

kterou chceme minimalizovat. Obraz, ze kter�eho chceme odstranit �sum, budeme
zna�cit x a hledan�y obraz bez �sumuy . Zad�avan�e parametry jsou:

� Smoothness - parametr ovliv�nuj��c�� hladkost obrazu ve vertik�aln��m a hori-
zont�aln��m sm�eru (budeme zna�cit 
 n )

� Diagonal smoothness - parametr ovliv�nuj��c�� hladkost obrazu v diagon�al-
n��ch sm�erech (budeme zna�cit 
 d)

� Deviation - parametr ovliv�nuj��c�� shodu obrazu bez �sumu se vstupn��m
obrazem, ze kter�eho �sum odstra�nujeme (budeme zna�cit� )

� Brightness - parametr, kter�ym m�u�zeme zp�usobit preferenci sv�etlej� s��ho,
p�r��padn�e tmav�s��ho, obrazu (budeme zna�cit � )

� Distance - roletov�y v�yb�er, kter�y ur�cuje jak�ym zp�usobem bude m� e�rena
vzd�alenost mezi intenzitami jednotliv�ych bod�u v obraze v de�n ici energie
(nevyu�z��v�a se pro �cernob��l�e obrazy x )

� Max. di�erence - hodnota, kter�a je pou�zita pouze v p�r��pad�e, �ze pole
"
Dis-

tance\ je nastaveno na hodnotu
"
Neighbourhood\. Tato hodnota ud�av�a, jak

moc se m�u�ze li�sit intenzita dvou bod�u, mezi kter�ymi m�e�r��m e vzd�alenost,
abychom je pova�zovali za shodn�e (budeme zna�citN ; nevyu�z��v�a se pro
�cernob��l�e obrazy x )

� Boundaries - za�skrt�avac�� pol���cko, kter�e umo�z�nuje zahrnout de tekci hran
do modelu (nevyu�z��v�a se pro �cernob��l�e obrazy x )
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� Boundary penalty - hodnota, kter�a je pou�zita pouze v p�r��pad�e, �ze je
za�skrtnut�e pol���cko

"
Boundaries\. V takov�em p�r��pad�e ud�av�a jakou hodnotou

je penalizov�ano to, �ze mezi dv�ema sousedn��mi body vede hrana (budeme
zna�cit B ; nevyu�z��v�a se pro �cernob��l�e obrazy x )

V p�r��pad�e, �ze obraz x = f xs 2 f� 1; 1ggs2 S je �cernob��l�y, pak energie hledan�eho
obrazu y je ve tvaru

K = 
 n

X

sn� t

ysyt � 
 d

X

s d� t

ysyt � �
X

s2 S

ysxs � �
X

s2 S

ys; (6.2)

kde symbol s n� t zna�c�� dvojice bod�u s; t 2 S, kter�e jsou sousedy v syst�emu
soused�u @1 dan�eho vztahem (2.5) pro volbu konstantyc = 1 (sousedi v hori-

zont�aln��m a vertik�aln��m sm�eru), zat��mco symbol s d� t zna�c�� dvojice bod�u, kter�e
jsou sousedy v syst�emu@2 (pro c = 2), ale nejsou sousedy v@1 (tedy sousedn��
body po diagon�al�ach). V p�r��pad�e, �ze obraz x = f xs 2 f 0; : : : ; 255ggs2 S je �sed�y
nebox = f xs 2 f 0; : : : ; 255g3gs2 S je barevn�y, tak energie hledan�eho obrazuy je
ve tvaru

K = 
 n

X

sn� t

�
(1 � est)d(ys; yt ) + Best

�
� 
 d

X

s d� t

�
(1 � est )d(ys; yt ) + Best

�

� �
X

s2 S

d(xs; ys) � �
X

s2 S

ys;

kde d(x; y) zna�c�� funkci, kter�a penalizuje rozd��lnost intenzit x a y a z�avis�� na
volb�e parametru

"
Distance\, zat��mco est jsou prom�enn�e, kter�e identi�kuj��, zda je

mezi bodys 2 S a t 2 S hrana. Pro est plat��

est =

(
0; jestli�ze jjys � yt jj < B;

1; jestli�ze jjys � yt jj � B:

V p�r��pad�e, kdy nen�� za�skrtnut�e pol���cko
"
Boundaries\ jsou v�sechny hodnotyest

nastaveny naest � 0.
V poli

"
Distance\ m�u�zeme vybrat hodnoty

"
Euclidean\,

"
Absolute deviation\

a
"
Neighbourhood\ . P�ri volb�e

"
Euclidean\ je funkce d(�; �) d�ana vztahem

d(x; y) = ( x � y)2

pro �sed�y obraz a

d(x ; y ) =
3X

i =1

(x(i ) � y(i ))2

pro obraz barevn�y. P�ri volb�e
"
Absolute deviation\ je funkced(�; �) d�ana vztahem

d(x; y) = jx � yj

pro �sed�y obraz a

d(x ; y ) =
3X

i =1

jx(i ) � y(i ) j
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pro obraz barevn�y. P�ri volb�e
"
Neighbourhood\ pro funkci d(�; �) plat��

d(x; y) =

(
0; jestli�ze jx � yj < N;

1; jestli�ze jx � yj � N;

pro �sed�y obraz a

d(x; y) =

(
0; jestli�ze

P 3
i =1 jx(i ) � y(i ) j < N;

1; jestli�ze
P 3

i =1 jx(i ) � y(i ) j � N;

pro obraz barevn�y.
Sekce

"
Algorithm\ nab��z�� dva parametry, kter�e ovliv�nuj�� b�eh algor itmu:

� Number of iterations - hodnota, kter�a ur�cuje d�elku vygenerovan�ych
�ret�ezc�u obraz�u, neboli ur�cuje kolikr�at je v jednom �ret� ezci n�ahodn�e vybr�an
jeden bod z obrazu a vygenerov�ana nov�a hodnota pro tento bod

� Number of threads - hodnota, kter�a ur�cuje po�cet �ret�ezc�u obraz�u, kter� e
jsou generov�any. Jestli�ze je nastavena hodnota vy�s�s�� ne�z 1, je v�ysledn�y obraz
z��sk�an jako pr�um�er (zaokrouhlen�y na cel�a �c��sla) spo�cte n�y po jednotliv�ych
bodech obraz�u, kter�e jsou v�ysledkem jednotliv�ych �ret�ez c�u

Sekce
"
Cooling Schema\ obsahuje parametry pro nastaven�� chlad��c��hosch�e-

matu � (k) (viz sekci 2.8). Logaritmick�e chlad��c�� sch�ema (volba
"
Cooling Schema

= Logarithm\) je ve tvaru

� (k) =
1

C1
log

�
k
C2

�
;

kde C1 a C2 jsou parametry zadan�e do pol�� ozna�cen�ych "Cooling parameters"a
k je iterace algoritmu. P�ri volb�e

"
Cooling Schema = Power\ je chlad��c�� sch�ema

nastaveno ve tvaru

� (k) =
1

C1

�
log(k)

C2

� � 1
k

:

Volba
"
Cooling Schema = Steepest descent\ zp�usob��, �ze v Metropolisov�e-Hasting-

sov�e algoritmu jsou akceptov�any pouze takov�e zm�eny intenzity zvolen�ych bod�u,
kter�e vedou ke sn���zen�� energie obrazu.

Posledn�� sekce parametr�u
"
Visiting schema\ �r��d�� jak�ym zp�usobem jsou navr-

hov�any nov�e hodnoty intenzit v ka�zd�em kroku Metropolisova- Hastingsova algo-
ritmu. P�ri volb�e

"
Visiting schema = Uniform\ je v ka�zd�e iteraci algoritmu vy-

br�ana hodnota intenzity pro n�ahodn�e zvolen�y bod z rovnom�e rn�eho rozd�elen�� na
mno�zin�e f 0; : : : ; 255g pro �sed�y obraz, (resp. f 0; : : : ; 255g3 pro barevn�y obraz),
kter�a je n�asledn�e s odpov��daj��c�� pravd�epodobnost�� ak ceptov�ana. P�ri volb�e

"
Visi-

ting schema = Neighbourhood\ je v ka�zd�e iteraci algoritmu vybr�ana hodnota
intenzity z rovnom�ern�eho rozd�elen�� na mno�zin�e
f max(0; ys � N ); : : : ;min(255; ys + N )g pro �sed�y obraz, (p�r��padn�e obdobn�e je vy-
br�ana hodnota pro ka�zdou slo�zku barevn�eho obrazu), kdeN je hodnota zadan�a
v poli

"
Neighbourhood\. Kone�cn�e p�ri volb�e

"
Visiting schema = Gibbs Sampling\

je nov�a hodnota navr�zena z rozd�elen�� dan�eho lok�aln�� cha rakteristikou n�ahodn�eho
pole s energi��E . V takov�em p�r��pad�e je nov�e navr�zen�a hodnota v�zdy akc eptov�ana
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(viz sekci 2.6). Gibbs�uv algoritmus v�sak nen�� z v�ypo�cetn��ch d�uvod�u pou�ziteln�y
v p�r��pad�e, kdy je v sekci

"
Formula\ za�skrtnuta volba

"
Boundaries\ nebo zvoleno

"
Distance = Neighbourhood\.

Steepest descent
Obdobn�e jako metoda simulovan�eho �z��h�an�� generuje metoda nejrychlej�s��ho ses-
tupu sekvenci obraz�u, kter�a za�c��n�a obrazem na aktivn�� z �alo�zce a konverguje k vy-
hlazen�emu obrazu. V ka�zd�em kroku zvol��me bod s 2 S obrazu, kter�y budeme
obm�e�novat, nicm�en�e novou intenzitu ys zvol��me tak, aby maximalizovala lok�aln��
charakteristiku n�ahodn�eho pole v bod�e s (resp. tak, aby minimalizovala energii
v�ysledn�eho obrazu). Na rozd��l od simulovan�eho �z��h�an�� s lo garitmick�ym chlad��c��m
sch�ematem metoda nejrychlej�s��ho sestupu nemus�� konvergovat k obrazu v glob�al-
n��m minimu optimalizovan�e energie, ale m�u�ze uv��znout v n�ekter� em z lok�aln��ch
minim.

Pozn�amka 6.2:

P�ripome�nme, �ze p�ri simulovan�em �z��h�an�� vol��me novou ho dnotu ys ve dvou
kroc��ch. V prvn��m kroku navrhneme novou hodnotu z n�ahodn�eho rozd�elen��
ur�cen�eho parametry v sekci "Visiting schema", a v druh�em ji bud' akceptujeme
nebo ponech�ame p�uvodn�� hodnotu. �

Pro metodu nejrychlej�s��ho sestupu zad�av�ame parametry ve dvou sekc��ch -

"
Formula\ a

"
Algorithm\.

V sekci
"
Formula\ jsou parametry, kter�e de�nuj�� energii (n�ahodn�e ho pole),

kterou chceme minimalizovat. Obraz, ze kter�eho chceme odstranit �sum, budeme
zna�cit x a hledan�y obraz bez �sumuy . Zad�avan�e parametry jsou:

� Smoothness - parametr ovliv�nuj��c�� hladkost obrazu ve vertik�aln��m a ho-
rizont�aln��m sm�eru (budeme zna�cit 
 n)

� Diagonal smoothness - parametr ovliv�nuj��c�� hladkost obrazu v diagon�al-
n��ch sm�erech (budeme zna�cit 
 d)

� Deviation - parametr ovliv�nuj��c�� shodu obrazu bez �sumu se vstupn��m
obrazem, ze kter�eho �sum odstra�nujeme (budeme zna�cit� )

� Brightness - parametr, kter�ym m�u�zeme zp�usobit preferenci sv�etlej� s��ho,
p�r��padn�e tmav�s��ho, obrazu (budeme zna�cit � )

� Distance - roletov�y v�yb�er, kter�y ur�cuje, jak�ym zp�usobem bude m �e�rena
vzd�alenost mezi intenzitami jednotliv�ych bod�u v obraze v de�n ici energie
(nevyu�z��v�a se pro �cernob��l�e obrazy x )

V p�r��pad�e, �ze obraz x = f xs 2 f� 1; 1ggs2 S je �cernob��l�y, pak energie hledan�eho
obrazu y je ve tvaru

K = 
 n

X

sn� t

ysyt � 
 d

X

s d� t

ysyt � �
X

s2 S

ysxs � �
X

s2 S

ys;
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kde symbol s n� t zna�c�� dvojice bod�u s; t 2 S, kter�e jsou sousedy v syst�emu
soused�u @1 dan�eho vztahem (2.5) pro volbu konstantyc = 1 (sousedi v hori-

zont�aln��m a vertik�aln��m sm�eru), zat��mco symbol s d� t zna�c�� dvojice bod�u, kter�e
jsou sousedy v syst�emu@2 (pro c = 2), ale nejsou sousedy v@1 (tedy sousedn��
body po diagon�al�ach). Ozna�cme y (k) obraz pok-t�e iteraci algoritmu. Uva�zujme,
�ze algoritmus obm�e�nuje bod s 2 S v iteraci k + 1. Pak metoda nejrychlej�s��ho
sestupu zvol�� v tomto kroku hodnotu

y(k+1)
s = � sgn�

�

 n

X

t2 @2 (s)

y(k)
t + 
 d

X

t2 @2 (s)
t=2 @1 (s)

y(k)
t + �x s + �

�

pro intenzitu v bod�e s, kde funkcesgn� je de�novan�a na mno�zin�e R=f 0g n�asle-
duj��c��m p�redpisem:

sgn� (x) =

(
� 1; pro x < 0;

1; pro x > 0:

V p�r��pad�e, �ze argument funkce sgn� vych�az�� roven 0, zvol�� algoritmus n�ahodn�e
hodnotu y(k+1)

s z rovnom�ern�eho rozd�elen�� na mno�zin�e f� 1; 1g.
V p�r��pad�e, �ze obraz x = f xs 2 f 0; : : : ; 255ggs2 S je �sed�y nebo barevn�y

x = f xs 2 f 0; : : : ; 255g3gs2 S, tak energie hledan�eho obrazuy je ve tvaru

K = 
 n

X

sn� t

d(ys; yt ) � 
 d

X

s d� t

d(ys; yt ) � �
X

s2 S

d(ys; xs) � �
X

s2 S

ys;

kde d(x; y) zna�c�� funkci, kter�a penalizuje rozd��lnost intenzit x a y a z�avis�� na
volb�e parametru

"
Distance\.

V poli
"
Distance\ m�u�zeme vybrat hodnoty

"
Euclidean\ a

"
Absolute devia-

tion\. P�ri volb�e
"
Euclidean\ je funkced(�; �) d�ana vztahem

d(x; y) = ( x � y)2

pro �sed�y obraz a

d(x ; y ) =
3X

i =1

(x(i ) � y(i ))2

pro obraz barevn�y. Nov�e navrhovan�a intenzita v iteraci k + 1 je p�ri volb�e
"
Eu-

clidean\ v �sed�em obraze d�ana vztahem

y(k+1)
s =


 n
P

t2 @2 (s) y(k)
t + 
 d

P
t2 @2 (s)
t=2 @1 (s)

y(k)
t + �x s


 n
P

t2 @2 (s) 1 + 
 d
P

t2 @2 (s)
t=2 @1 (s)

1 + �
+ �: (6.3)

Jde o v�a�zen�y pr�um�er intenzit sousedn��ch bod�u s a intenzity xs nav�y�sen�y o hodno-
tu parametru � . V p�r��pad�e, �ze hodnota y(k+1)

s nen�� celo�c��seln�a, je zaokrouhlena.
Jestli�ze vych�az�� y(k+1)

s < 0 (resp y(k+1)
s > 255), je pou�zita hodnota y(k+1)

s = 0
(resp y(k+1)

s = 255). V barevn�em obraze je vzorcem (6.3) vypo�ctena ka�zd�a jeho
barevn�a slo�zka. P�ri volb�e

"
Absolute deviation\ je funkce d(�; �) d�ana vztahem

d(x; y) = jx � yj
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pro �sed�y obraz a

d(x ; y ) =
3X

i =1

jx(i ) � y(i ) j

pro obraz barevn�y. Nov�e navrhovan�a intenzita v iteraci k + 1 je p�ri volb�e
"
Abso-

lute deviation\ volena jako v�a�zen�y medi�an ze st�avaj��c��ch int enzit soused�u bodu s
a intenzity ys (kde v�ahy jsou d�any parametry 
 n , 
 d a � stejn�e jako pro volbu

"
Eu-

clidean\) nav�y�sen�y o hodnotu parametru � . V�ysledn�a hodnota je zaokrouhlena,
p�r��padn�e

"
o�r��znuta\ do intervalu < 0; 255 > stejn�e jako p�ri volb�e

"
Euclidean\.

V barevn�em obraze je takto vypo�ctena ka�zd�a jeho barevn�a slo�zka.
Sekce

"
Algorithm\ obsahuje pouze jeden parametr

"
Number of iterations\,

kter�y ud�av�a d�elku vygenerovan�eho �ret�ezce obraz�u, n eboli ur�cuje, kolikr�at je v �re-
t�ezci n�ahodn�e vybr�an jeden bod z obrazu a ur�cena nov�a hodnota pro tento bod.

Threshold method
Posledn�� metoda prahov�an�� je vhodn�a pro �sed�e a barevn�e obrazy. Ka�zd�a barevn�a
slo�zka x obrazu na aktivn�� z�alo�zce je pak p�revedena na T �cernob��l�ych obraz�u
x (i ) ; i 2 f 1; : : : ; Tg tak, �ze plat��

x (i )
s =

(
1; jestli�ze xs + 1 > 256i=T;

� 1; jinak.

Ka�zd�y z obraz�u x (i ) je pak vyhlazen simulovan�ym �z��h�an��m a odpov��daj��c�� barevn �a
slo�zka y v�ysledn�eho vyhlazen�eho obrazu je z��sk�ana jako sou�cet

y =
256
T

 
TX

i =1

y (i )

!

� 1;

kde y (i ) jsou vyhlazen�e varianty �cernob��l�ych obraz�u x (i ) .
Parametry pro b�eh algoritmu jsou zad�av�any ve t�rech sekc��ch -

"
Formula\,

"
Algorithm\ a

"
Cooling schema\. Po�cetT vyhlazovan�ych �cernob��l�ych obraz�u je

zad�av�an v poli
"
Thresholds\ sekce

"
Algorithm\. V�yznam ostatn��ch parametr�u se

shoduje s popisem parametr�u pro simulovan�e �z��h�an��. Tvar min imalizovan�e energie
pro ka�zd�y �cernob��l�y obraz je d�an vztahem (6.2).

Odstran�en�� �sumu z obrazu pomoc�� jedn�e z popsan�ych metod spust��me tla�c��t-
kem

"
OK\ v okn�e, kde zad�av�ame parametry modelu a algoritmu. Po spu�st�en�� je

ve spodn�� �c�asti okna (vpravo na stavov�e li�st�e) zobraze n stav �ulohy, �c��m�z se mysl��
procento iterac��, kter�e ji�z byly vykon�any. B�eh �ulohy je mo �zn�e zastavit z menu
pomoc�� volby

"
Run ! Interupt\.

N�ekter�e z naprogramovan�ych algoritm�u byly pou�zity v p�r��k ladech odstran�en��
�sumu, kter�e jsou uvedeny v p�r��loze 2. Obr�azky z t�eto p�r� �lohy najdete tak�e na
p�rilo�zen�em CD v adres�a�ri

"
Priloha2\.
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Z�av�er
Diserta�cn�� pr�ace je zam�e�rena na statistick�e postupy, kt er�e jsou pou�z��v�any p�ri
zpracov�an�� dat reprezentuj��c��ch obraz. Pojedn�av�a p�r edev�s��m o n�astroj��ch pro
odstran�en�� �sumu z obrazu a n�aslednou klasi�kaci �c�ast�� o brazu. N�ekter�e z popsa-
n�ych postup�u jsou ilustrov�any na p�r��klad�e, kter�ym je iden ti�kace vad ve tkan�ych
text��li��ch. To je velice d�ule�zit�a �uloha v kontrole kvality textili� �.

Modely pro odstran�en�� �sumu z obrazu vych�az�� z Bayesovsk�eho p�r��stupu ke
statistice. Konstrukce model�u je pops�ana v druh�e kapitole. Pro volbu apriorn��ho
rozd�elen�� jsou vyu�z��v�any modely z teorie n�ahodn�ych pol� �, jako je Ising�uv nebo
Potts�uv model. V pr�aci uva�zujeme n�ekolik model�u pro

"
za�spin�en��\ obrazu. Tyto

modely p�redpokl�adaj��, �ze chyba v jednom bod�e obrazu je n�ahodn�a, ale nez�avisl�a
na chyb�e v ostatn��ch bodech obrazu.

Odhad p�uvodn��ho modelu z��sk�av�ame pomoc�� simula�cn��ch met od Markov chain
Monte Carlo (MCMC). Tyto postupy jsou pops�any v z�av�eru dru h�e kapitoly.
Teorie Markovov�ych �ret�ezc�u, kter�a je z�akladem pro vyu� z��v�an�� MCMC simulac��
je obsahem t�ret�� kapitoly. Jedn��m ze z�akladn��ch probl�em�u algoritm�u MCMC je
ur�cit �cas, od kter�eho je generovan�y �ret�ezec ji�z dosta te�cn�e bl��zko ke stacion�arn��mu
rozd�elen�� tak, aby mohl b�yt pou�zit jako reprezentativn�� v zorek. Ve t�ret�� kapitole je
proto pops�ana metoda tzv. perfektn��ho MCMC simulov�an��, kte r�a umo�z�nuje gen-
erovat stacion�arn�� Markov�uv �ret�ezec, tj takov�y �ret� ezec, jeho�z margin�aln�� rozd�elen��
jednotliv�ych prvk�u odpov��daj�� p�resn�e tomu rozd�elen��, j eho�z charakteristiky chce-
me spo�c��tat z vygenerovan�eho vzorku.

Popsan�e metody pro odstran�en�� �sumu z obrazu je mo�zn�e vyzkou�set v ap-
likaci, kter�a je p�rilo�zena k pr�aci. �Sest�a kapitola obsahuje popis pou�z��v�an�� t�eto ap-
likace. Je mo�zn�e ov�e�rit, �ze pokud do p�uvodn��ho obrazu p�r id�ame n�ahodn�y �sum, ve
kter�em chyba v ka�zd�em bod�e je nez�avisl�a na chyb�e v ostat n��ch bodech, pak napro-
gramovan�e postupy odstran�� tento �sum velice dob�re. V mnoha re�aln�ych aplikac��ch
v�sak �sum nem�a vlastnost, �ze by chyby v jednotliv�ych bodech byly nez�avisl�e. Pos-
tupy zalo�zen�e na modelech, ve kter�ych se tento p�redpoklad pou�z��v�a, nejsou pro-
to v re�aln�ych aplikac��ch tak �usp�e�sn�e jako p�ri odstra�no v�an�� �sumu s nez�avisl�ymi
slo�zkami.

�Ctvrt�a kapitola je zam�e�rena na klasi�kaci obrazu. Je zde pops�an statistick�y
p�r��stup ke klasi�kaci, kter�y je n�asledn�e aplikov�an na pr�aci s obrazy. Podrobn�e je
rozpracov�ana metoda klasi�ka�cn��ch strom�u. Vzhledem k tomu , �ze p�ri klasi�kaci
obrazu pot�rebujeme ka�zd�y z mnoha v�y�rez�u ozna�cit vhod nou texturou, je �casto
d�ule�zit�y �cas pot�rebn�y na za�razen�� zvolen�eho v�y�rez u k n�ekter�e z textur. V r�amci
t�eto kapitoly je tak�e uvedeno n�ekolik postup�u umo�z�nuj��c� �ch konstruovat stromov�e
klasi�k�atory tak, aby optimalizovaly nejenom p�resnost v�ysledn �eho klasi�k�atoru,
ale tak�e rychlost klasi�kace.

Statistick�e postupy jsou pou�zity v p�at�e kapitole k detekci va d ve tkan�ych
text��li��ch, kde je nejd�r��ve pou�zita diskr�etn�� Fourierova t ransformaci k tomu, aby-
chom z��skali vhodnou aproximaci obrazu l�atky bez vady tak, abybyla

"
�citeln�ej�s��\

pravideln�a struktura obrazu. N�asledn�e jsme identi�kovali tzv . z�akladn�� body, tj.
st�redy oblast��, kter�ymi neproch�az�� �z�adn�e vl�akno a ze z�akladn��ch bod�u jsme zjistili
sm�er a vzd�alenost vl�aken jak ve sm�eru �utku, tak ve sm�eru o snovy.

Z��skan�e charakteristiky l�atky bez vady jsme n�asledn�e pou�z ili k detekci vad
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v l�atce, u kter�e jsme si u�z nemohli b�yt jisti t��m, �ze vady neo bsahuje. Postupovali
jsme tak, �ze jsme proch�azeli jednotliv�e z�akladn�� body a porovn�avali jejich okol��
s pr�um�ern�ym okol��m z�akladn��ch bod�u v l�atce bez vad. Opro ti b�e�zn�ym metod�am
tento postup neproch�az�� obraz tak, �ze by posouval kontrolovan�y v�y�rez o n�ekolik
bod�u v horizont�aln��m nebo vertik�aln��m sm�eru, ale proch�az�� okol�� z�akladn��ch bod�u,
kter�e v�u�ci sob�e mohou b�yt posunuty i v jin�em sm�eru. V�y sledky tohoto postupu
jsme demonstrovali na obraze, kter�y obsahoval zatkan�y p�redm�et, kde uveden�y
postup p�resn�e identi�koval m��sto, kde se vada nach�az��.

Popsan�y postup detekce vad by mohl b�yt roz�s���ren i o rozpozn�av�an�� typu
vady pomoc�� klasi�ka�cn��ch strom�u. Pro vytvo�ren�� takov� ych model�u bychom v�sak
pot�rebovali z��skat b�azi nasn��man�ych obraz�u vad, kter�a by obsahovala dostate�cn�e
mno�zstv�� obraz�u pro ka�zd�y typ vady, kter�y bychom cht� eli rozpozn�avat.
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P�r��loha 1
Popis tkan�ych text��li�� ve statistick�em software R

N�azev funkce: Center points
Popis funkce: Identi�kuje souvisl�e b��l�e plochy v �cerno{b��l�em obraze a vy po�cte
st�redn�� bod pro ka�zdou z nich.
Vstupn�� parametry
X { matice typu

"
logical\; tj. �cerno{b��l�y obraz (F { �cern�a; T { b��l�a)

V�ystup
Matice o t�rech sloupc��ch, ve kter�e ka�zd�y �r�adek reprezen tuje jednu souvislou plochu
b��l�e barvy. Prvn�� dva sloupce ud�avaj�� sou�radnice st�red u plochy. Posledn�� sloupec
je velikost (po�cet bod�u) souvisl�e plochy.

Center_points<-function(X){
d<-dim(X)
coord<-cbind(rep(1:d[1],d[2]),rep(1:d[2],

each=d[1]),1:(d[1]*d[2]))
coord<-coord[as.vector(X),]
o1<-order(coord[,1]*d[2]+coord[,2])
o2<-order(coord[o1,2]*d[1]+coord[o1,1])
l<-length(table(coord[,3]))
ngrp.new<-l
ngrp.old<-ngrp.new+1
while(ngrp.old>ngrp.new){

ngrp.old<-ngrp.new
for(i in 1:(l-1)) {

if((coord[i,2]==coord[i+1,2]) &&
((coord[i,1]+1)==coord[i+1,1]))

coord[i:(i+1),3]<-min(c(coord[i,3],coord[i+1,3]))
}
for(i in (l-1):1) {

if((coord[i,2]==coord[i+1,2]) &&
((coord[i,1]+1)==coord[i+1,1]))

coord[i:(i+1),3]<-min(c(coord[i,3],coord[i+1,3]))
}
coord<-coord[o1,]
for(i in 1:(l-1)) {

if((coord[i,1]==coord[i+1,1]) &&
((coord[i,2]+1)==coord[i+1,2]))

coord[i:(i+1),3]<-min(c(coord[i,3],coord[i+1,3]))
}
for(i in (l-1):1) {

if((coord[i,1]==coord[i+1,1]) &&
((coord[i,2]+1)==coord[i+1,2]))

coord[i:(i+1),3]<-min(c(coord[i,3],coord[i+1,3]))
}
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coord<-coord[o2,]
ngrp.new<-length(table(coord[,3]))
print(ngrp.new)

}
coord<-coord[order(coord[,3]),]
t<-names(table(coord[,3]))
res<-matrix(0,ngrp.new,3)
for(i in 1:ngrp.new) {

res[i,1:2]<-
apply(as.matrix(coord[as.character(coord[,3])==t[i] ,1:2]),

2,mean)
res[i,3]<-

dim(as.matrix(coord[as.character(coord[,3])==t[i],1 :2]))[1]
}
return(res)

}
#---------------------------konec funkce------------ ---------------#

N�azev funkce: Frob dist
Popis funkce: Spo�cte Frob�eniovu vzd�alenost dvou obraz�u
Vstupn�� parametry
I1 , I2 - stejn�e velk�e matice reprezentuj��c�� (�sed�y) obraz
V�ystup
�C��slo ozna�cuj��c�� Frob�eniovu vzd�alenost obraz�u I1 a I2 .

Frob_dist<-function(I1,I2){
d<-dim(I1)
return(sqrt(sum((I1-I2)^2)/(d[1]*d[2])))

}
#---------------------------konec funkce------------ ---------------#

N�azev funkce: Frob dist2
Popis funkce: Spo�cte Frob�eniovu vzd�alenost dvou v�y�rez�u obrazu o stej n�e ve-
likosti
Vstupn�� parametry
I { matice reprezentuj��c�� (�sed�y) obraz
c1 { sou�radnice (vektor o d�elce 2) st�redu prvn�� vy�r��znut�e o blasti
c2 { sou�radnice (vektor o d�elce 2) st�redu druh�e vy�r��znut�e o blasti
s { velikost vy�r��znut�eho okol�� ke ka�zd�emu ze st�red�u c1 a c2
V�ystup
�C��slo ozna�cuj��c�� Frob�eniovu vzd�alenost v�y�rez�u obrazu I .

Frob_dist2 <- function(I,c1,c2,s){
I1<-I[(floor(c1[1])-s+1):(floor(c1[1])+s),

(floor(c1[2])-s+1):(floor(c1[2])+s)]
I2<-I[(floor(c2[1])-s+1):(floor(c2[1])+s),

(floor(c2[2])-s+1):(floor(c2[2])+s)]
return(sqrt(sum((I1-I2)^2)/(4*s^2)))

}
#---------------------------konec funkce------------ ---------------#
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N�azev funkce: Tang dist
Popis funkce: Spo�cte te�cnou vzd�alenost dvou obraz�u
Vstupn�� parametry
I1 , I2 - stejn�e velk�e matice reprezentuj��c�� (�sed�y) obraz
V�ystup
�C��slo ozna�cuj��c�� te�cnou vzd�alenost obraz�u I1 a I2 .

Tang_dist<- function(I1,I2){
d<-dim(I1)

D_pom<-I1[,2:d[2]]-I1[,1:(d[2]-1)]
D1h<-cbind(0,D_pom)+cbind(D_pom,0)
D1h[,2:(d[2]-1)]<-D1h[,2:(d[2]-1)]/2
D_pom<-I1[2:d[1],]-I1[1:(d[1]-1),]
D1v<-rbind(0,D_pom)+rbind(D_pom,0)
D1v[2:(d[1]-1),]<-D1v[2:(d[1]-1),]/2
D1<-cbind(as.vector(D1h),as.vector(D1v))

D_pom<-I2[,2:d[2]]-I2[,1:(d[2]-1)]
D2h<-cbind(0,D_pom)+cbind(D_pom,0)
D2h[,2:(d[2]-1)]<-D2h[,2:(d[2]-1)]/2
D_pom<-I2[2:d[1],]-I2[1:(d[1]-1),]
D2v<-rbind(0,D_pom)+rbind(D_pom,0)
D2v[2:(d[1]-1),]<-D2v[2:(d[1]-1),]/2
D2<-cbind(as.vector(D2h),as.vector(D2v))

L11<-t(D1)%*%D1
L12<-t(D1)%*%D2
L21<-t(D2)%*%D1
L22<-t(D2)%*%D2

B1<-(L12%*%solve(L22)%*%t(D2) -
t(D1))%*%(as.vector(I1)-as.vector(I2))

B2<-(L21%*%solve(L11)%*%t(D1) -
t(D2))%*%(as.vector(I1)-as.vector(I2))

A1<-(L11 - L12%*%solve(L22)%*%L21)
A2<-(L21%*%solve(L11)%*%L12 - L22)

alpha<-solve(a=A1,b=B1)
beta<-solve(a=A2,b=B2)

I1t<-I1+alpha[1]*D1h+alpha[2]*D1v
I2t<-I2+beta[1]*D2h+beta[2]*D2v

return(Frob_dist(I1t,I2t))
}
#---------------------------konec funkce------------ ---------------#
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N�azev funkce: Tang dist2
Popis funkce: Spo�cte te�cnou vzd�alenost dvou v�y�rez�u obrazu o stejn�e velikosti
Vstupn�� parametry
I { matice reprezentuj��c�� (�sed�y) obraz
c1 { sou�radnice (vektor o d�elce 2) st�redu prvn�� vy�r��znut�e o blasti
c2 { sou�radnice (vektor o d�elce 2) st�redu druh�e vy�r��znut�e o blasti
s { velikost vy�r��znut�eho okol�� ke ka�zd�emu ze st�red�u c1 a c2
V�ystup
�C��slo ozna�cuj��c�� te�cnou vzd�alenost v�y�rez�u obrazu I .

Tang_dist2 <- function(I,c1,c2,s){
I1<-I[(floor(c1[1])-s+1):(floor(c1[1])+s),

(floor(c1[2])-s+1):(floor(c1[2])+s)]
I2<-I[(floor(c2[1])-s+1):(floor(c2[1])+s),

(floor(c2[2])-s+1):(floor(c2[2])+s)]
return(Tang_dist(I1,I2))

}
#---------------------------konec funkce------------ ---------------#
\noindent\textbf{N�azev funkce:} Energy\\
\textbf{Popis funkce:} V�ypo�cet energie obrazu\\
\textbf{Vstupn�� parametry}\\
\texttt{I} -- matice reprezentuj��c�� (�sed�y) obraz\\
\textbf{V�ystup}\\
�C��slo ozna�cuj��c�� energii obrazu \texttt{I}.
\begin{verbatim}
Energy<-function(I){

d<-dim(I)
return(sqrt((sum((I[1:(d[1]-1),]-I[2:d[1],])^2)+

sum((I[,1:(d[2]-1)]-I[,2:d[2]])^2))/
((d[1]-1)*d[2] + d[1]*(d[2]-1))))

}
#---------------------------konec funkce------------ ---------------#

N�azev funkce: Dist indx
Popis funkce: P�rev�ad�� pozici ve vektoru, kter�y je v�ystupem funkce dist na
indexy objekt�u, kter�e byly vstupem pro funkci dist
Vstupn�� parametry
n { po�cet objekt�u, mezi kter�ymi byla m�e�rena vzd�alenost
i { index ve vektoru vzd�alenost��
V�ystup
Vektor o d�elce 2, kter�y ud�av�a pozice objekt�u ve vstupn��m v ektoru funkce dist ,
jejich�z vzd�alenost je ulo�zena na pozici i v�ystupn��ho vektoru z funkce dist .

Dist_indx<-function(n,i){
s<-(n-ceiling(sqrt(2*(n*(n-1)/2-i+1)+1/4)-1/2))
r<-i+(n-s)*(n-s+1)/2-n*(n-1)/2
return(cbind(s,s+r))

}
#---------------------------konec funkce------------ ---------------#
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N�azev funkce: Dist indx2
Popis funkce: P�rev�ad�� indexy objekt�u, kter�e byly vstupem pro funkci dist na
pozici ve vektoru, kter�y je v�ystupem funkce dist
Vstupn�� parametry
n { po�cet objekt�u, kter�e jsou na vstupu do funkce dist
i { ni�z�s�� z index�u objekt�u, mezi kter�ymi m�e�r��me vzd�a lenost funkc�� dist
j { vy�s�s�� z index�u objekt�u, mezi kter�ymi m�e�r��me vzd�a lenost funkc�� dist
V�ystup
P�rirozen�e �c��slo, kter�e ud�av�a pozici ve v�ystupn��m vekto ru funkce dist , na kter�e
je ulo�zena vzd�alenost objekt�u i a j .

Dist_indx2<-function(n,i,j){
return(n*(i-1) - i*(i-1)/2 + j-i)

}
#---------------------------konec funkce------------ ---------------#

N�azev funkce: Best approx
Popis funkce: Najde v�y�rez obrazu o velikosti 32� 32 kter�y m�a nejmen�s�� Frob�eniovu
vzd�alenost od p�redlohy
Vstupn�� parametry
I { obraz ze kter�eho jsou br�any v�y�rezy
rangeLT { sou�radnice (vektor d�elky 2) st�redu v�y�rezu, kter�y le� z�� nejv��ce vlevo
naho�re
rangeRD { sou�radnice (vektor d�elky 2) st�redu v�y�rezu, kter�y le� z�� nejv��ce vpravo
dole
M { obraz, oproti kter�emu jsou v�y�rezy porovn�av�any
V�ystup
Vektor d�elky 3. Prvn�� dv�e sou�radnice ud�avaj�� st�red v�y �rezu, kter�y je nejbl���ze
k obrazu M. T�ret�� ud�av�a Frob�eniovu vzd�alenost nejbli�z�s��ho v�y� rezu od obrazuM.

Best_approx<-function(I,range_LT,range_RB,M){
d2m<-matrix(0,range_RB[1]-

range_LT[1]+1,range_RB[2]-range_LT[2]+1)
min<-256
min.i<-range_LT[1]
min.j<-range_LT[2]
for(i in range_LT[1]:range_RB[1]){

for(j in range_LT[2]:range_RB[2]){
d2m[i-range_LT[1]+1,j-range_LT[2]+1]<-

Frob_dist(M,I[(i-15):(i+16),(j-15):(j+16)])
if(d2m[i-range_LT[1]+1,j-range_LT[2]+1] <= min){

min<-d2m[i-range_LT[1]+1,j-range_LT[2]+1]
min.i<-i
min.j<-j

}
}

}
return(c(min.i,min.j,min))
}
#---------------------------konec funkce------------ ---------------#
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V�ypo�cet: Detekce z�akladn��ch bod�u
Popis d�ule�zit�ych prom�enn�ych
img { v�y�rez lev�eho horn��ho kvadrantu obrazu bez vady
cp { seznam z�akladn��ch bod�u (viz sekce 5.1) obrazuI11

img<-as.matrix(bez_defektu$bez_vady_04[1:1024,1:102 4])
fft<-fft(img)
fft.cutted<-fft
fft.cutted[1:1024,1:1024]<-0
fft.cutted[Mod(fft)>500000]<-fft[Mod(fft)>500000]
img.approx<-Mod(fft(fft.cutted,inverse=T))
img.dark<-!I(img.approx>60*1024*1024)
cp<-Center_points(img.dark)
rm(list=c("fft","fft.cutted","img.approx","img.dark "))
image(1:1024,1:1024,img)
points(cp[cp[,3]>40,1:2])
# rm(list=c("img","cp"))
#---------------------------konec vypoctu----------- ----------------#

V�ypo�cet: V�ypo�cet pr�um�ern�eho obrazu a rozptylu intenzit
Popis d�ule�zit�ych prom�enn�ych
slot.mat { matice, kde ka�zd�e okol�� z�akladn��ho bodu je uspo�r�ad�an o do jedn�e
�r�adky
slot.mead { pr�um�ern�y obraz v okol�� z�akladn��ch bod�u
slot.sd { sm�erodatn�a odchylka intenzit v okol�� z�akladn��ch bod�u

cp.sel<-cp[cp[,3]>40,1:2]
cp.sel<-cp.sel[cp.sel[,1]>16 & cp.sel[,2]>16,]
cp.sel<-cp.sel[cp.sel[,1]<1008 & cp.sel[,2]<1008,]
cp.nrow<-nrow(cp.sel)
slot.mat<-matrix(0,cp.nrow,1024)
for (i in 1:cp.nrow) {

slot.mat[i,]<-as.vector(img[(floor(cp.sel[i,1])-15) :
(floor(cp.sel[i,1])+16), (floor(cp.sel[i,2])-15):

(floor(cp.sel[i,2])+16)])
}
slot.mean<-matrix(round(apply(slot.mat,2,mean)),32, 32)
slot.sd<-matrix(round(apply(slot.mat,2,sd)),32,32)
rm(list=c("cp.sel","i","cp.nrow"))
image(slot.mean,col=gray((1:256)/256))
image(slot.sd,col=gray((1:256)/256))
# rm(list=c("slot.mean","slot.sd","slot.mat"))
#---------------------------konec vypoctu----------- ----------------#
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V�ypo�cet: V�ypo�cet vzd�alenosti sousedn��ch v�y�rez�u obrazu
Popis d�ule�zit�ych prom�enn�ych
nb.axis.sel { seznam sousedn��ch dvojic z�akladn��ch bod�u o�ci�st�en�y o k rajn�� body
nb.frob { Frob�eniova vzd�alenost okol�� z�akladn��ch bod�u ze seznamu ll.cl
nb.tang { Te�cn�a vzd�alenost okol�� z�akladn��ch bod�u ze seznamu ll.cl

cp.sel<-cp[cp[,3]>40,1:2]
d<-dist(cp.sel)
nb.indx<-(1:length(d))[d>18 & d<43]
nb<-cbind(Dist_indx(nrow(cp.sel),nb.indx))
nb.axis<-

cbind(cp.sel[nb[,1],],cp.sel[nb[,2],],(2*I(cp.sel[n b[,1],1] -
cp.sel[nb[,2],1]>0)-1)*(cp.sel[nb[,1],]-cp.sel[nb[, 2],]))

nb.axis.sel1<-
cbind(nb.axis,1 + I(nb.axis[,6]>14) + I(nb.axis[,6]>0) +

I(nb.axis[,6]>(-20)))
nb.axis.sel2<-nb.axis.sel1[nb.axis.sel1[,1]>16 &

nb.axis.sel1[,2]>16 &
nb.axis.sel1[,3]>16 & nb.axis.sel1[,4]>16,]

nb.axis.sel<-nb.axis.sel2[nb.axis.sel2[,1]<1008 &
nb.axis.sel2[,2]<1008 &

nb.axis.sel2[,3]<1008 & nb.axis.sel2[,4]<1008,]
nb.frob<-nb.axis.sel[,1]
nb.tang<-nb.axis.sel[,1]
nb.frob[]<-0
nb.tang[]<-0
for(i in 1:(nrow(nb.axis.sel))){

nb.frob[i]<-
Frob_dist2(img,nb.axis.sel[i,1:2],nb.axis.sel[i,3:4 ],16)

nb.tang[i]<-
Tang_dist2(img,nb.axis.sel[i,1:2],nb.axis.sel[i,3:4 ],16)

}
rm(list=c("cp.sel","d","nb.indx","nb","nb.axis","nb .axis.sel1",

"nb.axis.sel2","i"))
hist(nb.frob)
hist(nb.tang)
mean(nb.tang) / mean(nb.frob)
# rm(list=c("nb.axis.sel","nb.frob","nb.tang"))
#---------------------------konec vypoctu----------- ----------------#

V�ypo�cet: Obr�azky rezidu�� okol�� z�akladn��ch bod�u
Popis d�ule�zit�ych prom�enn�ych
slot.sd.vec { sm�erodatn�e odchylky bod�u uspo�r�adan�e do vektoru

image(matrix(slot.mat[floor(1555*runif(1)),],32,32) -slot.mean,
col=gray.colors(256),asp=1,yaxt="n",xaxt="n")

slot.sd.vec<-round(apply(slot.mat,2,sd))
image(matrix(rnorm(1024)*slot.sd.vec,32,32),

col=gray.colors(256),asp=1,yaxt="n",xaxt="n")
#---------------------------konec vypoctu----------- ----------------#
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V�ypo�cet: V�ypo�cet energie okol�� z�akladn��ch bod�u
Popis d�ule�zit�ych prom�enn�ych
slot.energy { energie okol�� z�akladn��ch bod�u
slot.energy.ran { energie n�ahodn�ych obraz�u

slot.energy.ran<-rep(0,1500)
slot.energy<-rep(0,1555)
for(i in 1:1500){

M<-matrix(rnorm(1024)*slot.sd.vec,32,32)
slot.energy.ran[i]<-Energy(M)

}
for(i in 1:1555){

M<-(matrix(slot.mat[i,],32,32)-slot.mean)
slot.energy[i]<-Energy(M)

}
rm(list=c("i","M"))
mean(slot.energy)
mean(slot.energy.ran)
sd(slot.energy)
sd(slot.energy.ran)
rm(slot.sd.vec)
# rm(list=c("slot.energy","slot.energy.ran"))
#---------------------------konec vypoctu----------- ----------------#

V�ypo�cet: Popis obrazu pro identi�kaci zatkan�eho p�redm�etu
Popis d�ule�zit�ych prom�enn�ych
img.train { �c�ast obrazu pou�zit�a k popisu zdrav�e l�atky
cp { seznam z�akladn��ch bod�u
cp.sel { v�yb�er z�akladn��ch bod�u
slot.mean { pr�um�ern�y obraz v okol�� z�akladn��ch bod�u
slot.sd { sm�erodatn�a odchylka bod�u v okol�� z�akladn��ch bod�u
slot.mat { okol�� z�akladn��ch bod�u uspo�r�adan�e do matice
frob.dist { Frob�eniova vzd�alenost okol�� z�akladn��ch bod�u od pr�um�e ru
nb { seznam sousedn��ch dvojic z�akladn��ch bod�u
nb.axis { seznam sou�radnic sousedn��ch dvojic z�akladn��ch bod�u
nb.axis1, nb.axis2, nb.axis3 { nb.axis rozd�elen�y na 3 �c�asti

img.train<-as.matrix(ve_smeru_utku$zatkany_predmet) [1:768,1:768]
fft<-fft(img.train)
fft.cutted<-fft
fft.cutted[1:768,1:768]<-0
fft.cutted[Mod(fft)>500000]<-fft[Mod(fft)>500000]
img.approx<-Mod(fft(fft.cutted,inverse=T))
img.dark<-!I(img.approx>60*768*768)
cp<-Center_points(img.dark)
rm(list=c("fft","fft.cutted","img.approx","img.dark "))
image(1:768,1:768,img.train)
points(cp[cp[,3]>100,1:2])
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cp.sel<-cp[cp[,3]>100,1:2]
cp.sel<-cp.sel[cp.sel[,1]>16 & cp.sel[,2]>16,]
cp.sel<-cp.sel[cp.sel[,1]<752 & cp.sel[,2]<752,]
cp.nrow<-nrow(cp.sel)
slot.mat<-matrix(0,cp.nrow,1024)
for (i in 1:cp.nrow) {

slot.mat[i,]<-as.vector(img.train[(floor(cp.sel[i,1 ])-15):
(floor(cp.sel[i,1])+16),(floor(cp.sel[i,2])-15):

(floor(cp.sel[i,2])+16)])
}
slot.mean<-matrix(round(apply(slot.mat,2,mean)),32, 32)
slot.sd<-matrix(round(apply(slot.mat,2,sd)),32,32)
rm(cp.nrow)

frob.dist<-sqrt(apply((slot.mat-matrix(apply(slot.m at,2,mean),
512,1024,byrow=T))^2,1,sum)/1024)

quantile(frob.dist,0.99)

d<-dist(cp.sel)
nb.indx<-(1:length(d))[d<45]
nb<-cbind(Dist_indx(nrow(cp.sel),nb.indx))
nb.axis<-

cbind(cp.sel[nb[,1],],cp.sel[nb[,2],],(2*I(cp.sel[n b[,1],1] -
cp.sel[nb[,2],1]>0)-1)*(cp.sel[nb[,1],]-cp.sel[nb[, 2],]))

plot(nb.axis[,5:6])
nb.axis1<-nb.axis[nb.axis[,6]<(-10),]
nb.axis2<-nb.axis[nb.axis[,6]>(-10) & nb.axis[,6]<30, ]
nb.axis3<-nb.axis[nb.axis[,6]>30,]

apply(nb.axis1[,5:6],2,mean)
apply(nb.axis2[,5:6],2,mean)
apply(nb.axis3[,5:6],2,mean)
sqrt(sum(apply(nb.axis1[,5:6],2,mean)^2))
sqrt(sum(apply(nb.axis2[,5:6],2,mean)^2))
sqrt(sum(apply(nb.axis3[,5:6],2,mean)^2))

image(1:768,1:768,img.train)
for(i in 1:length(nb.axis1[,1])){

lines(nb.axis1[i,c(1,3)],nb.axis1[i,c(2,4)])
}
for(i in 1:length(nb.axis3[,1])){

lines(nb.axis3[i,c(1,3)],nb.axis3[i,c(2,4)])
}
180*acos(apply(nb.axis1[,5:6],2,mean)%*%apply(nb.ax is3[,5:6],2,mean)/

sqrt(sum(apply(nb.axis1[,5:6],2,mean)^2))/
sqrt(sum(apply(nb.axis3[,5:6],2,mean)^2)))/pi

rm(list=c("nb.indx","d","i"))
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# rm(list=c("img.train","cp","cp.sel"))
# rm(list=c("slot.mean","slot.sd","slot.mat"))
# rm(list=c("frob.dist","nb"))
# rm(list=c("nb.axis","nb.axis1","nb.axis2","nb.axis 3"))
#---------------------------konec vypoctu----------- ----------------#

V�ypo�cet: Identi�kace zatkan�eho p�redm�etu ve tkan�e text��lii
Popis d�ule�zit�ych prom�enn�ych
img.score { obraz obsahuj��c�� l�atku se zatkan�ym p�redm�etem
centers { seznam odhadnut�ych z�akladn��ch bod�u

img.score<-as.matrix(ve_smeru_utku$zatkany_predmet)

nb.direct1<-apply(nb.axis1[,5:6],2,mean)
nb.direct2<-apply(nb.axis2[,5:6],2,mean)
nb.direct3<-apply(nb.axis3[,5:6],2,mean)
nb.direct4<-nb.direct3-nb.direct1

first.center<-Best_approx(img.score,c(16,16),c(63,6 3),slot.mean)
if(first.center[1]-nb.direct1[1]>18)

first.center=Best_approx(img.score,first.center[1:2 ] -
floor(nb.direct1)-2,first.center[1:2]-

floor(nb.direct1)+3,slot.mean)

centers<-as.matrix(t(first.center))
new.center<-first.center+c(nb.direct4,0)
if(new.center[1] < 18) new.center<-first.center+c(nb.d irect3,0)
while(new.center[2]<1982){

new.center<-Best_approx(img.score,floor(new.center[ 1:2])-2,
floor(new.center[1:2])+3,slot.mean)

centers<-rbind(centers,new.center)
old.center<-new.center
new.center<-old.center+c(nb.direct4,0)
if(new.center[1] < 18) new.center<-old.center+c(nb.dir ect3,0)

}
new.center<-old.center+c(nb.direct3,0)
if(new.center[2] >= 1982) new.center<-old.center+c(nb. direct2,0)
while(new.center[1]<1982){

new.center<-Best_approx(img.score,floor(new.center[ 1:2])-2,
floor(new.center[1:2])+3,slot.mean)

centers<-rbind(centers,new.center)
old.center<-new.center
new.center<-old.center+c(nb.direct3,0)
if(new.center[2] >= 1982) new.center<-old.center+c(nb. direct2,0)
if(new.center[2] >= 1982) new.center<-new.center+c(nb. direct1,0)

}
cen.len<-dim(centers)[1]
for(i in 1:cen.len){

old.center<-centers[i,]
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new.center<-old.center+c(nb.direct1,0)
while(new.center[1]<1982 & new.center[2]>18){

new.center<-Best_approx(img.score,floor(new.center[ 1:2])-2,
floor(new.center[1:2])+3,slot.mean)

centers<-rbind(centers,new.center)
old.center<-new.center
new.center<-old.center+c(nb.direct1,0)

}
}

image(1:2000,1:2000,img.score,col=grey.colors(256))
points(centers[,1:2],col="gray")
points(centers[centers[,3]>66,1:2],col="red")

rm(list=c("nb.direct1","nb.direct2","nb.direct3","n b.direct4",
"first.center","new.center","old.center","cen.len", "i"))

# rm(list=c("img.score","centers"))

#---------------------------konec vypoctu----------- ----------------#
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P�r��loha 2
Uk�azky redukce �sumu

Obraz �c�asti �sachovnice

P�uvodn�� obraz

Odstran�en�� �sumu simulovan�ym
�z��h�an��m
Nastaven�� parametr�u:
Smoothness = 5
Diagonal smoothnes = 5
Deviation from original = 0:4
Brightness = 0
Number of iterations = 107

Number of threads = 1
Cooling schema =Logarithm
Cooling parametres = 1, 1000

Zaml�zen�y obraz
Nastaven�� parametr�u:
White error rate = 0.1
Black error rate = 0.1

Odstran�en�� �sumu metodou Steep-
est descent
Nastaven�� parametr�u:
Smoothness = 5
Diagonal smoothnes = 5
Deviation from original = 0:4
Brightness = 0
Number of iterations = 107
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Zaml�zen�y obraz
Nastaven�� parametr�u:
White error rate = 0.25
Black error rate = 0.25

Odstran�en�� �sumu metodou Steep-
est descent
Nastaven�� parametr�u:
Smoothness = 5
Diagonal smoothnes = 5
Deviation from original = 0:4
Brightness = 0
Number of iterations = 108

Odstran�en�� �sumu simulovan�ym
�z��h�an��m
Nastaven�� parametr�u:
Smoothness = 5
Diagonal smoothnes = 5
Deviation from original = 0:4
Brightness = 0
Number of iterations = 108

Number of threads = 1
Cooling schema =Logarithm
Cooling parametres = 1, 1000
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